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Estes slides foram adaptados do workshop piloto do Al Climate Institute
(Pilot Workshop).

Modifiquei-os ligeiramente para incluir exercicios em sala
e conteudo adicional sobre o algoritmo de regressao
linear.

Acho a apresentacao original excelente e escolhi usar o
material. Sempre citem/referenciem os slides originais.

Sou pesquisadora em aprendizado de maquina, mas (ainda)
nao em clima: a maioria dos exemplos climaticos nao € minha
especialidade, mas os fundamentos de AM sao meu forte.
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Roteiro da aula

O que € aprendizado de maquina?

Tipos de aprendizado de maquina
Dados
Entendendo o algoritmo de regressao linear

Perguntas e respostas



Roteiro da aula

O que é aprendizado de maquina? AM vs. outras

abordagens
Tipos de aprendizado de maquina

Pontos fortes
Dados

e limitacoes
Entendendo o algoritmo de regressao linear

Perguntas e respostas



O que é |A?

Inteligéncia artificial (I1A): qualquer algoritmo que permite a uma maquina realiza
uma tarefa complexa (p. ex. tarefas associadas a inteligéncia humana)

A |A representa o desenvolvimento de sistemas computacionais capazes
de emular a inteligéncia humana. Esses sistemas podem realizar tarefas
gue normalmente exigem capacidades cognitivas humanas, como
resolver problemas, aprender com dados e tomar decisoes.

https://runsystem.net/en/news/learn-about-ai-terminology-2024-ani-agi-and-asi



O que é |A?

Inteligéncia artificial (I1A): qualquer algoritmo que permite a uma maquina realiza
uma tarefa complexa (p. ex. tarefas associadas a inteligéncia humana)

4 \

Sistemas baseados em regras: Aprendizado de maquina (AM):

técnicas que raciocinam automaticamente  técnicas que extraem automaticamente
sobre um conjunto explicito de regras padroes dos dados

. & 4




Extracao automatica de padroes a partir de dados

Artificial Intelligence

Any technique which enables
computers to mimic human behaviour.

Artificial Intelligence

Machine Learning

6]

Machine Learning

Subset of Al techniques which use
statistical methods to enable machines ©
to improve with experiences.

(3

Deep Learning

Deep Learning o

Subset of ML which makes the
computation of multi-layer
neural networks feasible. Ciéncia d

Jlietkd 2 Ciéncia de dados
dados Um campo interdisciplinar
que busca extrair

valor dos dados

https://en.idei.club/27516-iot-artificial-intelligence.html



Exercicio: sistemas baseados em regras

Escreva um
programa

simples para

reconhecer

o digito 9

em uma imagem




Exercicio: sistemas baseados em regras

seu

programa ainda
funciona? Se
nao, pense

em como
modifica-lo




Aprendizado de maquina: aprender padroes gerais a partir dos dados
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O que e aprendizado de maquina (AM)?

“Aprendizado de maquina € um campo de estudo
gque da aos computadores a capacidade de
aprender sem serem explicitamente programados”

— Arthur Samuel (1959)



Programacao tradicional vs. AM

Programacao tradicional

Entrada

-t

Programa

Aprendizado de maquina (AM)

Entrada

-t

Saida

Saida

Programa




Alguns pontos fortes e limitacoes do AM

PONTOS FORTES LIMITACOES
Aproveitar padroes nos dados o E uma ferramenta: ndo serve para toda tarefa
Executar tarefas em escala e Pode errar (com excesso de confianca)
Otimizar sistemas complexos o Pode exigir muitos dados e/ou computagao

7

Capacidade de estar “sempre ligado”™ e “Entra lixo, sai lixo”
Combinar entradas heterogéneas e Herda vieses dos dados/projeto/uso

Integrar-se a outros metodos e Suplbe que regras/padroes persistem




Quando usar AM?

Nem sempre: nem todo problema pode ou deve ser resolvido com aprendizado de maquina!

o  Use AM quando fizer mais sentido inferir as regras a partir de exemplos do que escrevé-las

Quando voceé tem acesso a dados que “correspondem” a tarefa

o Resolugao, cobertura, amostra representativa de uma distribuicao adequadas etc.

Quando estimativas sao uteis e erros sao admissiveis

o  “Todos os modelos estdo errados, alguns sao uteis” — George Box

Quando é uma solucao custo-efetiva

o Os custos incluem (i) criacao e processamento do conjunto de dados e (ii)
desenvolvimento, implantacido e manutencao do modelo



Aprendizado de maquina

[ Aprendizado de maquina (AM): extrair automaticamente padroes dos dados ]
MODELOS TIPOS DE DADOS / CASOS DE USO PARADIGMAS

Redes neurais (aprendizado profundo) | Visdo computacional Modelos generativos vs.
Maquinas de vetores de suporte Processamento de linguagem natural discriminativos
Arvores de decisdo Roboética Informados pela fisica e robustos
Modelos bayesianos Processamento de sinais Interpretaveis

Modelos especificos vs.

de uso geral




O que € um modelo de AM?

O modelo consiste em parametros e em uma estrutura
que, juntos, transformam entradas em saidas

A parte de “aprendizado” significa que esses parametros
sao ajustados no treinamento para produzir um “modelo
aprendido” capaz de realizar uma tarefa
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Modelos “grandes” vs. “pequenos”

Amplo espectro de modelos em
numero de parametros

Modelos pequenos rodam em
segundos na maioria dos notebooks

Modelos maiores podem exigir um

servidor (p. ex. uma GPU potente

por meio dia)

Modelos muito grandes podem exigir 10.000+
GPUs por varios meses

# Carregar os dados
X,y =load_iris ( return_X_y = True)

# Criar, treinar e prever
model = RandomForestClassifier ()
model . fit (X, y)

predictions = model . predict ( X [: 5])

Inception-v4
80 1
Inception-v3 ResNet-152
ResNet-50 VGG-16 VGG-19
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Image: https://arxiv.org/pdf/1605.07678



Modelos especificos vs. de uso geral

Modelo especifico

e Treinado para uma unica tarefa

e Em geral treinado com uma modalidade de dados

e Exemplo: segmentacéo por tipo de uso do solo em imagens de satélite *

Modelos de uso geral

e Busca lidar com muitos tipos de tarefas em
dom |’n |OS va I’Iad 0S LULC Changes Detection over a Period of times

e Treinado com dados amplos e diversos

e Exemplo: modelos de fundacao geoespaciais para segmentacao
por uso do solo, deteccao de mudanca de uso etc.

1989 2020 1989 to 2020

+ [ W]



AM na pratica

Machine
Datasets ———»  Data Retrieval Learning
Algorithm
l
Data Feature Feature
Processing & Extraction & Scaling & . Model
Wrangling Engineering Selection —  Modeling " Evaluation& Deployment &
i Monitoring
Tuning
Data Preparation

(

Re-iterate till satisfactory model performance

Practical Machine Learning with Python. Bali, Sarkar, and Sharma.



Desenvolvimento — treinamento — inferéncia

Desenvolvimento

Montar a infraestrutura
do pipeline de dados

Decidir como avaliar o
desempenho do modelo

Testar diferentes algoritmos
e hiperparametros

Escolher o modelo usado
no treinamento final

Treinamento

“Ajustar” os parametros do
modelo a tarefa

Escolher dados de treinament
representativos do contexto
de inferéncia

Pode levar de minutos a mese

Precisa ser refeito se a
distribuicao dos dados mudar

0]

Inferéncia

Produzir previsdes para
entradas “nao vistas”

Usa os parametros “congelados”
do treinamento

Supde que entradas “nao vistas”
tém distribuicao semelhante
a dos dados de treinamento

Costuma ser bem mais rapide
que o treinamento (de
milissegundos a segundos)




Exercicio: fluxo de desenvolvimento em AM

Qual destas etapas vocé
acha que leva mais tempo

Desenvolvimento em um projeto real de AM?

Montar a infraestrutura
do pipeline de dados

Decidir como avaliar o
desempenho do modelo

Testar diferentes algoritmos
e hiperparametros

Escolher o modelo usado

no treinamento final https://partici.fi/53603205




Roteiro da aula

O que € aprendizado de maquina?

Tipos de aprendizado de maquina

Dados

Principais paradigmas

Subareas de AM

i 209 i levant i
Entendendo o algoritmo de regresséo linear relevantes para o cliima

Perguntas e respostas



Meaningful
Compression

Structure |mage

. TERI Customer Retention
Discovery Classification

Big data Dimensionality Feature Idenity Fraud

Aprender comum Cbsﬂjﬂﬂ’t Reduction Elicitation Detection
de dados nao rotulado

: . D‘ 1 -
Classification FENOSEE - Aprender com um conjunto

de dados rotulado

IA generativa

Recommender Unsupervised Supervised

Systems

Advertising Popularity
Prediction

Learning Learning Weather

Forecasting
*
M ac h I n e Population

Growth
Prediction

Clustering Regression
Targetted

Marketing

Market
Forecasting

Customer

Segmentation L e a_ r n i ng

Estimating
life expectancy

Real-time decisions Game Al

Reinforcement Otimizar as acoes de um
Learning agente em um ambiente

Robot Navigation Skill Acquisition

Learning Tasks



Exercicio: esta € uma tarefa de regressao ou classificacao?

Labeled Data

i 8 g Machine ML Model Predictions

OO0 — 8 o
Labels Q@ ﬁ ﬁ O e
A[O

ale v

Rectangle Circle

ANRS,

Triangle Hexagon

Test Data



Exercicio: esta € uma tarefa de regressao ou classificacao?

Distancia até o mercado mais préximo Presenca de pogo Preco da casa (N)
5 km (perto do mercado Balogun, | Sim &75, 000, 000
Lagos)

15 km (periferia de Abuja) Nao &30, 000, 000




Exercicio: esta € uma tarefa de regressao ou classificacao?

Email

\/ Machine Learning
Model




Como escolher uma abordagem de aprendizado?

Learning Approach

Dados de entrada:
e Podem incluir entradas e, quando conhecidas, saidas-alvo (chamadas rotulos)
um conjunto de dados nao rotulado e aquele cujas saidas-alvo nao conhecemos a priori
Saida(s) do modelo:
e (Categodrica/numérica, discreta/continua, saida unica/multipla

Abordagem de aprendizado:

Aprendizado supervisionado Aprendizado nao supervisionado Aprendizado por reforgo
« Orientado por tarefa * Orientado por dados «  Orientado por recompensa
° Dados rotulados ® DadOS néo rotulados ° Dados de estado/agdo coletados dinamicamente

* Retorno sobre o desempenho * Retorno sobre o desempenho



Terminologia do aprendizado supervisionado

* Rotulo: € o que estamos prevendo. Costuma ser denotado
por). Também chamado variavel dependente ou alvo

 Atributo: variavel de entrada usada na
tarefa. Costuma ser denatado por . Também chamado variavel independente

Email

* Modelo: codifica a relacao entre os atributos
e o rotulo

* Treinamento: o processo de ensinar o modelo a ir bem
nos dados; tambéem dizemos aprender o modelo

* Inferéncia: aplicar o modelo treinado a dados nao vistos,
também chamados dados de teste



Aprendizado supervisionado

Dado um conjunto de dados rotulado, ou seja, entradas X com rotulos vy:

{(X0, ¥y (X@y F2., (XY )

aprender uma funcéo f que preveja y a partir de X, ou seja, f(X) = Y.

e X pode ter varios elementos, cada um representando um

atributo (“feature”)
e Regressao: y tem valor real
e Classificacao: y é categorico



Aprendizado supervisionado: regressao

Aprender uma funcgao f que preveja y a partir de X, ou seja, f(X) = Y.

e [Regressao: y tem valor real

9 -
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itf 000 -
:L\ 000 4
b ( 3 -
m 1
e 1 2 S
p © -
SO
1970 1980 1990 2000 2010 2020

Ano
Dados de G. Witt. Journal of Statistics Education, volume 21, numero 1 (2013)



Aprendizado supervisionado: classificacao

Aprender uma funcgao f que preveja y a partir de X, ou seja, f(X) = Y.

e (lassificagdo: y é categorico

® Proco

dIdade superemissor
O POCO -
PO¢ () Poco néo
superemissor
A ML Approach to Methane Emissions Mitigation in PI"OdUQéO de petr(’)|eo e ga’s

the O&G Industry. Wang et al. 2020.



Aprendizado supervisionado: modelos/métodos comuns

e Classificacao: maquinas de vetores de suporte, florestas aleatérias, regressao
logistica, naive Bayes, redes neurais

e Regressao: regressao linear, regressao ridge, processos gaussianos,
redes neurais

<V
<V

Imagem: Analytics Vidhya



Aprendizado supervisionado

Critérios para escolher um algoritmo:

e Tipo de dados de entrada e saida

e Distribuicao e qualidade dos dados, correlacoes entre atributos
e Desempenho desejado e garantias de robustez

Exemplo: classificar um po¢co como superemissor ou hao com
base em sua idade e producao de petroleo e gas, com rotulos de
superemissor disponiveis para o treinamento



Aprendizado nao supervisionado

Dado um conjunto nao rotulado, ou seja, entradas X sem rotulos,

aprender a estrutura oculta dos dados.

Postos de hidrogénio

ZEV
Dados de
Dados de :
pesqui O O pesqul
O

e®, OO0

Nivel de capacidade em tempo real

Unsupervised Temporal Clustering to Monitor the Performance
of Alternative Fueling Infrastructure. Ramea 2020.

() Confiabilidade
Sobrecarregados
Paradas

. ' . incomuns

>

Nivel de capacidade em tempo real



Aprendizado nao supervisionado: modelos/métodos comuns

e Aprender padroes nos dados: analise de componentes principais (PCA),
agrupamento (clustering), algoritmos de deteccao de anomalias

e Modelagem generativa (gerar dados sintéeticos): fluxos normalizadores,
autoencoders variacionais, redes adversariais generativas

e Algumas tarefas de aprendizado por transferéncia: p. ex. alinhamento de dominios



Aprendizado nao supervisionado

Critérios para escolher um algoritmo/modelo:
e Qual é o objetivo principal?
o Agrupamento?
o Geracao de dados sintéticos?
o Adaptacao de dominio?
e Distribuicao e qualidade dos dados, correlacoes entre atributos

Exemplo: geracao sintética de perfis de carga energética de edificios



Aprendizado semissupervisionado

O aprendizado semissupervisionado fica entre o
supervisionado e o nao supervisionado. O conjunto de dados
contem pontos rotulados e nao rotulados

Input Data

61&:0
o

sl 5t
’ J \j ¢—> It's an Apple

Partial Labels / T
34
) Orange 6 @

4 Banana
\/ Unlabelled Data

Machine Learning
Model

Prediction

enjoyalgorithms.com

https://www.enjoyalgorithms.com/blogs/supervised-unsupervised-and-semisupervised-learning



Aprendizado por reforco

:[AgentJ Objetivo: encontrar a melhor
state| | reward i politica que maximize a
S, | R A recompensa total esperada
§< Rt+1 (
< | Environment ]4

Exemplos:
O RL é usado com frequéncia b

e JOgos
em contextos de controle J

e Otimizacao energética de um edificio
e Panoramica e zoom em imagens de satélite

Figura de “56 Things You Need to Know about Reinforcement Learning”



Algumas abordagens de AM associadas a modalidades de dados

Processamento de linguagem Visao computacional Anidlise de séries temporais
natural (PLN)

Tokenization in Natural Language Processing

I love Machine Learning!

Tokenizer

| Love Machine Learning !

P. ex. redes neurais recorrentes (RNNs),
modelos ocultos de Markov (HMMs),
grandes modelos de linguagem (LLMs)

Imagens: Geeksforgeeks, Medium, TIME



AM para modelagem substituta

Modelos de otimizacao Modelos fisicos Modelos informados
pela fisica
Aproximar funcdes objetivo Emular simulacoes fisicas
e restricbes custosas para complexas (dinamica de fluidos E oy e
acelerar a busca por Ou mecanica estrutural) ST
solucdes otimas < o
Motion field
- (g

SSPECAIBSSS
O \ WA XS
Y7/ e CONRS A"’ 5SS
&Q\\\\“‘ RS

2
9 o5z

1 {0.06
0.05 I
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oo \‘@ Input: past
0.02 temperature fields

0.01

0
¥ 2.6532x107

Imagens: Medium, Comsol, Reichstein et al. 2019



AM interpretavel e explicavel

e A |A explicavel justifica suas decisdes a posteriori,

mesmo que seu funcionamento interno seja
complexo ou opaco.

e A |A interpretavel tem I6gica interna transparente

gue as pessoas podem entender examinando
como o proprio modelo funciona.,  , .

™\

J" Trust "|

/" Causality A

| Informativeness |

- Transferability » /
Validation \ Fairness I

Performance ~ 5/

X1
.| — —
Xn
Data Model Interpretability Humans

Imagem: ML CMU Methods

® |dentificar e quantificar

® Permite prever os
resultados de intervencodes e

AM causal

relacbes de causa
e efeito (em vez de
correlacoes)

contrafactuais

Distancia ao

centro da cidade Distancia do
deslocaments

Densidad
construida

A4




AM generativo vs. discriminativo

A lIA discriminativa modela a

aprendendo a mapear diretamente
entradas em saidas.

A IA generativa (“GenAl”’) modela
explicitamente a distribuicao conjunta
dos dados, aprendendo como atributos
e rotulos ocorrem juntos.

Training data

(&

distribuicao de probabilidade condicioni‘,1

Tramlng data

i-ﬂ

training

training

An

|” observation

Discriminative

prediction

model

Generative

sampling

Generated samples

model

Random noise

Prediction

0.83

likaly to be a Van Gogh

Imagens: Analytics yogi



Modelos discriminativos vs. generativos

Modelos discriminativos

Discriminative vs Generative Al Models

e Usados para separar (“discriminar” entre)

Discriminative (classic) Generative
diferentes Sa I’d aS Com base no Valor Predict a label/class given the features of input data Abstractunderlgi:r?e?:tt(taerr‘gil ig;:{):gtdata in order to
d a entrada What's learned?: Decision boundary What's learned?: Probability distributions of the data

e Aprendem a distribuicao condicional o e , o
e .o.”. ..o °® o ®
Q O [ ®

P(Y|X) dos alvos Y dadas as entradas X e ceete o , o

, . g™ o ® e L0
e P. ex. preveem um rétulo ou categoria (spam ou X '.'.':'. A N X
~ S a® 0, 00% o @ ®

nao spam) e e JSe0

Modelos generativos

e Aprendem a distribuicao conjunta P(X,Y)
das entradas Xe doalvo Y

e Aprendem a criar (“gerar”) novo conteudo
amostrado da distribuicao aprendida:
texto, imagens, audio, codigo




Exemplo: Generative Pre-trained Transformer (GPT)

Output
Probabilities
- A
Add & Norm 3
Feed
Forward
4 1| ™\ | Add & Norm |<_:
Akl Multi-Head
Feed Attention
Forward 7 7 Nx
—
N Add & Norm
f—" Add & Norm | Masked
Multi-Head Multi-Head
Attention Attention
S S At 4
O | J U —
Positional o) @ Positional
Encoding Encoding
Input Output
Embedding Embedding
Inputs Outputs

(shifted right)

Figure 1: The Transformer - model architecture.

Fonte da figura: Vaswani et al. (2017)

write a poem about the role of
the Amazon rainforest for

climate

The Lungs of the Earth

Beneath an emerald ocean’s crown,
Where clouds are born and rivers drown,
The Amazon breathes—a pulse so wide,
It cools the sun, commands the tide.

Her trees, like pillars of green flame,

Exhale the life from which we came;

They drink the sky, release the rain,

Then give it back to bloom again.

Each leaf a mirror to the air,
Each root a net that holds despair,
Binding carbon, dust, and dream,

In veins that feed the planet's scheme.

The jaguar's path, the parrot's cry,
Mark cycles written in the sky—
For every breath we take, she gives,

A whispered truth: because she lives.

Ideia central: prevé o préximo token a partir
dos anteriores (nao supervisionado)

Pontos fortes: analisa padroes em dados diversos
em escala, muitas vezes com resultados impressionantes

Limitacoes:

e EXige enormes volumes de dados e computacao
Herda vieses e imprecisdes dos
dados de treinamento

Pode alucinar sem estimativas
® de incerteza

Caracteristicas principais:

e [nterpola padrbes

Correspondéncia de padrdes vs. recuperacao direta de fatos
)



Discussao: geracao de dados sinteticos

Se um conjunto de dados é sintético
(gerado artificialmente), vocé o
consideraria “seguro” para
compartilhar publicamente? Por qué?

https://partici.fi/53603205




Roteiro da aula

O que € aprendizado de maquina?

Tipos de aprendizado de maquina

Dados Coleta de dados

Entendendo o algoritmo de regressao linear Preparacao de

dados para AM
Perguntas e respostas



A importancia dos dados

e Os dados sao o nucleo do aprendizado de maquina

e A qualidade do seu modelo depende
da qualidade dos seus dados

e Quantos dados bastam?

o Depende do problema
o Existem algumas heuristicas razoaveis, mas

guase sempre depende do que

funciona empiricamente

Figura de “What is Big Data? A Quick Introduction for Analytics and Data Engineering Beginners”



Coleta e preparacao de dados

1. Definir a tarefa

2. Selecionar dados alinhados a tarefa
a. Os dados sao rotulados? Se nao, vocé pode rotula-los?

3. Explorar e limpar os dados

a. Tratar valores ausentes (excluir ou imputar)
b. Verificar a qualidade dos rétulos

4. Dividir os dados em treinamento, validacao e teste



Dividindo o conjunto de dados

e Por que dividir o conjunto de dados?
o Para evitar sobreajuste e avaliar o desempenho do modelo em dados novos

I -

e Treinamento: aprender os parametros do modelo
e \alidacao: escolher hiperparametros e comparar modelos
e Teste: avaliar o melhor modelo para medir a generalizacao em dados nao vistos




Sobreajuste vs. generalizacao

v v
100 -
o //’ ERRe Solucao: validagéo cruzada k-fold
Z(j o
= 1 Avaliar como um modelo preditivo vai se sair em
88 testing accuracy dados “nao vistos” dividindo repetidamente o
pa conjunto em k subconjuntos de treino e teste.

82
80
model complexity

Underfitting Just right! overfitting



Definir a tarefa

1. Descrever os requisitos do problema a ser resolvido:

O  Encontrar as restricoes temporais e espaciais do problema (que dao valor a solucao de AM)

p. ex. a previsdo do tempo pode otimizar a produg¢do renovavel, seja para otimizar a infraestrutura
existente (curto prazo), seja para definir a localizagdo de novas usinas (longo prazo)

2. Estabelecer as especificacoes que seu modelo de AM deve cumprir:
o Quais sao as especificacoes para o treinamento? E para a implantacao?

3. Formular a tarefa de AM, por exemplo:

Classificacao Regressao
Agrupamento Segmentacao de imagens Aumento de dados

Deteccao de anomalias Otimizacao online



Selecao de dados

e Selecionar dados alinhados a tarefa de AM
o Revisando aplicacoes de ponta

o  Consultando especialistas do dominio (pesquisadores/profissionais da area)
o  Avaliando com cuidado os requisitos de dados da tarefa de AM

Observacao: talvez seja preciso revisar/flexibilizar algumas especificacoes conforme
os dados realmente disponiveis.

e O conjunto de dados € rotulado? Se nao, vocé pode rotula-lo? Vale a pena
anotar para resolver o problema, considerando abordagens alternativas?



Explorar e limpar os dados

1. Remover observacoes duplicadas ou irrelevantes
2. Corrigir erros estruturais
3. Filtrar outliers indesejados

4. Tratar dados ausentes

5. Validar e garantir a qualidade

De “Data Cleaning: Definition, Benefits, And How-To” — Tableau



Discussao: propriedade dos dados

A quem deveriam pertencer os dados
usados para treinar modelos de IA: ao
usuario, a empresa ou a outra pessoa?

https://partici.fi/53603205




Resumo ate aqui

/" O aprendizado de maquina é util para problemas especificos.

o Nao € uma solugao magica.

7/ Existem muitos tipos diferentes de aprendizado de maquina.

o Abordagens: supervisionado, nao supervisionado, por reforco
o Modalidades de dados: PLN, visdo computacional, séries temporais
o Requisitos: p. ex. interpretavel e explicavel, informado pela fisica

o Qutras escolhas: generativo vs. discriminativo, grande vs. pequeno, geral vs. especifico

/' Os dados s3o o nucleo do aprendizado de maquina!



Exercicio: sim ou nao

Do ponto de vista técnico,
inteligéncia artificial (IA) refere-se
principalmente a grandes modelos
generativos de uso geral, como os

grandes modelos de linguagem.

https://partici.fi/53603205




Roteiro da aula

O que € aprendizado de maquina?

Tipos de aprendizado de maquina

Pados Equacao de
Entendendo o algoritmo de regressao linear uma reta
Perguntas e respostas Funcao de perda

Otimizando os
parametros



Equacao de uma reta

Yy =mx +c

Coeficiente angular |ntercept0 emy



Equacao de uma reta

Y=mx—+c

Coeficiente angular  |ntercepto emy

V=mMX+C

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html



Equacao de uma reta

Y=mx—+c

I I 48 -4 32 24

Coeficiente angular  |ntercepto emy

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html

y =2z +F1
y=2x — 2
giRE | |



Equacao de uma reta

Y=mx—+c

| 48 -4 3,2 24

Interceptoemy

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html




Equacao de uma reta

Y=mx—+c

v

48 u’} 37 24 16

Coeficiente angular

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html

48



Prevendo a extensio do gelo marinho do Artico

Aprender uma funcgao f que preveja y a partir de X, ou seja, f(X) = Y.

e [Regressao: y tem valor real

9 -
cm 8 -
2 kK
e ( 7
S s
c 6 -
itf 000 -
:L\ 000 4
b ( 3 -
m 1
e 1 2 S
p © -
SO
1970 1980 1990 2000 2010 2020

Ano
Dados de G. Witt. Journal of Statistics Education, volume 21, numero 1 (2013)



Prevendo o preco do oleo de amendoim

Groundnut oil: 1 bottle, specify bottle

@ ® Training Data
650 —— Regression Line
625 -
600
575
eba 550
525
500 -
]

475 - ¢ .

(\'{\d\:\ e’« q\:\ {\:\ (\“:\ '\Q Q*\ P e S WP, "b K ‘b*% N %Q'bQ%&‘bx,@ :\’%09’01\9 \}q @9 *’.@ ((«9&9 q;& Q‘\f’) («9 4’.3 c»% 6«19_6’,9 é‘Q ‘99 {@0&0&39

T L@ v*cf'd"\@&\? &v‘?& ® F FPTFTEFRPEPT IS FTLERES YT S

atributo

Notebook de pratica: https://colab.research.google.com/drive/1UQQ_JrBYSugUZtLSzYOlad5rUNZKsw8K?usp=sharing




Regressao linear

A regressao linear sup0e que existe uma relacao linear
entre os atributos e o rotulo numérico.

Yy=mx+c

Em AM, costumamos escrever a equacao assim:

48 4 32 2.4 16 E

y=0b+ wixq
onde:

e o rotulo

€ o viés (intercepto em y), as vezes escrito €6mo
€ o0 peso do atributo 1



Modelo de regressao linear

O modelo de regressao linear prevé uma saida coifp base nos atributos de entrada
L1y L2y 3y Lp

A

Y =wo+ w11 +waxa + - + WnTy,

onde:
* ¢ € aprevisao
* Wo € o intercepto em y (viés)
Wy, W, ,Wy, SA0 0S pesos (coeficientes)
«L1,T2,'** ,Tn sao os atributos de entrada



Modelo de regressao linear: funcao de perda

Para medir a diferenca entre as previsées e os valores reais Yy
(rétulos)

usamos o erro quadratico médio (EQM)
-
m :

onde

m €& 0 numero de exemplos de treinamento

L(w) ¢é a funcdo de perda



Modelo de regressao linear: funcao de perda

* A perda € uma penalidade por uma previsao ruim: € um numero

gue indica o quanto a previsao do modelo errou 1
em um ponto de dados. Se a previsao for perfeita, m

5
E
|
|
s
|
QS>

)

a perda é zero; caso contrario, nao é zero

 Treinar um modelo de regressao linear significa aprender,
com exemplos rotulados, valores dos pesos que

reduzem a perda

specify bottie

—— Regress —— Regression Line

L(w)
llustracdo interativa: https://developers.google.com/machine-learning/crash-course/linear-regression/parameters-exercise




Modelo de regressao linear: peso 6timo (minimizandc
a perda)

1 m
RO

J = wo +wix1 +wexe + -+ + WyTy

substituir .
1
T m Z(% — (wo + w1Zi1 + WaZio + + ++ + W Tin))°

O objetivo € encontrar, we, - ,w, que minimizent(w)



Modelo de regressao linear: peso 6timo (minimizandc
a perda)

Podemos fazer isso de duas formas:
» Solucao fechada (equacao normal)

« Otimizacao por gradiente descendente



Otimizando os parametros: equacao normal

S& é a matriz de projeto (incluindo o termo de viés)y e é
o vetor-alvo, os pesos 6timos sao dados por

w= (XTX)"1xTy

So funciona quando X' X é invertivel e para pequenos
conjuntos de dados



Otimizando os parametros: gradiente descendente

Os pesos sao atualizados iterativamente usando o
gradiente da funcao de perda

oL
w; = Wy — a%
J
onde éva taxa de aprendizado e
oL 2 «—
— =—— x;j(yi — U:)
ow; m

Este metodo € usado em grandes conjuntos de dados



Encontrando o minimo de uma funcao

Comecamos o treinamento com um palpite inicial para
pesos e vieses e ajustamos os valores iterativamente

até obter os pesos e 0 vies com a menor perda

r‘ Compute parameter updates —‘
Inference:
Model ,,:'.\ Make Predictio
Features >, (Predictio

= \ e Compute

Label T

https://github.com/litaotao/machine-learning-crash-course

Do jeito do
gradiente descendente!



Encontrando o minimo de uma funcao

negative
gradient

—~—

l(

4
 J

value of weight w,

A
Y

value of weight w.

Do jeito do
gradiente descendente!

(negative)
gradient

starting point
.y

{ next point

Y

value of weight w,



A taxa de aprendizado importa

A taxa de aprendizado € um hiperparametro que determina o
tamanho dos passos dados a cada iteracao ao atualizar os
parametros do modelo durante o treinamento

starting point W\

A

Small learning rate
takes forever!

value of weight wi

Y

starting point ]\

A

. —— Overshoots the
~_ minimum!

value of weight wi

-
>

https://cedar.buffalo.edu/~srihari/CSE676/8.3%20BasicOptimizn.pdf



A taxa de aprendizado importa

A
starting point \\
We'll get there
/\\ efficiently. }
loss
Y
€ >

value of weight wi

https://cedar.buffalo.edu/~srihari/CSE676/8.3%20BasicOptimizn.pdf



Ajustando uma reta aos dados do o6leo de amendoim

Qual modelo se
ajusta melhor?

Groundnut oil: 1 bottle, specify bottle

® Training Data
650 4 —— Regression Line
625 o ©®
£
°
600 » e o ® —_—
. °
e o L] ... a e °
575 4 . o o
° e o
550 -
L]
525 - s
500 - o'..
e o
.
475 - . -
A LA '\"\'\'\"\’\'\'\'\0 tb"«b'%'%‘b'bi"b%%‘bq Q'QQ"&"’!%Q"}QQQQQDI
L > L 0 I i e G AP At AR A NN R e &7 LA aP ) B2 LN AN AR W R N B R 0 O
S ¥ A o N 2 . ¥ Pooi % o > a7 ¥
FEF ST F S S NP F P T I I VIF IS ST
Groundnut oil: 1 bottle, specify bottle
® Training Data
650 1 —— Regression Line
651 Y =Wp+ WX 2
600
575 4
550 4
525 4
500 4
L]
475 " °
A A «'\'\'*\‘\'\*\ D D 2 D D 2 & @ 2 ) QQQQQQ'QQQQQQ
PEL ) N e BRYSh Y Ee DAY P e i N O , o N N A a4 3 o
FFFEFF IS F e F S N I F P T T T T FF e F FF e

(A)

(B)



Qual modelo se
ajusta melhor?

Divide by the total
number of data points

Avaliando seu modelo: MAE

H—/

The a:solutl: value of the
Groundnut oil: 1 bottle, specify bottle residual

Mag =1z |y -7
{

650

625

600

575

® Training Data
- Regression Line

550

525

500 L

475 4

MAE = 47,20

Groundnut oil: 1 bottle, specify bottle

650

625 4

600

575 4

550 1

525

500 1

475 4

Y =Wp + wiXx

@ Training Data
- Regression Line

MAE = 28,63
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Ajustando uma reta aos dados do o6leo de amendoim

dados de teste

lacao nos

aval

Groundnut oil: 1 bottle, specify bottle

@ Training Data
@ Testing Data

Regression Line

Train MAE = 28.6 | Test MAE = 88.7

900 -

800

700 A

600

500 -




Engenharia de atributos: modelando relacoes

A engenharia de atributos
polinomiais € o truque de alimentar
um modelo linear com poténcias (e
produtos) das entradas originais

2 13 T2y -

para que um modelo que so
traca retas consiga ajustar
relagdes curvas, ja que continua
linear nos pesos, embora as
entradas agora sejam curvas.

900 A

800

600 4

nao lineares

Groundnut oil: 1 bottle, specify bottle

@ Training Data : o
e Testing Data !
- Regression Line

1
Train MAE = 28.6 | Test MAE = 88.7 | .

y=wp+ wix

Groundnut oil: 1 bottle, specify bottle

900 1

@ Training Data ! °
® Testing Data |

!
— R L . | L ]
i Train MAE = 22.8 | Test MAE = 180.9 5 .
H .
800 1
Y= Wg + WiX + wyx? ! §
1
. ]
1
L ]
700 E « °
° ! ... b
] L J
:
o s
600 4 L] "..' LI ) !
... * e, el
° e e ®
L ]
>
500 e 0 ® LY
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Engenharia de atributos: atributos polinomiais

A engenharia de atributos
polinomiais € o truque de alimentar
um modelo linear com poténcias (e
produtos) das entradas originais

2 13 T2y -

para que um modelo que so
traca retas consiga ajustar
relagdes curvas, ja que continua
linear nos pesos, embora as
entradas agora sejam curvas.

Groundnut oil: 1 bottle, specify bottle

800 4

600 -

500 4

T
7 e Training Data ! P

® Testing Data
- Regression Line

Train MAE = 19.0 | Test MAE = 14.4

Y =Wy + WiX + WaXx2 + o + W3x3

2000 1

1800

1600

1400 4

1200 1

1000

800

600

-----------------------------------------------------------

Groundnut oil: 1 bottle, specify bottle

® Training Data
@ Testing Data
-~ Regression Line

Train MAE = 13.4 | Test MAE = 487.0

¥=Wo+ WX + Wpx? + - + wyx?




Exercicio: sobreajuste vs. generalizacao

Um modelo de aprendizado de maquina
obtém erro absoluto médio de 10 nairas
no conjunto de treinamento, mas de 4.333
nairas no conjunto de teste. Qual é a
explicacao mais provavel?

Groundnut oil: 1 bottle, specify bottle

Train MAE = 10.7 | Test MAE = 4333.1

AAAAAA

- A R e 9
00000 Y =W+ WX+ wox? + - + wox

000000

https://partici.fi/53603205
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Principais pressupostos da regressao linear

Homocedasticidade: a variancia da diferenca
entre o rétulo real e o previsto

(residuo) permanece constante para todos
os valores dos atributos

Linearidade: a relacao real
entre o atributo e o rétulo é
aproximadamente linear

Independéncia: as observacoes

s3io independentes entre si Auséncia de multicolinearidade: os atributos

de entrada nao sao fortemente correlacionados

Groundnut oil: 1 bottle, specify bottle

%001 g Training Data
e Testing Data

— Regression’line Train MAE = 19.0 | Test MAE = 14.4

800
¥ =W+ WiX + Wox2 + o + Wax3

700

o
600 ® ®

500 A ° e ° L N J
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Paramos por aqui hoje!
Obrigada

Vocé pode me contatar:
e E-mail: tejumade@tri-ai.org
Google Scholar, LinkedIn: tejumade Afonja
X, Bluesky, GitHub: tejuafonja
Site: tejuafonja.com
Site da minha ONG__tri-ai.org

Notebook de pratica:
https://colab.research.google.com/drive/1UQQ Jr

BYSugUZtLSzYOlad5rUNZKsw8K?usp=sharing




Perguntas e respostas

Vocé pode me contatar:
e E-mail: tejumade@tri-ai.org
Google Scholar, LinkedIn: tejumade Afonja
X, Bluesky, GitHub: tejuafonja
Site: tejuafonja.com
Site da minha ONG__tri-ai.org

Notebook de pratica:
https://colab.research.google.com/drive/1UQQ Jr

BYSugUZtLSzYOlad5rUNZKsw8K?usp=sharing




