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Tejumade Afonja

Diapositivas adaptadas del taller piloto del Al Climate Institute
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Estas diapositivas estan adaptadas del taller piloto del Al Climate Institute
(Pilot Workshop).

Las he modificado ligeramente para incluir ejercicios en
clase y contenido adicional sobre el algoritmo de
regresion lineal.

Creo que la presentacion original es excelente y decidi usar
su material. Citen siempre las diapositivas originales.

Soy investigadora en aprendizaje automatico, pero no (todavia)
en clima: la mayoria de los ejemplos climaticos no son mi
especialidad, pero los fundamentos del AA si son mi fuerte.



Sobre mi

© 9.2 2MEYT 2
nLgra_g

#7.TEJUMADE
AFONJA

SECTOR:
EDUCATION

—— S5 UNDER3SLIST °2.8.

- EIAZA ﬂﬂi
- = B AKLER

HELMHOLTZ CENTER FOR
INFORMATION SECURITY

% LS
WORKSTATION
POWER WOMEN
SERIES

FWOMENSHISTORYMONTH2019

TEJUMADE AFONJA

Al ENGINEER. INSTADEEP

 Docente e investigadora

« Cofundadora, TRI Al & Al Saturdays Lagos (hoy TRI Al Saturdays)

* Investigadora doctoral, CISPA Helmholtz Center for Information Security
- Presidenta general, Deep Learning Indaba 2025; exinvestigadora en practicas, Google

DeepMind; becaria DSSG 2022

Sitio web: tri-ai.org



Indice

;. Qué es el aprendizaje automatico?

Tipos de aprendizaje automatico
Datos
Entender el algoritmo de regresion lineal

Preguntas y respuestas



V 4

Indice

. Qué es el aprendizaje automatico?

Tipos de aprendizaje automatico
Datos
Entender el algoritmo de regresion lineal

Preguntas y respuestas

El AA frente a otros
enfoques

Fortalezas y
limitaciones



;. Qué es la lA?

Inteligencia artificial (I1A): cualquier algoritmo que permite a una maquina realiza
una tarea compleja (p. ej. tareas asociadas a la inteligencia humana)

La IA representa el desarrollo de sistemas informaticos capaces de
emular la inteligencia humana. Estos sistemas pueden realizar tareas
gue normalmente requieren capacidades cognitivas humanas, como
resolver problemas, aprender de los datos y tomar decisiones.

https://runsystem.net/en/news/learn-about-ai-terminology-2024-ani-agi-and-asi



;. Qué es la lA?

Inteligencia artificial (I1A): cualquier algoritmo que permite a una maquina realiza
una tarea compleja (p. ej. tareas asociadas a la inteligencia humana)

Y N

Sistemas basados en reglas: Aprendizaje automatico (AA):

técnicas que razonan automaticamente técnicas que extraen automaticamente
sobre un conjunto explicito de reglas patrones de los datos

p- T




Extraccion automatica de patrones a partir de datos

Artificial Intelligence

Any technique which enables
computers to mimic human behaviour.

Artificial Intelligence

Machine Learning

6]

Machine Learning

Subset of Al techniques which use
statistical methods to enable machines ©
to improve with experiences.

(3

Deep Learning

Deep Learning o

Subset of ML which makes the
computation of multi-layer
neural networks feasible.

Ciencia de Ciencia de datos

datos Un campo interdisciplinar
que busca extraer
valor de los datos

https://en.idei.club/27516-iot-artificial-intelligence.html



Ejercicio: sistemas basados en reglas

Escriba un
programa
sencillo para
reconocer

el digito 9

en una imagen




Ejercicio: sistemas basados en reglas

/. sigue
funcionando
sSu programa?
Si no, piense
en como
modificarlo




Aprendizaje automatico: aprender patrones generales de los datos
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. Qué es el aprendizaje automatico (AA)?

«El aprendizaje automatico es un campo de
estudio que da a los ordenadores la capacidad de
aprender sin ser programados explicitamente»

— Arthur Samuel (1959)



Programacion tradicional frente a AA

Programacion tradicional

Entrada + Programa | «amm | Salida

Aprendizaje automatico (AA)

Programa

Entrada + Salida




Algunas fortalezas y limitaciones del AA

FORTALEZAS LIMITACIONES
Aprovechar los patrones de los datos e Es una herramienta: no sirve para todas las tareas
Realizar tareas a gran escala o Puede equivocarse (con exceso de confianza)
Optimizar sistemas complejos o Puede requerir muchos datos y/o computo

Capacidad de funcionar «siempre» «Si entra basura, sale basura»

g

Combinar entradas heterogéneas e Hereda sesgos de los datos/el disefio/el uso

Integrarse con otros metodos e Supone que las reglas/patrones persisten




s Ccuando usar el AA?

No siempre: jno todos los problemas pueden ni deben resolverse con aprendizaje automatico!

o Use el AA cuando tenga mas sentido inferir las reglas a partir de ejemplos que escribirlas

Cuando tenga acceso a datos que «encajen» con la tarea

o  Resolucion, cobertura, muestra representativa de una distribucion adecuadas, etc.

Cuando las estimaciones sean utiles y los errores admisibles

o  «Todos los modelos son erroneos, pero algunos son utiles» — George Box

Cuando sea una solucion rentable

o Los costes incluyen (i) la creacion y el procesamiento del conjunto de datos vy (ii) el
desarrollo, despliegue y mantenimiento del modelo



Aprendizaje automatico

[ Aprendizaje automatico (AA): extraer automaticamente patrones de los dato%
MODELOS TIPOS DE DATOS / CASOS DE USO PARADIGMAS
Redes neuronales (aprendizaje profundo) | Vision por computador Modelos generativos vs
Méaquinas de vectores de soporte Procesamiento del lenguaje natural ~ discriminativos
Arboles de decision Robdtica Informados por la fisica y robustos

Modelos bayesianos Procesamiento de sefiales Interpretables

Modelos especificos vs
de propdsito general




¢ Qué es un modelo de AA?

Hidden

El modelo consta de parametros y de una estructura
que, juntos, transforman entradas en salidas

La parte de «aprendizaje» significa que esos parametros
se ajustan mediante el entrenamiento para producir un
«modelo aprendido» capaz de realizar una tarea




Modelos «grandes» frente a «pequenos»

Amplio espectro de modelos Xy 2 oad. i ( retum_X_y = True )
segun su numero de parametros # Crear, entrenar y predecir

model = RandomForestClassifier ()
model . fit (X, y)

Los modelos pequenos se ejecutan en

i . predictions = model . predict ( X [: 5])
segundos en la mayoria de los portatiles

Inception-v4

[os]
o

Los modelos grandes pueden requerir un eneo@ T @ W e
servidor (p. ej. una GPU potente .l & ‘
durante medio dia)

Los muy grandes pueden requerir 10 000+ I et el S A D YO0
GPU durante varios meses ss {0 et

50

0 5 10 15 20 25 30 35 40
Operations [G-Ops]

Image: https://arxiv.org/pdf/1605.07678



Modelos especificos frente a modelos de propoésito general

Modelo especifico

e Entrenado solo para una tarea

e A menudo entrenado con una sola modalidad de datos

e Ejemplo: segmentar por tipo de uso del suelo en imagenes satelitales

Modelos de propodsito general

e Pretende abordar muchos tipos de tareas en
dom | N |OS d ive 'SOS LULC Changes Detection over a Period of times

e Entrenado con datos amplios y diversos

e Ejemplo: modelos fundacionales geoespaciales para segmentar
por uso del suelo, detectar cambios de uso, etc.

1989 2020 1989 to 2020

+ [ W]



El AA en la practica

Machine
Datasets ———»  Data Retrieval Learning
Algorithm
l
Data Feature Feature
Processing & Extraction & Scaling & .
Wrangling Engineering Selection —P  Modeling >
Data Preparation

(

Re-iterate till satisfactory model performance

Practical Machine Learning with Python. Bali, Sarkar, and Sharma.

Model
Evaluation &
Tuning

Deployment &
Monitoring




Desarrollo — entrenamiento — inferencia

Desarrollo

Montar la infraestructura
del flujo de datos

Decidir como evaluar el
rendimiento del modelo

Probar distintos algoritmos
e hiperparametros

Elegir qué modelo se usara
en el entrenamiento final

Entrenamiento

«Ajustar» los parametros del
modelo a la tarea

Elegir datos de entrenamientg
representativos del contexto
de inferencia

Puede durar de minutos a me

Hay que repetirlo si la
distribucion de los datos camt

SES

ia

Inferencia

Producir predicciones para
entradas «no vistas»

Usa los parametros «congelados»
del entrenamiento

Supone que las entradas «no vistas
tienen una distribucion similar
a los datos de entrenamiento

Suele ser mucho mas rapida
que el entrenamiento (de
milisegundos a segundos)

N

)




Ejercicio: flujo de desarrollo en AA

Desarrollo

Montar la infraestructura
del flujo de datos

Decidir como evaluar el
rendimiento del modelo

Probar distintos algoritmos
e hiperparametros

Elegir qué modelo se usara
en el entrenamiento final

;. Cual de estos pasos cree
que lleva mas tiempo en
un proyecto real de AA?

https://partici.fi/53603205
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Meaningful
Compression

Structure |mage

. TERI Customer Retention
Discovery Classification

Big data Dimensionality Feature Idenity Fraud

Aprender de un conru’mn Reduction Elicitation Detection
de datos sin etiquetar

- i Diagnostics i
Classification § Aprender de un conjunto

de datos etiquetado

IA generativa

Recommender Unsupervised Supervised

Systems

Advertising Popularity
Prediction

Learning Learning Weather

Forecasting
*
M ac h I n e Population

Growth
Prediction

Clustering Regression
Targetted

Marketing

Market
Forecasting

Customer

Segmentation L e a_ r n i ng

Estimating
life expectancy

Real-time decisions Game Al

Reinforcement Optimizar las acciones de un
Learning agente en un entorno

Robot Navigation Skill Acquisition

Learning Tasks



Ejercicio: ¢ es una tarea de regresion o de clasificacion?

Labeled Data

i 8 g Machine ML Model Predictions

OO0 — 8 o
Labels Q@ ﬁ ﬁ O e
A[O

ale v

Rectangle Circle

ANRS,

Triangle Hexagon

Test Data



Ejercicio: ¢ es una tarea de regresion o de clasificacion?

Distancia al mercado mas cercano | Presencia de pozo Precio de la vivienda (N)
5 km (cerca del mercado Balogun, | Si N75, 000, 000
Lagos)

15 km (afueras de Abuya) No &30, 000, 000




Ejercicio: ¢ es una tarea de regresion o de clasificacion?

Email

\/ Machine Learning
Model




;. Como elegir un enfoque de aprendizaje?

Learning Approach

Datos de entrada:
e Pueden incluir entradas vy, si se conocen, salidas objetivo (llamadas etiquetas)
un conjunto de datos sin etiquetar es aquel del que no conocemos a priori las salidas objetivo
Salida(s) del modelo:
e (Categodrica/numérica, discreta/continua, salida unica/multiple

Enfoque de aprendizaje:

Aprendizaje supervisado Aprendizaje no supervisado Aprendizaje por refuerzo
e Guiado por la tarea * Guiado por los datos «  Guiado por la recompensa
° Datos etiquetados ° Datos sin etiquetar . Datos de estado/accién recogidos dinamicamente

o Retroalimentacion sobre el rendimiento . Retroalimentacién sobre el rendimiento



Terminologia del aprendizaje supervisado

 Etiqueta: es lo que predecimos. Suele denotarse
por). También llamada variable dependiente u objetivo

e Caracteristica: variable de entrada que usamos para la
tarea. Suele denotarse camo . También llamada variable independiente

Email

* Modelo: codifica la relacion entre las caracteristicas
y la etiqueta

* Entrenamiento: el proceso de ensenar al modelo a funcionar bien
con los datos; tambiéen se dice aprender el modelo

* Inferencia: aplicar el modelo entrenado a datos no vistos,
tambien llamados datos de prueba




Aprendizaje supervisado

Dado un conjunto de datos etiquetado, es decir, entradas X con etiquetas vy:

{(X0, ¥y (X@y F2., (XY )

aprender una funcion f que prediga y a partir de X, es decir, f(X) = Y.

e X puede tener varios elementos, cada uno representa un

atributo («caracteristica»)

e Regresion: y toma valores reales
e Clasificacion: y es categorica



Aprendizaje supervisado: regresion

Aprender una funcion f que prediga y a partir de X, es decir, f(X) = Y.

e Regresion: y toma valores reales

9 -
cm 8 -
2 kK
e ( 7
S s
c 6 -
itf 000 -
:L\ 000 4
b ( 3 -
m 1
e 1 2 S
p © -
SO
1970 1980 1990 2000 2010 2020

Ano

Datos de G. Witt. Journal of Statistics Education, volumen 21, niumero 1 (2013)



Aprendizaje supervisado: clasificacion

Aprender una funcion f que prediga y a partir de X, es decir, f(X) = Y.

e (lasificacion: y es categorica

® Proxo

superemisor

Q Pozo no

superemisor

Antigleda
del pozo

A ML Approach to Methane Emissions Mitigation in : A 4
the O&G Industry. Wang et al. 2020. Produccion de petrOIeO y 84S



Aprendizaje supervisado: modelos/métodos habituales

e Clasificacion: maquinas de vectores de soporte, bosques aleatorios, regresion
logistica, bayes ingenuo, redes neuronales

e Regresion: regresion lineal, regresion ridge, procesos gaussianos,
redes neuronales

<V
<V

Imagen: Analytics Vidhya



Aprendizaje supervisado

Criterios para elegir un algoritmo:

e Tipo de datos de entrada y de salida

e Distribucion y calidad de los datos, correlaciones entre caracteristicas
e Rendimiento deseado y garantias de robustez

Ejemplo: clasificar un pozo como superemisor o0 no segun su
antiguedad y su produccion de petroleo y gas, con etiquetas de
superemisor disponibles para el entrenamiento



Aprendizaje no supervisado

Dado un conjunto sin etiquetar, es decir, entradas X sin etiquetas,
aprender la estructura oculta de los datos.

Estaciones de hidrogeno Q Fiabilidad
ZEV
Dat @ Sobrecargadas
atos
Datos Paradas
O encuesfas & ©
encuestas O inusuales

® o00° % oeo®
> >

Nivel de capacidad en tiempo real Nivel de capacidad en tiempo real

Unsupervised Temporal Clustering to Monitor the Performance
of Alternative Fueling Infrastructure. Ramea 2020.



Aprendizaje no supervisado: modelos/métodos habituales

e Aprender patrones en los datos: analisis de componentes principales (PCA),
agrupamiento (clustering), algoritmos de deteccion de anomalias

e Modelado generativo (generar datos sinteticos): flujos normalizadores,
autocodificadores variacionales, redes generativas adversarias

e Algunas tareas de aprendizaje por transferencia: p. gj. alineacion de dominios



Aprendizaje no supervisado

Criterios para elegir un algoritmo/modelo:
e ; Cual es el objetivo principal?
o ¢ Agrupamiento?
o ¢, Generacion de datos sintéticos?
o ¢ Adaptacion de dominio?
e Distribucion y calidad de los datos, correlaciones entre caracteristicas

Ejemplo: generacion sintética de perfiles de carga energética de edificios



Aprendizaje semisupervisado

El aprendizaje semisupervisado se situa entre el aprendizaje
supervisado y el no supervisado. El conjunto de datos
contiene puntos etiqguetados y sin etiquetar

Input Data

é&sl
e O

;l 3¢
) ) o= ¢—> It's an Apple

Partial Labels / T
34
) Orange 6 @

'4--‘7 Banana
=

Machine Learning
Model

Prediction

Unlabelled Data

enjoyalgorithms.com

https://www.enjoyalgorithms.com/blogs/supervised-unsupervised-and-semisupervised-learning



state

Aprendizaje por refuerzo

reward
R,

:(Agent}
R., (

- S l Environment

)

El RL se usa a menudo en
contextos de control

Figura de «5 Things You Need to Know about Reinforcement Learning»

action
A

e Juegos
e Optimizacion energética de un edificio
e Desplazamiento y zoom en imagenes satelitales

Objetivo: encontrar la mejor
politica que maximice la
recompensa total esperada

Ejemplos:



Algunos enfoques de AA asociados a modalidades de datos

Procesamiento del lenguaje Vision por computador Analisis de series temporales
natural (PLN)

Tokenization in Natural Language Processing

I love Machine Learning!

Tokenizer

| Love Machine Learning !

P. ej. redes neuronales recurrentes (RNN),
modelos ocultos de Markov (HMM),
grandes modelos de lenguaje (LLM)

Imagenes: Geeksforgeeks, Medium, TIME



El AA para la modelizacion sustitutiva

Modelos de optimizacion Modelos fisicos Modelos informados
por la fisica
Aproximar funciones objetivo Emular simulaciones fisicas
y restricciones costosas para complejas (dindmica de fluidos E et to
acelerar la busqueda de 0 mecanica estructural) N
soluciones optimas B e
X (g

SSPECAIBSSS
S TANN 2o, 4% %)
977 TN\ o R
&Q\\\\“‘ RS

2
9 o5z

1 {0.06
0.05 I
0.04

oo \‘@ Input: past
0.02 temperature fields

0.01

0
¥ 2.6532x107

Imagenes: Medium, Comsol, Reichstein et al. 2019



AA interpretable y explicable

e La |A explicable justifica sus decisiones a posteriori,

aungue su funcionamiento interno sea
complejo u opaco.

e La |IA interpretable tiene una logica interna transparente

gue las personas pueden entender examinando
como funciona el propio modelo., . , .

™\

J" Trust "|

/" Causality A

| Informativeness |

- Transferability » /
Validation \ Fairness I

Performance ~ 5/

X1
.| — —
Xn
Data Model Interpretability Humans

Imagen: ML CMU Methods

® |dentificar y cuantificar

® Permite predecir los

AA causal

relaciones de causa y
efecto (en lugar de
correlaciones)

resultados de intervencione
contrafactuales
Distancia al _ _
centro urbano Distancia de
desplazamier
Densidad
edificada

SY

to




AA generativo frente a discriminativo

Training data

La IA discriminativa modela la .1 ﬂo

distribucion de probabilidad condiciona%,
aprendiendo a pasar directamente

de las entradas a las salidas. g .1._m,

Tramlng data

La IA generativa («GenAl») modela ‘
explicitamente la distribucion conjunta WE ~.
de los datos, aprendiendo como apareceryqg

juntas caracteristicas y etiquetas.

Prediction

training prediction
0 Disc’:i‘zl;;?tive 0.83

likaly to be a Van Gogh

Generated samples

training Generative sampling
model

Random noise

An
| observation

Iméagenes: Analytics yogi



Modelos discriminativos frente a generativos

Modelos discriminativos

Discriminative vs Generative Al Models

e Sirven para separar («discriminar» entre)

Discriminative (classic) Generative
diStintaS Salidas Segun el Valor Predict a label/class given the features of input data Abstractunderlgignge?:tt(taerr‘gil ir;oi:{):rttdata in order to
d e Ia entrada What's learned?: Decision boundary What's learned?: Probability distributions of the data

e Aprenden la distribucion condicional o e , 0
e .o.”. ..o °® o ®
T €] R [} ®

P(Y|X) de los objetivos Y dadas las entradas X e ceetis o, Lo

. . . , g ® i @ ° g0
e P. ej. predicen una etiqueta o categoria (spam o . . '.'.':'. Sl ¥ :'-.0
S e ® 0y 000 @ o o

no spam) g e JSe0

Modelos generativos

e Aprenden la distribucion conjunta P(X,Y)

de las entradas X y el objetivo Y

e Aprenden a crear («generar») contenido nuevo
muestreado de la distribucion aprendida:
texto, imagenes, audio, codigo




Ejemplo: Generative Pre-trained Transformer (GPT)

Output
Probabilities

A

Nx

(| Add & Norm 2
Feed
Forward
4 1| ™\ | Add & Norm |<_:
Akl Multi-Head
Feed Attention
Forward g 7
—
N Add & Norm
Add & Norm Masked
Multi-Head Multi-Head
Attention Attention
S S At 4
 S— e/
\ J \

Positional o) @_® Positional
Encoding Encoding
Input Output
Embedding Embedding

Inputs Outputs

(shifted right)

Figure 1: The Transformer - model architecture.

Fuente de la figura: Vaswani et al. (2017)

write a poem about the role of
the Amazon rainforest for

climate

The Lungs of the Earth

Beneath an emerald ocean’s crown,
Where clouds are born and rivers drown,
The Amazon breathes—a pulse so wide,
It cools the sun, commands the tide.

Her trees, like pillars of green flame,

Exhale the life from which we came;

They drink the sky, release the rain,

Then give it back to bloom again.

Each leaf a mirror to the air,
Each root a net that holds despair,
Binding carbon, dust, and dream,

In veins that feed the planet's scheme.

The jaguar's path, the parrot's cry,
Mark cycles written in the sky—
For every breath we take, she gives,

A whispered truth: because she lives.

Idea central: predice el siguiente token a partir
de los anteriores (no supervisado)

Fortalezas: analiza patrones en datos diversos
a gran escala, a menudo con resultados notables

Limitaciones:

e Requiere enormes cantidades de datos y computo
Hereda sesgos e inexactitudes de

los datos de entrenamiento

Puede alucinar sin estimaciones

® deincertidumbre

Caracteristicas clave:

PY Interpola patrones
Coincidencia de patrones frente a recuperacion directa de hechos
[



Debate: generacion de datos sintéticos

Si un conjunto de datos es sintético
(generado artificialmente), ¢ lo
consideraria «seguro» para
compartirlo publicamente? ;Por qué?

https://partici.fi/53603205
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La importancia de los datos

e Los datos son el nucleo del aprendizaje automatico

e La calidad de su modelo depende
de la calidad de sus datos

e ; Cuantos datos son suficientes?

o Depende del problema
o Hay algunas heuristicas aceptables, pero

casi siempre depende de lo que

funcione empiricamente

Figura de «What is Big Data? A Quick Introduction for Analytics and Data Engineering Beginners»



Recogida y preparacion de datos

1. Definir la tarea

2. Seleccionar datos adecuados a esa tarea
a. ¢ Estan etiquetados los datos? Si no, ¢ puede etiquetarlos?

3. Explorar y limpiar los datos

a. Tratar los valores faltantes (excluir o imputar)
b. Revisar la calidad de las etiquetas

4. Dividir los datos en entrenamiento, validacion y prueba



Dividir el conjunto de datos

e ; Por qué dividir el conjunto de datos?
o Para evitar el sobreajuste y evaluar el rendimiento del modelo con datos nuevos

I -

e Entrenamiento: aprender los parametros del modelo
e Validacion: elegir hiperparametros y comparar modelos
e Prueba: evaluar el mejor modelo para medir su generalizacion con datos no vistos




Sobreajuste frente a generalizacion

v 2
100 -
o // RO Solucién: validacién cruzada de k iteraciones
Z:S o
Zf) - Evaluar como funcionara un modelo predictivo con
88 testing accuracy datos «no vistos» dividiendo repetidamente el
86 conjunto en k subconjuntos de entrenamiento y prueba.

84
82
80

model complexity

Underfitting Just right! overfitting



Definir la tarea

1. Describir los requisitos del problema que se quiere resolver:

O ldentificar las restricciones temporales y espaciales del problema (que dan valor a la solucion de AA)

p. €j. la prevision meteorologica puede servir para optimizar la produccion renovable, ya sea optimizando infraestructuras
existentes (escala corta) o eligiendo la ubicacion de nuevas plantas (escala larga)

2. Establecer las especificaciones que debe cumplir su modelo de AA:
o ¢ Cuales son las especificaciones para el entrenamiento? ;Y para el despliegue?

3. Plantear la tarea de AA, por ejempilo:

Clasificacion Regresion
Agrupamiento Segmentacion de imagenes Aumento de datos

Deteccion de anomalias Optimizacion en linea



Seleccion de datos

e Elegir datos adecuados a la tarea de AA
o Revisando aplicaciones de vanguardia

o  Consultando a expertos del dominio (investigadores/profesionales del tema)
o  Evaluando con cuidado las necesidades de datos de la tarea de AA

Nota: quiza deba revisar/relajar algunas especificaciones anteriores segun
los datos realmente disponibles.

e ; Esta etiquetado el conjunto de datos? Si no, ¢ puede etiquetarlo? ;Merece la pena

anotarlo para resolver el problema, frente a otros enfoques?



Explorar y limpiar los datos

1. Eliminar observaciones duplicadas o irrelevantes
2. Corregir errores estructurales
3. Filtrar valores atipicos no deseados

4. Tratar los datos faltantes

5. Validar y asegurar la calidad

De «Data Cleaning: Definition, Benefits, And How-To» — Tableau



Debate: propiedad de los datos

A quién deberian pertenecer los datos
usados para entrenar modelos de |IA: al
usuario, a la empresa o a otra persona?

https://partici.fi/53603205




Resumen hasta ahora

/" El aprendizaje automatico es util para determinados problemas.

o No es una solucion magica.

7/ Hay muchos tipos distintos de aprendizaje automatico.

o Enfoques: supervisado, no supervisado, por refuerzo
o Modalidades de datos: PLN, vision por computador, series temporales
o Requisitos: p. €j. interpretable y explicable, informado por la fisica

o Otras elecciones: generativo vs discriminativo, grande vs pequeno, general vs especifico

/ iLos datos son el nucleo del aprendizaje automatico!



Ejercicio: si 0 no

Desde un punto de vista técnico, la
inteligencia artificial (1A) se refiere
principalmente a grandes modelos
generativos de propdsito general, como
los grandes modelos de lenguaje.

https://partici.fi/53603205




V 4

Indice

;. Qué es el aprendizaje automatico?

Tipos de aprendizaje automatico
Datos
Entender el algoritmo de regresion lineal

Preguntas y respuestas

Ecuacion de
una recta

Funcion de pérdida

Optimizar los
parametros



Ecuacion de una recta

Y =mx + C

Pendiente Ordenada en el origen



Ecuacion de una recta

Y=mx—+c

Pendiente Ordenada en el origen

V=mMX+C

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html



Ecuacion de una recta

Y=mx—+c

I I 48 -4 32 24

Pendiente Ordenada en el origen

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html

y =2z +1
y=2x —=
PoRs | |



Ecuacion de una recta

Y=mx—+c

y =2z 1

y =2z —|2

| 438 -4 32 24 16 214 3.2 48
X

Ordenada en el origen

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html




Ecuacion de una recta

Y=mx—+c

| 48 4 32 24 16

Pendiente

https://www.easycalculation.com/maths-dictionary/equation_of _a_straight_line.html

48



Predecir la extension del hielo marino artico

Aprender una funcion f que prediga y a partir de X, es decir, f(X) = Y.

e Regresion: y toma valores reales

9 -
cm 8 -
2 kK
e ( 7
S s
c 6 -
itf 000 -
:L\ 000 4
b ( 3 -
m 1
e 1 2 S
p © -
SO
1970 1980 1990 2000 2010 2020

Ano

Datos de G. Witt. Journal of Statistics Education, volumen 21, niumero 1 (2013)



Predecir el precio del aceite de cacahuete

Groundnut oil: 1 bottle, specify bottle

° @ Training Data
650 - - Regression Line
625
600 -
575 4
eba 550 -
525 4
500 -+
e
475 4 ® ®
o P S VPR, SR, WP WP P NP S, N, N WP TX, JC S T, TN, SUPX. TP P T, T R TP P I JPC . JPC JNPC JC TP . R S TP JP - T P T R
@Q'» ~o’~' 0@, g & & &.’» Q,N Q,x Y ¢ &Y P v’\’ 0‘:\ & *:\, o“'\’ o\,‘» Q:\, Q:» Y & &Y 'o‘\:\ e <& *:» o“” 5\, Q:» Q.N <Y Q.’) -on' 0‘:» &V \\:1. QQ.’L &:\'
P EREPRP VI PPSFFTISIFIPTECR IRV VI PFITSFIECRRPY VPSS ITSIFPTEERESY N

caracteristica

Cuaderno de practica: https://colab.research.google.com/drive/1UQQ_JrBYSugUZtLSzYOlad5rUNZKsw8K?usp=sharing




Regresion lineal

La regresion lineal supone que existe una relacion lineal
entre las caracteristicas y la etigueta numerica.

Yy=mx+c

En AA, solemos escribir la ecuacion asi:

y=0b+ wixq
donde:

es la etiqueta

es el sesgo (ordenada en el origen), a vece&’escrito
es el peso de la caracteristica



Modelo de regresion lineal

El modelo de regresion lineal predice una salida a par@r de las caracteristicas de entrada
L1y L2y 3y Lp

A

Y =wo+ w11 +waxa + - + WnTy,

donde:

* ¢ es la prediccion

* wo es la ordenada en el origen (sesgo)

Wy, W2, ,Wy, son los pesos (coeficientes)
«Z1,T2,'** ,Tn son las caracteristicas de entrada



Modelo de regresion lineal: funcion de peérdida

Para medir la diferencia entre las predicciones y jos valores Yy
reales (etiquetas)

usamos el error cuadratico medio (ECM)
I
m :

donde

m  es el numero de ejemplos de entrenamiento

L(w) es la funcién de pérdida



Modelo de regresion lineal: funcion de peérdida

* La pérdida penaliza una mala prediccion: es un numero

que indica cuanto se equivoco el modelo _d i”’:
en un punto de datos. Si la prediccion es perfecta, m

la perdida es cero; si no, es distinta de cero

« Entrenar un modelo de regresion lineal significa aprender,
a partir de ejemplos etiquetados, valores de los pesos que

reducen la perdlda

e, specify bottle

—— Regress —— Regression Line

L(w)
llustracion interactiva: https://developers.google.com/machine-learning/crash-course/linear-regression/parameters-exercise




Modelo de regresion lineal: peso optimo (minimiza
la pérdida)

w) = o D=5’

J = wo +wix1 +wexe + -+ + WyTy

sustituir .
1
T m Z(Z‘/z — (wo + w1Zi1 + WaZio + + ++ + W Tin))°

El objetivo es encantrarws, - - ,w, que minimicent(w)



Modelo de regresion lineal: peso optimo (minimiza
la pérdida)

Podemos lograrlo de dos maneras:

« Soluciodn cerrada (ecuacion normal)

« Optimizacion por descenso de gradiente



Optimizar los parametros: ecuacion normal

SiX es la matriz de disefio (con el término de sesgo) y es
el vector objetivo, los pesos 6ptimos vienen dados por

w= (XTX)"1XxTy

Solo funciona cuanda” X es invertible y con pequefios
conjuntos de datos



Optimizar los parametros: descenso de gradiente

Los pesos se actualizan iterativamente con el
gradiente de la funcion de pérdida
Wi = Wj; — 7

(9 'UJj

dondeces la tasa de aprendizaje y

Este metodo se usa con grandes conjuntos de datos



Encontrar el minimo de una funcion

Empezamos el entrenamiento con una estimacion inicial de
pesos y sesgos Yy ajustamos iterativamente los valores
hasta obtener los pesos y el sesgo con la menor pérdida

Label

r‘ Compute parameter updates —‘

Inference:

= Model . Make Predictio
»: (Prediction
; Function)

g 0o Compute
a ' Loss

https://github.com/litaotao/machine-learning-crash-course

jAl estilo del
descenso de gradiente!



Encontrar el minimo de una funcion

negative
gradient

—~—

l |

4
 J

value of weight w,

A
Y

value of weight w.

jAl estilo del
descenso de gradiente!

(negative)
gradient

starting point
/\

{ next point

Y

value of weight w,



La tasa de aprendizaje importa

La tasa de aprendizaje es un hiperparametro que determina el
tamano de los pasos en cada iteracion al actualizar los

parametros del modelo durante el entrenamiento

A

starting point W\

Small learning rate
takes forever!

value of weight wi

Y

starting point ]\

A

. —— Overshoots the
~_ minimum!

value of weight wi

-
>

https://cedar.buffalo.edu/~srihari/CSE676/8.3%20BasicOptimizn.pdf



La tasa de aprendizaje importa

A
starting point \\
We'll get there
/\\ efficiently. }
loss
Y
€ >

value of weight wi

https://cedar.buffalo.edu/~srihari/CSE676/8.3%20BasicOptimizn.pdf



Ajustar una recta a los datos del aceite de cacahuete

; Qué modelo se
ajusta mejor?

Groundnut oil: 1 bottle, specify bottle

. ® Training Data
650 4 —— Regression Line
625 4 o ©®

£
°
600 » e o ® arie
. °
e o L] ... a e °
575 4 ” . PR
° e o
550 -
L]
525 - s
500 s mET L
e o
.

475 L .

‘\«"\'\"\"\'\"\’\'\’\'\0%%’%’%’%%%$$$%°)°) Q‘@Q“a"’!%‘h")°°°°°°l

PP Ry S ) M SRS LT AR G B N s s g D T S O P St ey o T 2 T ) I A . ) | . e N

S S S N P S F S T @ N P F @ S I HFF & FF @9
Groundnut oil: 1 bottle, specify bottle
L] ® Training Data

650 4 —— Regression Line

651 Y =Wp+ WX 2

600

575 4

550 4

525 -

500 4

L]

475 oy -

A A «'\"\*\‘\'\*\f\'\bg«b»%% @ 0 ) 9‘3‘9@")0'000090
I iy &N N ny e b : N N IND 0T, 5 0.
R S I A I M S e T e R N R 4

(A)

(B)



; Qué modelo se
ajusta mejor?

Divide by the total
number of data points

Evaluar el modelo: MAE

H—/

The a:solutl: value of the
Groundnut oil: 1 bottle, specify bottle residual

Mag =1z |y -7
{

650

625

600

575

® Training Data
- Regression Line

550

525

500 L

475 4

MAE = 47,20

Groundnut oil: 1 bottle, specify bottle

650

625 4

600

575 4

550 1

525

500 1

475 4

Y =Wp + wiXx

@ Training Data
- Regression Line

MAE = 28,63




| se hace con datos «no vistos»

y

10N rea

: la evaluaci

Recuerde

Debe evaluar

Groundnut oil: 1 bottle, specify bottle

funciona
su modelo con
datos «no
Vistos».

ry

como

ning Data

@ Testing Data

e Tral

900 1

800

700 A

600

500



Ajustar una recta a los datos del aceite de cacahuete

evaluacion con los datos de prueba

Groundnut oil: 1 bottle, specify bottle

@ Training Data
@ Testing Data

Regression Line

Train MAE = 28.6 | Test MAE = 88.7

900 -

800

700 A

600

500 -




Ingenieria de caracteristicas: modelar relaciones

La ingenieria de caracteristicas
polinémicas consiste en dar a un
modelo lineal potencias (y productos)
de las entradas originales

2 13 T2y -

para que un modelo que solo traza
rectas pueda ajustar relaciones
curvas, ya que sigue siendo lineal
en los pesos aunque las entradas
ahora sean curvas.

no lineales

Groundnut oil: 1 bottle, specify bottle

900 e Training Data °
e Testing Data
- Regression Line . L]
£ Train MAE = 28.6 | Test MAE = 88.7 o
.
800 1
y=wp+ wix
o
700 4 L
°
600 -
500
A A A A A AN A AN AN P D 2 P20 20 PR PP P02 092.2:229.9.9.0.90,0 000000000 dedadarayady D>
MR ST A AN AN R TP AP N AP AP AP AP A8 A0 a0 BN D RN DD N N AP a2 D A A0 AR A AP AP AR AP AP AD A° AD A¥ AY A ar A A A A VA A
MY P Y. N NN N \ M SF PR A a0 DAY AV " :
F I @@ ¥ I ¢ T @ VP ¢ & P o I F 8 F F @ @ F P F ¢ I @ P
Groundnut oil: 1 bottle, specify bottle
%001 g Training Data R
® Testing Data
- Regression Line . L
£d Train MAE = 22.8 | Test MAE = 180.9 b
I L
800 i
Y= Wg + WiX + wyx? !
i
. ]
]
.
700 i °
1 PO ]
L] ] o ® L
| °
° OE' ®
600 e %o o L) !
L ]
° > e, s
° oo ®
L ]
L ]
500 o0 ® LY
[ ]
A AN AN AN AN AN AN AN AN D D222 P90.209902.99.99.9.929.9.9.929.9.90,0.0~0L0.0/0 Q A0 000N NAYANaAYaY Sy ayaN AN
P s S S e s s A S e Oin S S i Ui e i Ligte 0 iy S e Lo L Ll Sia S < S S 2000 S S900 T Vi s S L il 0 i Vo (364 gl it Sl S a2t R4 R vt M Bt 0 Rl Ry Bl N %
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Ingenieria de caracteristicas: caracteristicas polindmicas

Groundnut oil: 1 bottle, specify bottle

90071 g Training Data E ®
® Testing Data
—— Semesioni e Train MAE = 19.0 | Test MAE = 14.4
La ingenieria de caracteristicas ? g
. , . . Y= Wp+ WiX + WX + o + WaX:
polinémicas consiste en dar a un
modelo lineal potencias (y productos) ™
" . L]
de las entradas originales
600 e oo ®
e - a® e o
> o oo ®
L ]
L ]
500 4 ® e o ® )
e ®
2 3 '\"\I'\v’\"\v’\l'\"\l‘\"\l'\"\I‘bv‘b"bv'él%'%I‘bl%"b"bl6'%"§'QIQVQIQIQ'%'QI%'Q'Q'Q'Q‘BIQ'Q'QVGIQ'Q'OKQ’Q‘QI'\'\"\"\"\'\I‘\"\"\l"xl‘\'
r 2T yL1T9""" S S S A S R e S N S S S N I TN

2000 1

para que un modelo que solo traza
rectas pueda ajustar relaciones
curvas, ya que sigue siendo lineal
en los pesos aunque las entradas
ahora sean curvas.

1400 4

600

1800

1600

1200 1

1000

800

Groundnut oil: 1 bottle, specify bottle

Train MAE = 13.4 | Test MAE = 487.0

¥=Wo+ WX + Wpx? + - + wyx?




Ejercicio: sobreajuste frente a generalizacion

Un modelo de aprendizaje automatico
logra un error absoluto medio de 10
nairas en el conjunto de entrenamiento,
pero solo de 4333 nairas en el de prueba.
¢, Cual es la explicacion mas probable?

Groundnut oil: 1 bottle, specify bottle

Train MAE = 10.7 | Test MAE = 4333.1

AAAAAA

- A R e 9
00000 Y =W+ WX+ wox? + - + wox

000000

https://partici.fi/53603205
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Supuestos clave de la regresion lineal

Linealidad: la relacion real
entre la caracteristica y la etiqueta
es aproximadamente lineal

Independencia: las observaciones
son independientes entre si

Homocedasticidad: la varianza de la diferencia
entre la etiqueta real y la predicha

(residuo) se mantiene constante para todos
los valores de las caracteristicas

Sin multicolinealidad: las caracteristicas
de entrada no estan muy correlacionadas

Groundnut oil: 1 bottle, specify bottle

%001 g Training Data °
® Testing Data
- Regression Line .
g Train MAE = 19.0 | Test MAE = 14.4
800
¥ =W+ WiX + Wox2 + o + Wax3
700
600 e %ee° ®
L L] & Z
kg
@ L]
&
.
500 LI e e
e ®
...........................................................
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iLo dejamos aqui por hoy!
Gracias

Puede contactarme:
e Correo: tejumade@tri-ai.org
Google Scholar, LinkedIn: tejumade Afonja
X, Bluesky, GitHub: tejuafonja
Sitio weh:_tejuafonja.com
Sitio web de mi QNG: tri-ai.org

Cuaderno de practica:
https://colab.research.google.com/drive/1UQQ Jr

BYSugUZtLSzYOlad5rUNZKsw8K?usp=sharing




Preguntas y respuestas

Puede contactarme:
e Correo: tejumade@tri-ai.org
Google Scholar, LinkedIn: tejumade Afonja
X, Bluesky, GitHub: tejuafonja
Sitio weh:_tejuafonja.com
Sitio web de mi QNG: tri-ai.org

Cuaderno de practica:
https://colab.research.google.com/drive/1UQQ Jr

BYSugUZtLSzYOlad5rUNZKsw8K?usp=sharing




