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Sobre a AfriClimate AI

Nossa missão
Promover a pesquisa em clima e IA na África:

Desenvolvendo competências locais
Formando pesquisadores e profissionais em todo o continente

P&D adaptado ao contexto
Pesquisa baseada nas realidades climáticas e socioeconômicas 
africanas

Implantação de soluções de IA
Do protótipo aos serviços climáticos operacionais

Dados locais
Melhorar o acesso a dados observacionais africanos de qualidade



Origens: o Deep Learning Indaba 

Deep Learning Indaba, Kigali 2025



Estrutura da aula

Parte A: previsão de curto prazo (“o tempo”)

Parte B: previsão de longo prazo (“previsões sazonais”) 



O tempo como problema de valor inicial: na virada do 
século XX



Como são as previsões atuais?
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Trazendo o ruído: 
modelos de IA



A primeira prova de conceito: previsões do furacão Michael
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O desenvolvimento de modelos de IA parece se autoalimentar, estimulando cada vez mais 
avanços!

AIFS

GraphDop

Lang et al. (2024)
GNN com atenção 
de janela deslocada

Alexe et al. (2024)
GNN com busca de 
vizinhança em tempo real

Prithvi WxC

Schmude et al. 
(2024)
Autoencoder 
mascarado





O futuro da IA? 
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Previsão numérica do 
tempo tradicional

Observações Física Assimilação 
de dados Física Previsão

Previsão 
híbrida Observações Física Assimilação 

de dados IA Previsão

Previsão totalmente 
por IA Observações IA Assimilação 

de dados IA Previsão



A precisão era comparável, mas se degradava com o 
tempo
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GraphCast

16

• O codificador aprende 
atributos dos nós 
transpostos da grade para a 
multimalha

• Multimalha feita por 
refinamento iterativo: 
icosaedro regular (12 nós, 
20 faces, 30 arestas) 
refinado seis vezes

• O processador então faz a 
passagem de mensagens em 
16 camadas GNN não 
compartilhadas

• Desdobramento semelhante 
ao do FourCastNet



Estudos de ablação da multimalha
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GraphCast – sem multimalha Sem multimalha – HRES GraphCast – HRES

Azul é 
melhor



Por meio de deep ensembling e normalização 
condicional com parâmetros compartilhados 
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Ruído injetado em todas as camadas 
de normalização permite uma 
modulação funcional mais 
estruturada entre camadas, 
mantendo a coerência espacial

O deep ensembling é usado 
para gerar o conjunto do 
modelo (parâmetros 
inicializados de forma 
independente para vários 
modelos no treinamento)



Graph transformers se adaptam facilmente a modelos 
de resolução variável
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Esses modelos são úteis operacionalmente?
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Fazendo comparações justas

• Para comparações justas, observamos que há diferentes tipos de 
previsão:

• Determinísticas (ou seja, um único membro do conjunto)
• Probabilísticas 

• Os modelos de IA são treinados com ERA5; para a chuva isso nem 
sempre é realista, e é preciso corrigir em direção às estimativas de 
satélite

• A saída da previsão numérica baseada em física também deve ser 
corrigida em direção às estimativas de satélite
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Como definir a utilidade de uma previsão?

•

Descalibração Discriminação Incerteza

1Gneiting et al. (2025). https://doi.org/10.48550/arXiv.2506.03744

https://doi.org/10.48550/arXiv.2506.03744


Antecedência de 1 e 9 dias

2024-2025 usados 
como anos de teste



O que é previsão sazonal? 

Como serão os próximos 90 dias?

Fonte: Instituto Meteorológico Norueguês



C3S

UK 
MET

ECCC

DWDCMCC

Meteo 
France

Modelos de previsão sazonal

Serviço de previsão sazonal do Serviço Copernicus para as Alterações Climáticas (C3S), operado pelo ECMWF



ENSO e as fontes de habilidade da previsão sazonal

A chegada do El Niño. Ilustração da NOAA/Climate.gov
Fonte: OMM e Lenssen, N. J. L., L. Goddard, and S. Mason, 2020: Seasonal Forecast 
Skill of ENSO Teleconnection Maps. Wea. Forecasting, 35, 2387–2406



Importância da previsão sazonal

Alguma função de transferência



Viés dos modelos sazonais e suas fontes

Viés dos modelos sazonais e suas fontes

Slingo J, Palmer T. Uncertainty in weather and climate prediction. Philos 
Trans A Math Phys Eng Sci. 2011 Dec 13;369(1956):4751-67. doi: 
10.1098/rsta.2011.0161. PMID: 22042896; PMCID: PMC3270390.



Avaliação baseada em impactos vs. tradicional

Correlações, RMSE e medidas probabilísticas

Métricas baseadas em índices

Avaliação baseada em impactos vs. tradicional



Quão bons são os modelos sazonais “de fábrica” em 
termos de impacto?
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Nikraftar, Z., Mbuvha, R., Sadegh, M., & Landman, W. A. (2024). Impact-based skill evaluation of seasonal 
precipitation forecasts. Earth's Future, 12, e2024EF004936. https://doi.org/10.1029/2024EF004936

https://doi.org/10.1029/2024EF004936


Avaliação baseada em impactos – dias de chuva forte em regiões sujeitas a 
inundações
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Desempenho dos modelos para o número de dias de precipitação forte acima de 10 mm e do 
percentil 75 dos dados de referência (nwd10q75): a) coeficiente tau de Kendall, b) viés 
percentual e diagrama de Taylor para c) SEA, d) WCE, e) SAS e f) CNA, respectivamente. 

Avaliação baseada em impactos – dias de chuva forte em regiões 
sujeitas a inundações



Quantile mapping Escalonamento linear

Correção de viés dos modelos de previsão sazonalCorreção de viés dos modelos de previsão sazonal



(a) A arquitetura Season-Net e (b) o componente Conv-LSTM do arcabouço Season-Net

IA na previsão sazonal



Motivação para métodos de IA



Resultados da correção de viés – Brier Skill Score 

Brier Skill Score (BSS) sobre a África 
(linhas 1 e 2) na estação SON e a 
América do Norte (linhas 3 e 4) na 
estação JJA, para Season-Net (coluna 
1), LS (coluna 2) e QM (coluna 3). A 
média por região do IPCC aparece na 
tabela à direita de cada linha. A escala 
de cores do viés é limitada a [-0,5, 0,5] 
para visualização consistente entre 
mapas.
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Frequência de dias quentes (WDF): 
número de dias acima de 35 °C 

Mapas de RMSE do índice WDF no 
período de teste sobre a África (linhas 
1 e 2) na estação SON e a América 
do Norte (linhas 3 e 4) na estação 
JJA, para Season-Net (coluna 1), LS 
(coluna 2) e QM (coluna 3). A média 
por região do IPCC aparece na tabela 
à direita de cada linha. A escala de 
cores do viés é limitada a [0, 10] para 
visualização consistente entre mapas 

Avaliação baseada em impactos – frequência de dias 
quentes (WDF)) 
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Resultados de modelos meteorológicos de IA persistidos

Antonio, B., Strommen, K. and Christensen, H.M., 2026. Seasonal forecasting using the GenCast probabilistic 
machine learning model. Climate Dynamics, 64(4), p.148.



ImvulaNet: coprodução de previsões para impacto local

Chuva e produtividade locais informadas pelos 
agricultores 

Ferramenta integrada de apoio à decisão para agricultores

Fonte: Landman, W. A., Archer, E. R., & Tadross, M. A. (2020). Citizen science for the prediction of climate 
extremes in South Africa and Namibia. Frontiers in Climate, 2, 5.



Ressalva: o obstáculo da escassez de dados

Evolução do número de estações meteorológicas usadas no produto GPCC completo 
sobre a África (T. DINKU)



A escassez de dados prejudica a previsão do tempo

Redução percentual da incerteza da análise de pressão em superfície com observações de superfície 
adicionais simuladas sobre a África (ECMWF, 2025)



Recorrer a proxies globais?



Mas qual proxy? …RainCheck Africa

https://africlimate-
research.github.io/RainCheckAfrica/



Principais mensagens

Parte A — previsão de curto prazo
• Os modelos de IA (GraphCast, GenCast, AIFS, Prithvi WxC) já 

rivalizam com a PNT física, com uma fração da computação

• A habilidade probabilística (calibração, discriminação e 
incerteza, IDR) importa tanto quanto a precisão bruta

• Sistemas híbridos IA-física são a realidade operacional de curto 
prazo

Parte B — previsão sazonal
• Correlação e RMSE podem mascarar baixa habilidade nos 

impactos que importam: dias de chuva forte, ondas de calor, 
seca

• A correção de viés (escalonamento linear, quantile mapping, 
Season-Net) é essencial para que as previsões sejam 
utilizáveis

• Surgimento de modelos meteorológicos de IA persistidos para 
escalas sazonal e subsazonal

• A IA também reduz a lacuna aqui, mas os ganhos ainda são 
desiguais entre regiões

Da pesquisa ao impacto
A habilidade da previsão só gera valor quando chega a quem age. A coprodução com agricultores e serviços 
meteorológicos nacionais transforma a saída dos modelos em informação confiável e relevante para a decisão.



Hora do quiz: participe pelo Slido

https://app.sli.do/event/nCP9ZbfHnNTq9N8scZjmjV
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Slides reserva do quiz



Pergunta 1 de 4 MÚLTIPLA ESCOLHA

À medida que as previsões passam do médio prazo para escalas mais longas (sazonal, decenal), 
a fonte dominante de previsibilidade/incerteza deixa de ser um problema de valor inicial e passa a 
ser o quê?

A) Maior necessidade de poder computacional

B) Um problema de valor de contorno, impulsionado por componentes de variação mais lenta como o ENSO, o 
conteúdo de calor do oceano e a forçante dos gases de efeito estufa
C) Disponibilidade de dados de satélite

D) Apenas a resolução do modelo
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RESPOSTA

Resposta correta: B

O diagrama de escalas de tempo mostra a previsibilidade passando de fontes ligadas às condições 
iniciais (umidade do solo, MJO/NAO) no curto prazo para fontes ligadas às condições de contorno 
(ENSO, PDV/AMV/GMST, oceano profundo/emissões de GEE/uso da terra) no longo prazo.
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Pergunta 2 de 4 VERDADEIRO / FALSO

A maioria dos modelos de PNT por IA até hoje (p. ex. FourCastNet, GraphCast, Pangu-Weather) 
usa arquiteturas codificador-processador-decodificador e gera previsões de vários dias por 
desdobramento autorregressivo, reinserindo cada previsão como entrada do passo seguinte.

Verdadeiro

Falso
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RESPOSTA

Resposta correta: Verdadeiro

Essa espinha dorsal codificador-processador-decodificador com desdobramento autorregressivo é a 
arquitetura comum ao FourCastNet, GraphCast, Pangu-Weather e modelos de PNT por IA semelhantes.

2



Pergunta 3 de 4 MÚLTIPLA ESCOLHA

Qual das opções a seguir descreve melhor o papel do ENSO como fonte de habilidade da 
previsão sazonal?

A) O ENSO não tem efeito mensurável nos padrões regionais de chuva

B) O ENSO altera os padrões de chuva de forma diferente em diferentes regiões do mundo, fornecendo um sinal 
climático previsível que os modelos sazonais podem explorar
C) O ENSO só afeta a habilidade de previsão na escala do tempo (curto prazo), não na sazonal

D) O ENSO é uma técnica de correção de viés usada para ajustar a saída dos modelos sazonais
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RESPOSTA

Resposta correta: B

O El Niño altera os padrões de chuva (mais úmidos/secos que o normal) de forma diferente conforme a 
região: é justamente essa teleconexão que faz do ENSO o sinal climático que dá habilidade à previsão 
sazonal.
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Pergunta 4 de 4 MÚLTIPLA ESCOLHA

Métodos de correção de viés como escalonamento linear, quantile mapping e Season-Net são 
considerados essenciais para que as previsões sazonais sejam utilizáveis na tomada de decisão.

4

Verdadeiro

Falso



RESPOSTA

Resposta correta: Verdadeiro
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