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A propos d’AfriClimate Al

Notre mission
Faire progresser la recherche sur le climat et I'|A en Afrique :

En développant les compétences locales
En formant chercheurs et praticiens sur tout le continent

Une R-D adaptée au contexte
Une recherche ancrée dans les reéalités climatiques et socio-
économiques africaines

Le déploiement de solutions d’lA

Du prototype aux services climatologiques opérationnels

i Research & Development
Des données locales

Un meilleur accés a des données d’observation africaines de
qualité



Aux origines : le Deep Learning Indaba

Deep Learning Indaba, Kigali 2025



Structure du cours

Partie A : la prévision a courte échéance (« la météo »)

Partie B : la prévision a longue échéance (« prévisions saisonnieres »)




La météo, un probleme aux valeurs initiales : au tournant

du XXe siecle
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A quoi ressemblent les prévisions actuelles ?
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The accuracy of weather forecasts has improved

Accuracy is measured as the difference between the forecast and subsequent weather. This is based on
the ‘500 hPa geopotential height’ which is a common meteorological metric used to measure air pressure.
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Apporter du bruit :

les modeles d’IA
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La premiére preuve de concept : prévisions de I’'ouragan

Michael

(b) Minimum Pressure at Eye

(a) Hurricane Michael Forecast Track 10° Pa
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Alexe et al. (2024)
GNN avec recherche de
voisinage a la volée

Price et al. ( 2023)
Diffusion _model

Koohkov et al. (2023)
’ Encoder decoderwith_ _ o - ===--~

2022 2023 2024

Le développement des modéles d’'lA semble s’auto-entretenir et susciter toujours plus de
développements !

Lang et al. (2024)
NeuralGCi GNN avec attention
a fenétre gllssante

Schmude et al.
(2024)
Autoencodeur
masqué



General timescales of developments

1990s-2000s DLWP through time - architectures
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L’avenir de I’'lA ?

Prévision numérique

du tglpps : Physique Assimilation . Prévisi
traditionnelle Observations ysiq de données Physique e

Prévision T
hybride : Assimilation __
Observations de données Prévision
Prévision : Assimilation .
entiérement par 1A Observations de données Prévision
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Une précision comparable, mais qui se dégradait

avec I’échéance
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GraphCast

* L’encodeur apprend les
attributs des nceuds
transposés de la grille vers
le multi-maillage

* Multi-maillage obtenu par
raffinement 1tératif : un
icosaedre régulier (12
noeuds, 20 faces, 30 arétes)
raffiné six fois

* Le processeur effectue
ensuite un passage de
messages sur 16 couches
GNN non partagées

e Déroulement similaire a
FourCa<tNet

d) Encoder e) Processor f) Decoder
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Etudes d’ablation du multi-maillage

GraphCast — sans multi-maillage Sans multi-maillage — HRES GraphCast — HRES
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Par ensembles profonds et normalisation
conditionnelle a parameétres partageées

Y ool giy &

Single Input Sample

XL—Q:t—l

Les ensembles profonds

servent a générer
I'ensemble du modéle
(paramétres initialisés
indépendamment pour
plusieurs modeéles a
I'entrainement)

B

Ensemble of Pmdi&ions

)¢

Du bruit est injecté dans toutes les
couches de normalisation, ce qui
Model Ensemble Noise Injection  permet une modulation fonctionnelle
plus structurée entre couches tout er

préservant la cohérence spatiale
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Les graph transformers s’adaptent facilement aux
modeles a résolution variable

I Stage D '—\

Rollout

t1on t1sh t24n
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Prithvi WxC
https://arxiv.org/pdf/2409.13598

* Trained on MERRA-2 data (NASA reanalysis)
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Hybrid approaches: fully learning all
parameterizations

a b
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Ces modeles sont-ils utiles en opérationnel ?

22



Faire des comparaisons équitables

* Pour comparer équitablement, notons qu'il existe différents types de
previsions :
» Déterministes (c.-a-d. un seul membre d’ensemble)
* Probabilistes

» Les modeles d’IA sont entrainés sur ERAS ; pour les précipitations,
ce n’est pas toujours réaliste et il faut plutét corriger vers les
estimations satellitaires

* Les sorties de prévision numérique du temps fondée sur la physique
doivent aussi étre corrigées vers les estimations satellitaires

23



Comment définir I'utilité d’une prévision ?

Any scoring rule S(x, 0) used to define the skill of a model’s predicted
outcomes x ~X against actual observations o~Y is proper if

E[S(y,0)] < E[S(x,0)] for y~Y

MAE, CRPS, Log-likelihood etc. are all proper scoring rules and can be
broken down into

Sx = (Sx — Scar) — (Sref - Scal) + Sref

Mauvais Discrimination Incertitude
étalonnage

1Gneiting et al. (2025). https://doi.org/10.48550/arXiv.2506.03744
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Echéances de 1 et 9 jours

Annual CRPS with reference to climatology
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Qu’est-ce que la prévision saisonniére ?

A quoi ressembleront les 90 prochains jours ?

Real and Perceived Forecast/Projection Confidence for Mid-Summer Rainfall over SADC
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Modeéles de prévision saisonniére

Service de prévisions saisonniéres du service Copernicus concernant le changement climatique (C3S), par le CEPMMT

‘ Met Office

‘ ‘ I *I (E)ﬂmggnéignag%dCanada
' Climate
rmicus (> -

‘ u Q)\F)gope% eye(s:on Ea§ 1 Change Service

climate.copernicus.eu
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Centro Euro-Mediterraneo
sui Cambiamenti Climatici




ENSO et sources de la qualité des prévisions saisonniéres

Neutral Conditions
A

El Nino shifts rainfall patterns
in different parts of the world

U"
4 Pacific Walker
Circulation

|
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longitude

El Nifio Conditions

@ Drier than normal Wetter than normal

Regional anomalies vary depending on the season

I T | 0
60°E 120°F 180° 1200W 60°W
longitude

L'arrivée d’El Nifio. lllustration NOAA/Climate.gov
Source : OMM et Lenssen, N. J. L., L. Goddard, and S. Mason, 2020: Seasonal

Forecast Skill of ENSO Teleconnection Maps. Wea. Forecasting, 35, 2387-2406



Importance de la prévision saisonniéere

The prediction scheme o

1. Phenomena to be predicted should contain a climate signal (e.g. ENSO) in the 3 = 5 AND SANITATION
data; 2. Observed and model time series must be over sufficiently long enough = o5

periods so that robust statistical relationship can be developed; 3. and sorie
form of quality control of the observed data had taken place.
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Biais des modeles saisonniers et leurs sources
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Biais des modeéles saisonniers et leurs sources

Slingo J, Palmer T. Uncertainty in weather and climate prediction. Philos
Trans A Math Phys Eng Sci. 2011 Dec 13;369(1956):4751-67. doi:
10.1098/rsta.2011.0161. PMID: 22042896; PMCID: PMC32760390.




Evaluation fondée sur les impacts vs évaluation classique

Impact-Based
Assessment

™
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Quelle est la qualité des modeles saisonniers « bruts » au

regard des impacts ?

IPCC Regions

A ﬁl l ADVANCING 75 1
EARTH AND
AT i scinces
50 1
’ F (9]
Earth’s Future g 25
= |
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10.1029/2024EF004936 Forecasts o 01
Key Points: Zahir Nikraftar', Rendani Mbuvha'? ©, Mojtaba Sadegh™* ©, and Willem A. Landman®
® 35 models demonstrate notable skill —251
in forecasting seasonal variability of 'Machine Intelligence and Decision Systems (MInDS) Research Group, School of Electronic Engineering and Computer
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demonstrating superior accuracy and Geography, Geoinformatics and Meteorology, University of Pretoria, Pretoria, South Africa
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Supporting Information: precipitation events from 1993 to 2016 using 14 indices reflecting timing and intensity (using absolute and 70 = S 20
Supportng Tnformation may be found in  locally defined thresholds) of precipitation at a seasonal timescale. Performance metrics, including Percent Bias,
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findings indicate that the performance of models varies markedly across regions and seasons. While models
Comemondence to: generally show good skill in the tropical regions, their skill in extra-tropical regions is markedly lower. Elevated g 50 € o
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tation: N . . .
Nkt 2. Mouvha, K. Sadegh, M, & Processes that rive precipitation events, o lack thereof, across many regions and seasons. Other models exhibit 30
Landman, W. A. (2024). Tmpact-based strong performance in specific regions and/or seasons, but not globally. These results advance our 20
skl evaluation of seasonal precipitation  understanding of an impact-based framework in capturing a broad spectrum of extreme weather and climatic 20
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Author Contributions:
Conceptualization: Zahir Nikraftar,
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Willem A. Landman

Data curatic i
Formal analysi
Investigatio

Zahir Nikraftar

seasonal forecast models predict extreme precipitation, and related events such as floods and droughts. We
assess the performance of models through 14 indices that assess the timing and intensity of precipitation during
different seasons and in various regions globally. Our results show that some models outperform others in
certain regions and seasons. We find that two models, UK-Met and Météo-France, are particularly skillful at
predicting extreme events in various regions and seasons. This information is important for improved
‘management and understanding of the risks of natural disasters.

Z., Mbuvha, R., Sadegh, M., & Landman, W. A. (2024). Impact-based skill evaluation of seasonal

precipitation forecasts. Earth's Future, 12, e2024EF004936. https://doi.org/10.1029/2024EF004936
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Evaluation fondée sur les impacts — jours de fortes pluies dans les

régions inondables
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Performances des modéles pour le nombre de jours de fortes précipitations dépassant 10

mm et le 75e centile des données de référence (nwd10q75) : a) coefficient tau de Kendall, b)
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Correction de biais des modeles de prévision saisonniére

. . Mise a I’échelle linéaire
Quantile mapping
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L’IA dans la prévision saisonniere

JGR

RESEARCH ARTICLE
10.1029/2025JH000957

Key Points:
e Season-Net combines U-Net and
ConvLSTM to correct spatial and
temporal biases in seasonal tempera-
ture forecasts

A temporal sliding-window QM loss
enforces window-local CDF calibra-
tion, boosting extreme accuracy while
preserving temporal awareness
Across regions, Season-Net out-
performs QM and LS on MAE and
Kendall's tau, with the most notable
gains in CRPSS and the Brier skill
score (BSS)

Supporting Information:

Supporting Information may be found in
the online version of this article.
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Abstract
Machine-learnt weather prediction (MLWP) models are now well established as being competitive with conventional

Abstract Seasonal climate forecasts play a crucial role in decision-making across sectors like agriculture,
energy, and disaster management. However, these forecasts often exhibit spatially structured biases that
undermine their reliability, but this structure also enables more effective bias correction, particularly improving
performance in predicting temperature extremes. Traditional bias correction methods such as quantile mapping
(QM) and linear scaling (LS) are limited by assumptions of stationarity and their inability to capture complex
spatiotemporal patterns. To address these challenges, we introduce Season-Net, a hybrid deep learning
framework combining U-Net and ConvLSTM architectures. Season-Net is used to perform bias correction on
seasonal daily temperature forecasts from the Met Office (GloSea6) and Météo-France (System 8) by learning
season-specific spatial and temporal dependencies in a unified architecture. The model is trained with a novel
sliding-window quantile mapping loss function that introduces temporal awareness into the quantile mapping
process, enhancing its ability to capture temperature distribution and evolution. Evaluations across North
America and Africa show that Season-Net consistently outperforms QM and LS in both deterministic (e.g.,
RMSE and Kendall's Tau) and probabilistic (e.g., Brier skill score and CRPSS) metrics. Furthermore, Season-
Net excels in impact-based evaluations, significantly improving the prediction of extreme temperature events.
These results highlight the superior capability of deep learning methods in correcting spatially structured
seasonal forecast biases and enhancing the utility of climate predictions for climate-sensitive applications.
Season-Net offers a promising pathway for advancing seasonal forecast postprocessing with high accuracy and
impact relevance.

numerical weather prediction (NWP) models in the medium range. However, there is still much uncertainty as to how
this performance extends to longer timescales, where interactions with slower components of the earth system become
important. We take GenCast, a state-of-the-art probabilistic MLWP model, and apply it to the task of seasonal forecasting
with prescribed sea surface temperature (SST), by providing anomalies persisted over climatology (GenCast-Persisted) or
forcing with observed SSTs (GenCast-Forced). The forecasts are compared to the European Centre for Medium-Range
Weather Forecasts seasonal forecasting system, SEASS. Our results indicate that, despite being trained at short timescales,
GenCast-Persisted produces much of the correct precipitation patterns in response to EI Nifio and La Nifia events, with
several erroneous patterns in GenCast-Persisted corrected with GenCast-Forced. The uncertainty in precipitation response,
as represented by the ensemble, compares favourably to SEASS. Whilst SEASS achieves superior skill in the tropics for
2-metre temperature and mean sea level pressure (MSLP), GenCast-Persisted achieves higher skill in some areas in higher
latitudes, including mountainous areas, with notable improvements for MSLP in particular; this is reflected in a slightly
higher correlation with the observed NAO index. Reliability diagrams indicate that GenCast-Persisted has little skill rela-
tive to climatology, whilst GenCast-Forced produces forecasts with reliability comparable to SEASS. These results provide
an indication of the potential of MLWP models similar to GenCast for the ‘full” seasonal forecasting problem, where the
atmospheric model is coupled to ocean, land and cryosphere models.

Keywords Seasonal forecasting - Machine learning - Numerical weather prediction
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Résultats de la correction de biais — Brier Skill Score

Brier Skill Score (BSS) sur I'Afrique
(lignes 1 et 2) en saison SON et sur
’Amérique du Nord (lignes 3 et 4) en
saison JJA, pour Season-Net (colonne
1), LS (colonne 2) et QM (colonne 3).
La moyenne par région du GIEC figure
dans le tableau a droite de chaque
ligne. L'échelle de couleur du biais est
limitée a [-0,5, 0,5] pour une
visualisation cohérente entre cartes.
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Evaluation fondée sur les impacts — fréquence des jours

chauds (WDF))

Fréquence des jours chauds (WDF) :
nombre de jours dépassant 35 °C

UK-Met
L

Cartes de RMSE de l'indice WDF sur
la période de test pour I'Afrique
(lignes 1 et 2) en saison SON et
I’Amérique du Nord (lignes 3 et 4) en
saison JJA, pour Season-Net
(colonne 1), LS (colonne 2) et QM
(colonne 3). La moyenne par région
du GIEC figure dans le tableau a
droite de chaque ligne. L'échelle de
couleur du biais est limitée a [0, 10]
pour une visualisation cohérente entre
cartes
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Résultats des modéeles météo d’lA prolongés
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machine learning model. Climate Dynamics, 64(4), p.148.

Fig.3 Kemel density estimate for the distribution of DJF 12hr precipitation anomalies, averaged over each of the subregions shown in Figs. 1 and
2 (rows), and for each of the La Nifia and El Nifio case studies (columns). In each plot the ERAS value is shown in black



ImvulaNet : coproduction des prévisions pour un impact local

Pluviométrie et rendements locaux fournis par les
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Mise en garde : la rareté des données

@he Washington Post

A lack of weather data in Africa is
thwarting critical climate research

By Rachel Chason and Rael Ombuor
tember 24, 2021 at 5:00 a.m. EDT
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Evolution du nombre de stations météo utilisées dans le produit GPCC complet sur
I’Afrique (T. DINKU)



La rareté des données nuit a la prévision météorologique
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Réduction en pourcentage de l'incertitude de I'analyse de la pression en surface avec des observations de
surface supplémentaires simulées sur I'Afrique (CEPMMT, 2025)



Se tourner vers des proxys mondiaux ?
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Mais quel proxy ? ...RainCheck Africa
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essages clés

Partie A — prévision a courte échéance

Les modeéles d’lA (GraphCast, GenCast, AIFS, Prithvi WxC) rivalisent
désormais avec la PNT physique, pour une fraction du calcul

La qualité probabiliste (étalonnage, discrimination et incertitude, IDR)
compte autant que la précision brute

Les systémes hybrides IA-physique sont la réalité opérationnelle a
court terme

De la recherche a I'impact

Partie B — prévision saisonniére

L]

Corrélation et RMSE peuvent masquer une faible qualité sur les
impacts qui comptent : jours de fortes pluies, vagues de chaleur,
sécheresse

La correction de biais (mise a I'échelle linéaire, quantile mapping,
Season-Net) est indispensable avant que les prévisions soient
utilisables

Emergence de modéles météo d’IA prolongés aux échelles
saisonniére et infrasaisonniére

L’IA réduit aussi I'écart ici, mais les gains restent inégaux selon les
régions

La qualité d’'une prévision ne crée de la valeur qu’en atteignant ceux qui agissent. La coproduction avec les agriculteurs et
les services meétéorologiques nationaux transforme les sorties de modéles en informations fiables et utiles a la décision.




Quiz : rejoignez-nous sur Slido

https://app.sli.do/event/nCP9ZbfHNNTq9N8scZjmjV
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Diapositives de secours du quiz



Question 1 sur 4 CHOIX MULTIPLE

Quand on passe des échéances moyennes aux échéances plus longues (saisonniere,

décennale), la source dominante de prévisibilité/d’incertitude passe d’'un probléme aux valeurs
initiales a quoi ?

A) Des besoins croissants en puissance de calcul

B) Un probléme aux conditions aux limites, piloté par des composantes a variation plus lente comme 'ENSO, le
contenu thermique océanique et le forgcage par les gaz a effet de serre

C) La disponibilité des données satellitaires

D) La seule résolution du modéle



REPONSE

Bonne réponse : B

Le diagramme des échelles de temps montre que la prévisibilité passe de sources liées aux conditions
initiales (humidité du sol, MJO/NAO) a courte échéance vers des sources liées aux conditions aux limites
(ENSO, PDV/AMV/GMST, océan profond/émissions de GES/usage des sols) a plus longue échéance.



Question 2 sur 4 VRAI / FAUX

La plupart des modéles de PNT par IA a ce jour (p. ex. FourCastNet, GraphCast, Pangu-Weather)
reposent sur des architectures encodeur-processeur-décodeur et produisent des prévisions sur
plusieurs jours par déroulement autorégressif, chaque prédiction étant réinjectée comme entrée
du pas de temps suivant.

Vrai

Faux



REPONSE

Bonne réponse : Vrai

Cette ossature encodeur-processeur-décodeur avec déroulement autorégressif est I'architecture
commune de FourCastNet, GraphCast, Pangu-Weather et des modéles de PNT par IA similaires.



Question 3 sur 4 CHOIX MULTIPLE

Laquelle des propositions suivantes décrit le mieux le réle de TENSO comme source de qualité
des prévisions saisonniéres ?

A) L’ENSO n’a pas d’effet mesurable sur les régimes de précipitations régionaux

B) LENSO modifie différemment les régimes de précipitations selon les régions du monde, fournissant un signal
climatique prévisible que les modeéles saisonniers peuvent exploiter

C) LENSO n’influe sur la qualité des prévisions qu’a I'échelle météorologique (courte échéance), pas saisonniére

D) L'ENSO est une technique de correction de biais servant a ajuster les sorties des modéles saisonniers



REPONSE

Bonne réponse : B

El Nifio modifie les régimes de précipitations (plus humides/plus secs que la normale) differemment selon
les régions : c’est précisément cette téléconnexion qui fait de TENSO le signal climatique rendant la
prévision saisonniére performante.



Question 4 sur 4 CHOIX MULTIPLE

Les méthodes de correction de biais comme la mise a I'échelle linéaire, le quantile mapping et
Season-Net sont jugées indispensables pour que les prévisions saisonniéres soient utilisables
pour la prise de décision.

Vrai

Faux



REPONSE

Bonne réponse : Vrai




