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Acerca de AfriClimate AI

Nuestra misión
Impulsar la investigación sobre clima e IA en África:

Desarrollando capacidades locales
Formando a investigadores y profesionales en todo el continente

I+D adaptada al contexto
Investigación basada en las realidades climáticas y 
socioeconómicas africanas

Despliegue de soluciones de IA
Del prototipo a los servicios climáticos operativos

Datos locales
Mejorar el acceso a datos de observación africanos de calidad



Orígenes: el Deep Learning Indaba 

Deep Learning Indaba, Kigali 2025



Estructura de la clase

Parte A: predicción a corto plazo («el tiempo»)

Parte B: predicción a largo plazo («predicciones estacionales») 



El tiempo como problema de valores iniciales: a 
comienzos del siglo XX



¿Cómo son las predicciones actuales?
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Aportar el ruido: 
modelos de IA



La primera prueba de concepto: previsiones del huracán 
Michael
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¡El desarrollo de modelos de IA parece retroalimentarse e impulsar cada vez más avances!

AIFS

GraphDop

Lang et al. (2024)
GNN con atención de 
ventana desplazada

Alexe et al. (2024)
GNN con búsqueda de 
vecindad sobre la marcha

Prithvi WxC

Schmude et al. 
(2024)
Autoencoder 
enmascarado





¿El futuro de la IA? 
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Predicción numérica 
del tiempo tradicional

Observaciones Física Asimilación 
de datos Física Predicción

Predicción 
híbrida Observaciones Física Asimilación 

de datos IA Predicción

Predicción totalmente 
con IA Observaciones IA Asimilación 

de datos IA Predicción



La precisión era comparable, pero se degradaba con 
el plazo
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GraphCast
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• El codificador aprende los 
atributos de los nodos 
trasladados de la malla 
regular a la multimalla

• Multimalla obtenida por 
refinamiento iterativo: un 
icosaedro regular (12 nodos, 
20 caras, 30 aristas) 
refinado seis veces

• Después, el procesador 
realiza el paso de mensajes 
en 16 capas GNN no 
compartidas

• Despliegue similar al de 
FourCastNet



Estudios de ablación de la multimalla
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GraphCast – sin multimalla Sin multimalla – HRES GraphCast – HRES

El azul es 
mejor



Mediante conjuntos profundos y normalización 
condicional con parámetros compartidos 
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Se inyecta ruido en todas las capas 
de normalización, lo que permite una 
modulación funcional más 
estructurada entre capas 
manteniendo la coherencia espacial

Los conjuntos profundos 
generan el conjunto del 
modelo (parámetros 
inicializados de forma 
independiente para varios 
modelos en el 
entrenamiento)



Los graph transformers se adaptan fácilmente a 
modelos de resolución variable
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¿Son útiles estos modelos en operación?
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Hacer comparaciones justas

• Para comparar con justicia, hay que tener en cuenta que existen 
distintos tipos de predicciones:

• Deterministas (es decir, un solo miembro del conjunto)
• Probabilísticas 

• Los modelos de IA se entrenan con ERA5; para la lluvia esto no 
siempre es realista y hay que corregir hacia las estimaciones 
satelitales

• La salida de la predicción numérica basada en la física también 
debe corregirse hacia las estimaciones satelitales
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¿Cómo definimos la utilidad de una predicción?

•

Mala 
calibración

Discriminación Incertidumbre

1Gneiting et al. (2025). https://doi.org/10.48550/arXiv.2506.03744

https://doi.org/10.48550/arXiv.2506.03744


Plazos de 1 y 9 días

2024-2025 como años 
de prueba



¿Qué es la predicción estacional? 

¿Cómo serán los próximos 90 días?

Fuente: Instituto Meteorológico Noruego



C3S

UK 
MET

ECCC

DWDCMCC

Meteo 
France

Modelos de predicción estacional

Servicio de predicciones estacionales del Servicio de Cambio Climático de Copernicus (C3S), a cargo del ECMWF



El ENSO y las fuentes de la habilidad de la predicción 
estacional

La llegada de El Niño. Ilustración de NOAA/Climate.gov
Fuente: OMM y Lenssen, N. J. L., L. Goddard, and S. Mason, 2020: Seasonal 
Forecast Skill of ENSO Teleconnection Maps. Wea. Forecasting, 35, 2387–2406



Importancia de la predicción estacional

Una función de transferencia



Sesgo de los modelos estacionales y sus fuentes

Sesgo de los modelos estacionales y sus fuentes

Slingo J, Palmer T. Uncertainty in weather and climate prediction. Philos 
Trans A Math Phys Eng Sci. 2011 Dec 13;369(1956):4751-67. doi: 
10.1098/rsta.2011.0161. PMID: 22042896; PMCID: PMC3270390.



Evaluación basada en impactos frente a la tradicional

Correlaciones, RMSE y medidas probabilísticas

Métricas basadas en índices

Evaluación basada en impactos frente a la tradicional



¿Qué tan buenos son los modelos estacionales «de serie» 
en términos de impacto?
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Nikraftar, Z., Mbuvha, R., Sadegh, M., & Landman, W. A. (2024). Impact-based skill evaluation of seasonal 
precipitation forecasts. Earth's Future, 12, e2024EF004936. https://doi.org/10.1029/2024EF004936

https://doi.org/10.1029/2024EF004936


Evaluación basada en impactos – días de lluvia intensa en regiones propensas a 
inundaciones
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Rendimiento de los modelos en el número de días de precipitación intensa que superan 10 
mm y el percentil 75 de los datos de referencia (nwd10q75): a) coeficiente tau de Kendall, b) 
sesgo porcentual y diagrama de Taylor para c) SEA, d) WCE, e) SAS y f) CNA, 
respectivamente. 

Evaluación basada en impactos – días de lluvia intensa en regiones 
propensas a inundaciones



Quantile mapping Escalado lineal

Corrección de sesgos de los modelos de predicción estacionalCorrección de sesgos de los modelos de predicción estacional



(a) La arquitectura Season-Net y (b) el componente Conv-LSTM del marco Season-Net

IA en la predicción estacional



Por qué métodos de IA



Resultados de la corrección de sesgos – Brier Skill Score 

Brier Skill Score (BSS) sobre África 
(filas 1 y 2) en la estación SON y sobre 
Norteamérica (filas 3 y 4) en JJA, para 
Season-Net (columna 1), LS (columna 
2) y QM (columna 3). La media por 
región del IPCC figura en la tabla a la 
derecha de cada fila. La escala de 
color del sesgo se limita a [-0,5, 0,5] 
para una visualización coherente entre 
mapas.
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Frecuencia de días cálidos (WDF): 
número de días que superan 35 °C 

Mapas de RMSE del índice WDF en 
el periodo de prueba sobre África 
(filas 1 y 2) en SON y Norteamérica 
(filas 3 y 4) en JJA, para Season-Net 
(columna 1), LS (columna 2) y QM 
(columna 3). La media por región del 
IPCC figura en la tabla a la derecha 
de cada fila. La escala de color del 
sesgo se limita a [0, 10] para una 
visualización coherente entre mapas 

Evaluación basada en impactos – frecuencia de días 
cálidos (WDF)) 
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Resultados de modelos meteorológicos de IA persistidos

Antonio, B., Strommen, K. and Christensen, H.M., 2026. Seasonal forecasting using the GenCast probabilistic 
machine learning model. Climate Dynamics, 64(4), p.148.



ImvulaNet: coproducción de predicciones para el impacto local

Lluvia y rendimientos locales aportados por los 
agricultores 

Herramienta integrada de apoyo a la decisión para 
agricultores

Fuente: Landman, W. A., Archer, E. R., & Tadross, M. A. (2020). Citizen science for the prediction of climate 
extremes in South Africa and Namibia. Frontiers in Climate, 2, 5.



Advertencia: el obstáculo de la escasez de datos

Evolución del número de estaciones meteorológicas usadas en el producto GPCC 
completo sobre África (T. DINKU)



La escasez de datos perjudica a la predicción meteorológica

Reducción porcentual de la incertidumbre del análisis de presión en superficie con observaciones de superficie 
adicionales simuladas sobre África (ECMWF, 2025)



¿Recurrir a proxies globales?



Pero ¿qué proxy? …RainCheck Africa

https://africlimate-
research.github.io/RainCheckAfrica/



Mensajes clave

Parte A — predicción a corto plazo
• Los modelos de IA (GraphCast, GenCast, AIFS, Prithvi WxC) 

rivalizan ya con la PNT basada en la física, con una fracción del 
cómputo

• La habilidad probabilística (calibración, discriminación e 
incertidumbre, IDR) importa tanto como la precisión bruta

• Los sistemas híbridos IA-física son la realidad operativa a corto 
plazo

Parte B — predicción estacional
• La correlación y la RMSE pueden ocultar una baja habilidad en los 

impactos que importan: días de lluvia intensa, olas de calor, sequía
• La corrección de sesgos (escalado lineal, quantile mapping, 

Season-Net) es esencial para que las predicciones sean utilizables
• Aparición de modelos meteorológicos de IA persistidos para 

escalas estacionales y subestacionales
• La IA también reduce la brecha aquí, pero las mejoras siguen 

siendo desiguales por región

De la investigación al impacto
La habilidad de una predicción solo crea valor cuando llega a quienes actúan. La coproducción con agricultores y 
servicios meteorológicos nacionales convierte la salida de los modelos en información fiable y útil para decidir.



Hora del test: únete en Slido

https://app.sli.do/event/nCP9ZbfHnNTq9N8scZjmjV
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Diapositivas de reserva del test



Pregunta 1 de 4 OPCIÓN MÚLTIPLE

Al pasar de plazos medios a plazos más largos (estacionales, decenales), ¿hacia qué se 
desplaza la fuente dominante de predictibilidad/incertidumbre, desde un problema de valores 
iniciales?

A) Mayores requisitos de potencia de cálculo

B) Un problema de valores de contorno, impulsado por componentes de variación más lenta como el ENSO, el 
contenido de calor oceánico y el forzamiento por gases de efecto invernadero
C) La disponibilidad de datos satelitales

D) Solo la resolución del modelo

1



RESPUESTA

Respuesta correcta: B

El diagrama de escalas temporales muestra que la predictibilidad pasa de fuentes ligadas a las 
condiciones iniciales (humedad del suelo, MJO/NAO) a corto plazo a fuentes ligadas a las condiciones de 
contorno (ENSO, PDV/AMV/GMST, océano profundo/emisiones de GEI/uso del suelo) a plazos más 
largos.
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Pregunta 2 de 4 VERDADERO / FALSO

La mayoría de los modelos de PNT con IA hasta la fecha (p. ej. FourCastNet, GraphCast, Pangu-
Weather) se basan en arquitecturas codificador-procesador-decodificador y generan predicciones 
a varios días mediante despliegue autorregresivo, reinyectando cada predicción como entrada del 
siguiente paso de tiempo.

Verdadero

Falso
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RESPUESTA

Respuesta correcta: Verdadero

Esta estructura codificador-procesador-decodificador con despliegue autorregresivo es la arquitectura 
común de FourCastNet, GraphCast, Pangu-Weather y modelos de PNT con IA similares.
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Pregunta 3 de 4 OPCIÓN MÚLTIPLE

¿Cuál de las siguientes opciones describe mejor el papel del ENSO como fuente de habilidad de 
la predicción estacional?

A) El ENSO no tiene un efecto medible en los patrones regionales de lluvia

B) El ENSO modifica los patrones de lluvia de forma distinta en diferentes regiones del mundo, aportando una señal 
climática predecible que los modelos estacionales pueden aprovechar
C) El ENSO solo afecta a la habilidad de predicción a escala meteorológica (corto plazo), no estacional

D) El ENSO es una técnica de corrección de sesgos para ajustar la salida de los modelos estacionales
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RESPUESTA

Respuesta correcta: B

El Niño modifica los patrones de lluvia (más húmedos/secos de lo normal) de forma distinta según la 
región: esta teleconexión es precisamente la razón por la que el ENSO aporta la señal climática que da 
habilidad a la predicción estacional.
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Pregunta 4 de 4 OPCIÓN MÚLTIPLE

Los métodos de corrección de sesgos como el escalado lineal, el quantile mapping y Season-Net 
se consideran esenciales para que las predicciones estacionales sean utilizables en la toma de 
decisiones.
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Verdadero

Falso



RESPUESTA

Respuesta correcta: Verdadero
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