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Aprendizado profundo

O

Artificial Intelligence 7~

P — — —

Deep Learning

Fonte: Edureka

ARTIFICIAL INTELLIGENCE

A technique which enables machines
to mimic human behaviour

MACHINE LEARNING

Subset of Al technique which use
statistical methods to enable machines
to improve with experience

DEEP LEARNING

_Subset of ML which make the

computation of multi-layer neural
network feasible

O aprendizado profundo ¢ um
algoritmo computacional que imita a
rede de neuronios do cérebro.

E um subconjunto do aprendizado de
maquina baseado em redes neurais
artificiais.

Chama-se aprendizado profundo
porque usa redes neurais profundas.
Esse  aprendizado  pode  ser
supervisionado, semissupervisionado
ou nao supervisionado.



Redes neurais artificiais

oo o )

K 1 Hidden Layer

2 Hidden Layers 3 Hidden Layers

Um neuronio artificial ¢ uma
funcdo matematica baseada
em um modelo de neurdnios
bioldgicos: cada neurdnio
recebe entradas, pondera-as
separadamente, soma-as ¢
passa essa soma por uma
funcao nao linear para gerar a
saida.

Deep NNs /
C

Sigmoid function: g(a) = ——

I+¢

Hyperbolic tangent: g(a) = tan h(a) = ===

ungoes de

Softmax: g(a) = ¢*=- . ~
=7 ativacao

Rectified linear unit (ReLU): g(a) = max(0,a)

Softplus: g(a) = log(1 + ¢*)

Absolute value rectification: gla) = |a|

Maxout: g,(x) = max (b, +w, -x) /

Zemouri et al., 2019
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DBSCAN

_ K-Means Agglomerative Rars By SVM
Mean-Shift K-NN Decision Trees

Fuzzy C-Means @ Classification ) Logistic Regression
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Linear Regression
Apriori ( Pattern search A—
olynomia
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REINFORCEMENT MACHINE ENSEMBLE
LEARNING LE ARNING METHODS

XGBoost

Genetic Q-Learning

Algorithm Boosting

SARSA Deep Q-Network AdaBoost LightGBM
A3C (PQN) CatBoost

NEURAL
NETS AND

Convolutional DEEP LEARNING Perceptrons
Neural Networks (MLP)
(CNN)
Recurrent

Neural Networks
(RNN) seq2seq
Gererative
Adversarial Networks
(GAN)

Fonte: https://vas3k.com/blog/machine_learning/
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Introducao

Inspirados na evolugcao natural

= Os seres vivos evoluiram para organismos
mais bem-sucedidos

 Os descendentes apresentam tracos de cada
genitor

« Os tracos hereditarios sao determinados pelos
genes

 As instrucdes genéticas estao nos cromossomos
 Os cromossomos sao fitas de DNA

« O DNA é formado por pares de bases que, em
combinacodes significativas, codificam os tracos
hereditarios
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Mecanismos da mudanca evolutiva

= Cruzamento

Troca aleatoria de cromossomos
dos genitores na reproducao,
fazendo com que os descendentes
tenham tracos de cada um

O cruzamento exige diversidade
genética entre os genitores para

garantir descendentes
<11ficientemaente variadn<
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Mecanismos da mudanca evolutiva

- Mutacao
Erros raros na copia dos cromossomos,
gue resultam em

* mudancas sem sentido/letais, que
produzem organismos inviaveis

* mudancas benéficas, que produzem
organismos “mais fortes”

* mudancgas nem nocivas/letais nem
beneéficas, que produzem organismos sem
melhoria

12



Mecanismos da mudanca evolutiva

- Selecao natural

Em um ambiente competitivo, os mais aptos
sobrevivem, resultando em organismos
melhores

* Individuos com melhores tracos de
sobrevivéncia em geral vivem mais

* |sso Ihes da mais chance de se reproduzir e
passar adiante os tracos bem-sucedidos

* Ao longo de muitas geracoes a especie
melhora, pois os melhores tracos passam a
superar os mais fracos
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Abordagem genética

Manter uma populacao de individuos
gue sao solugcoes completas ou parciais

Explorar o espaco de solugoes fazendo
esses Individuos interagirem e
competirem

= A interacao produz novos individuos

= A competicao elimina os individuos fracos
ApOs varias geracgoes, deve-se
encontrar um individuo forte (ou seja,
uma solucao)
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Terminologia

* Populacao

Conjunto de solucoes possiveis de um
problema

 Elitismo

Permitir que os melhores membros
passem a geracao seguinte

* Mutacao

Alterar um unico membro da populacao
* Cruzamento

Combinar dois membros da populacao
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Terminologia — cont.

» Selecao
Como decidir quais membros da
populacao sobreviverao a geracao
seguinte
* Funcao de aptidao
Como avaliar a qualidade de um
membro da populacao
 Esquemas de codificacao

Representacao binaria de um
membro da populacao
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Algoritmos genéticos

= Uma ferramenta de otimizacao nao linear
baseada em metodos de otimizacao
combinatoria

= Diferencas em relacao aos métodos
tradicionais

= Trabalham com a codificacao dos conjuntos de
parametros, nAo com 0s parametros em sl

= Usam so a func¢ao objetivo. Nao dependem de

continuidade, derivadas ou outras informacoes
17



Principio de funcionamento
= Codificacao

= Avaliacao da aptidao
= Operacoes genéticas
" Reproducao
* Cruzamento

* Mutacao

= Critério de parada
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Codificacao
= As variaveis de decisao sao codificadas em

uma cadeia binaria chamada cromossomo

= O comprimento do cromossomo depende da
precisao desejada

= Nem todas as variaveis de decisao precisam
de subcadeias de mesmo comprimento
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Codificacao — cont.

Chromosome

Population

Binary encoding Chromosome
-

i E #i

11,6, 9 1041 0110 1001
(1,6,9) == oot
Gane

Gene
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Inicializacao: semeando a populacao

= A inicializacdo define a populacao inicial
da qual as geracOes futuras serao
produzidas

= Pontos de atencao:
 Tamanho da populacao inicial

» Determinado experimentalmente para o
problema

» Diversidade da populacao inicial
(diversidade genetica)
» Um problema comum da falta de

diversidade € a convergéncia prematura
para uma solucao nao otima 2!



Avaliacao da aptidao
= A avaliacao classifica os individuos por uma

medida de aptidao que reflete a qualidade de cada
soluc3o.

= Derivada da fungao objetivo

= O valor da funcao de aptidao de uma cadeia ¢ chamado
de aptidao da cadeia

= Todas as variaveis de decisao sao codificadas em uma
unica cadeia (cromossomo)

= Por exemplo, dado o individuo i:

= Classificacao: (correct(i))?

= TSP: distancia(i)

= SAT: n’ de termos satisfeitos(i)

= animagao de caminhada: avaliagdo subjetiva

Funcodes de aptidao muitas vezes t€m minimos locais
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Ciclo de um AG

Reproducao

@ Elitism

Crossover popul.

Crossover
Mutation

O




Tecnicas de selecao

= Exemplo de selecao proporcional a
aptidao
e Dada a seguinte

- Somar as aptidoes
5+20+11+8+6=50

« Calcular as probabilidades
* Aptiddo(i)/ 50
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Reproducao

= Seleciona boas cadeias da populacio e forma
um grupo de acasalamento

= Uma simulacao de roleta € usada na selecao

1,5,2,8,2,1,1,7



Tecnicas de selecao

- Aglomeracao

= Um problema potencial associado a
selecao

* Ocorre quando os individuos mais aptos
se reproduzem rapidamente e grande
parte da populacao fica muito parecida

» Reduz a diversidade da populacao

» Pode atrapalhar o progresso do algoritmo
no longo prazo
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Cruzamento

= Cruzamento para representacoes
vetoriais:

= Escolher um ou mais pares de individuos
como genitores e trocar aleatoriamente
seus segmentos

= Também chamado de “cortar e emendar’

- Parametros
» Taxa de cruzamento
= Numero de pontos de cruzamento
» Posicao dos pontos de cruzamento

27



Cruzamento — cont.

= Cruzamento de um ponto

(cruzamento de 1 ponto)

= Escolher um ponto de divisao nos vetores dos
genitores e trocar os segmentos

= Por exemplo
« Genitores:
1101101101 e 0001001000
* Ponto de cruzamento: apos o 4° digito
1101101101 e 0001001000
* Filhos produzidos:

1101001000 e 0001101101
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Mutacao

= Alterar aleatoriamente um individuo
Mutation '
10011110 =i 10011910

Mutation bit

= A mutacao bit a bit inverte cada bit com
probabilidade p,,

= Usos

= Criar um ponto na vizinhanca do ponto atual para
busca local

= Manter a diversidade da populacao
= Parametros

= Taxa de mutacao

= Tamanho da mutacao "



Mutacao




Resumo das operacoes de um

Current Next
generation generation
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Resumo das operacoes de um AG —

cont. . .
= Os trés operadores sao simples e diretos

= O operador de reproducao seleciona boas
cadeias

= O operador de cruzamento recombina boas
subcadeias de boas cadeias para, com sorte,
criar uma subcadeia melhor

= O operador de mutacio altera localmente uma
cadeia para, com sorte, criar uma cadeia
melhor

- Embora nada disso seja garantido ou testado
ao criar uma cadeia, espera-se que, se
cadeias ruins forem criadas, o operador de
reproducao as elimine na geracao seguinte
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Algoritmo genético - pseudocodigo

begin

define problem dimension (D), generate initial population Py of size NP
evaluate the fitness of NP individuals in Py

initialize generation counter 7 < 0

while termination criterion not satisfied do

selection of parents on the basis of their fitness

create offspring for the new generation P;+; from the parents using
crossover operation

perform mutation on new generation P+
10: evaluate the fitness of population P;+;
t— (+]

11: end
12: end

l:
2:
3:
4:
5:
6:
7:
8:
0:







Problema 1

Encontrar o minimo da funcgao

(funcao de Himmelblau) (no intervalo de 0 a
)

f(X{,X,) = (X2+X,-11)% + (X, +X,2-7)?
Solugao exata (3,2)

A funcao € minima no ponto
(2,997, 2,029) e o valor € 0,013
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Parametros do AG - passo 1

Numero de fungdes objetivo 1

Funcgao objetivo Minimizar

Tipo de cruzamento AG binario (um ponto)
Estratégia 1 ponto de cruzamento com troca
Tamanho da populacao 20

N° total de geracdes K10)

Probabilidade de cruzamento 0,8

Probabilidade de mutacao 0,05

Semente aleat6ria informada 0,76

Comprimento da cadeia 20
Numero de variaveis binarias 2

Limites inferior e superior
0 <= x1 <= 6
0 <= x2 <= 6
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Procedimento

Codificacao binaria
* Com 10 bits, obtemos uma precisao de (6-
0)/(219-1), ou 0,006, no intervalo (0,6).
Passo 2

» Avaliar cada cadeia da populacao

* A subcadeia 1010010001 ¢ decodificada como
(29+27+244+29=657. O valor do parametro
correspondente ¢ 0+(6-0)*657/1023 = 3,853

» Para minimizagao: F(X)=1/(1+1{(X))
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Operacoes do AG (passos 4-6)

Mating pool

Intermediate population

Mutation

Substring-2  Substring-1 G H Substring-2  Substring-1 | Substring-2 Substring-1 2, 2z2 f(z) F(2)
0010100100 1010101010 Y 9 0010100101 0111001000 001010@101 0111001000 1.015 2.674 18.886 0.050
1010100001 0111001000 Y 9 1010100000 1010101010 101010000@ 1010101010 3.947 4.000 238.322 0.004
0001001101 0011100111 Y 12 0001001101 0011000010 | 0001001101 001000010 0.452 0.387 149.204 0.007
1110011011 0111000010 Y 12 1110011011 0111100111 | 1110011011 0% 1100@11 5.413 2.082 596.340 0.002
0010100100 1010101010 Y 5 0010100010 1011000011 | 0010100010 1011000011 0.950 4.147 - 54.851 0.018
0011100010 1011000011 Y 5 0011100100 1010101010 | 0011100100 110101010 1.337 5.501 424.583 0.002
0011100010 1011000011 N 0011100010 1011000011 001110001@ 1011@)0011 1.331 4.334 83.929 0.012
0111000010 1011000110 N 0111000010 1011000110 01@10@)010 1011000110 '1.982 4.164 70.472 0.014
0101011011 0000000111 Y 14 0101011011 0000010100 | 0101011011 0000010100 2.035 0.117 87.633 0.011
1001000110 1000010100 Y 14 1001000110 1000000111 10010@110 1000000111 3.507 3.044 72.789 0.014
0011100101 0011111000 Y 1 0011100101 0011111000 | 0011100101 0011111000 1.343 1.455 70.868 0.014
0011100101 0011111000 Y 1 0011100101 0011111000 | 0011100101 0011111000 1.343 1.455 70.868 0.014
0000111101 0110011101 N 0000111101-0110011101 | 000011101 o11ffo1110f 0.264 2.792 25.783 0.037
0000111110 1110001101 N 0000111110 1110001101 | 0000111110 1110001101 0.364 5.331 318.746 0.003
0000111101 0110011101 Y 18 0000111101 0110011100 | 0000111101 0110011100 0.358 2.416 42.922 0.023
1001000110 1000010100 Y 18 1001000110 1000010101 | 1001000110 @00010101 3.413 0.123 80.127 0.012
1001111101 1011100111 Y 10 1001111101 0100001001 | 1001111101 0100001001 3.736 1.554 95.968 0.010
1010010100 0100001001 Y 10 1010010100 1011100111 | 1010010100 101@100111 3.871 3.982 219.426 0.005
0000111101 0110011101 N 0000111101 0110011101 | 0000111101 0110011101 0.358 2.422 42.598 0.023
0010100100 1010101010 N 0010100100 1010101010 0010100100 1010101010 0.962 4.000 - 39.849 0.024

G : Whether crossover (Y yes, N no),

Fonte: Deb, 2002

H : Crossing site



Populagao apos a mutagao

o Art.er crossover
O After Mutation |




Resultados do AG na 1" geracdo

Taman Valores de f(x) _
ho da X X, Valores Cadeia
populag
ao
1 3.85 1.84 32.44 1010010001_0100111010
2 0.70 1.31 105.36 0001111000_0011100000
3 1031 5.89 1661.14 1110010100_1111101101
4 .37 4.45 345.85 1010010000_1011110111
5 3.85 5.15 691.48 1011000101_1101101110
6 1.54 3.39 63.90 0100000110_1001000010
7 4.02 3.52 164.26 1010101101_1001011001
8 3.53 4.96 379.97 0100000000_1101001110
9 2.05 2.93 28.13 0101011101_0111110011
[ 0.91 5.64 679.93 0010011011_1111000001
11 0.03 3.11 69.61 0000000101_1000010011
12 5.44 0.54 366.43 1110011111_0001011100
13 2.48 3.54 65.52 0110100110_1001011011
14 3.15 0.28 14.89 1000011001_0000101111
15 4.60 5.77 1212.63 1100010010_1111011000
16 0.41 2.92 66.31 0001000110_0111110001
17 5.54 0.72 416.10 1110110000_0001111011
18 0.18 4.50 223.24 0000011111_1100000000
19 3.81 4.89 500.10 1010001001_1101000010
20 2.92 2.60 7.16 0111110010_0110111011
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Resultados do AG apos a 30" geracdo

Tama Valores de f(x) ]
nho X, X, Valores Cadeia
da
popula

¢ao
1 5.81 0.58 543.42 1111011110_0001100011
2 2.99 2.09 0.124 0111111110_0101100100
3 2.92 1.56 3.53 0111110010_0100001010
4 2.30 1.95 0.05 0111111111_0101001100
5 2.30 2.03 0.01 0111111111_0101011010
6 2.05 2.45 20.11 0101011101_0110100001
7 2.78 1.89 2.34 0111011010_0101000010
8 2.00 2.12 0.24 0111111111_0101101001
9 242 1.92 11.26 0110011100_0101001000
10 2.95 5.46 670.58 0111110111_1110100010
11 2.94 2.13 0.28 0111110101_0101101011
12 2.80 1.91 1.84 0111011110_0101000101
13 2.94 2.10 0.17 0111110101_0101100100
14 3.00 2.12 0.23 0111111110_0101101001
15 2.77 2.07 1.54 0111011001_0101100000
16 2.75 1.72 4.55 0111010101_0100100110
17 2.41 2.10 9.58 0110011011_0101100110
18 2.76 5.90 940.77 0111010110_1111101110
19 2.96 2.1 0.19 0111111001_0101101000
20 2.30 2.14 0.35 0111111111_0101101101
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Populaciio apos a 30" geracgdo
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Populacao apos a 1 Populacao apos a 30°
geracdo geracao

o After crossover
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Resultados do AG

Apos a geracao 1

Aptidao max. =1661,135
Aptidao min. = 7,155 Aptidao média = 354,719
N° de mutacoes = 0; n°® de cruzamentos =0

Apos a geracao 30

Aptidao max. = 940,774
Aptidao min. = 0,013 Aptidao média = 110,557
N° de mutacoes = 20; n° de cruzamentos = 245
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Problema 2

:ncontrar o maximo da funcao “peaks”
=1(x, y)
= 3 (1-x)? exp(-x* - (y+1)°)

— 10 (x/5 - x3 - y°) exp(-x2-y?)

-1/3 exp(-(x+1)? - y?)

45



Grafico da funcao “peaks”
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Processo do AG

Initial population 5th generation

10th generation
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para ot

tricoes
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AG para otimizacdo com restricoes

= O problema com restri¢coes ¢ convertido em
um sem restricoes pelo meétodo de
penalidade

= Uma solu¢do fora da regiao viavel recebe
uma penalidade muito alta

49



AG para otimizacdo com restricoes

= Usa-se um termo de penalidade com operador

F; € o valor de aptidao

f (x) € o valor da funcao objetivo

k € o nimero total de restricoes

€ vale -1 para maximizag¢ao ¢ +1 para minimizacao

0; ¢ o coeficiente de penalidade

(I)j ¢ a magnitude da violagdo
50



Problema 1

Encontrar o minimo da funcgao
(funcao de Himmelblau)
f(X1,%5) = (X;24X=11)% + (X, +X,%-7)

Sujeito a
(X,-5)2+ x,2—26 >0
X; 0ex, 0
X, S0eX,<06

51



Solugao
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Solucao por AG
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Otim mo etivo
para operacdo de reservatorios
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Aplicacao de AG em engenharia de

recursos hidricos
Otimizacao hidrelétrica de um reservatorio

« Maximizar a gera¢ao hidrelétrica anual, com as
demais demandas do reservatorio como
restricoes

 Usa-se um passo mensal para demonstrar a
aplicabilidade do AG

* 12 periodos no ano
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Descricao da area de estudo

Barragem de Hirakud: projeto de usos multiplos
no rio Mahanadi, estado de Odisha, India
= Controle de cheias, irrigacao e hidroeletricidade

Localizacao: lat. 21° 32’ N; long. 83° 52’ E
Area de drenagem até a barragem: 83.400 km?
Volume util: 7.189 milhoes de m3

Poténcia instalada das turbinas: 307,5 MW
Area irrigada

* Primeira safra, Kharif : 1.565,5 km?
- Segunda safra, Rabi : 1.084,0 km?
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Problema de otimizacao

Funcao objetivo

12
Maximize Z — E P
=1

P, = 2725 RP, h,

RP - agua liberada para geracao (milhoes
de m?3)

h - qgueda em metros
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Restricoes

» Descargas para energia firme e
capacidade das turbinas

« Restricoes de demanda de
Ir //, 8

RI,
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Restricoes — cont.

= Restricoes de continuidade do
armazenamento do reservatorio

(1 a )S +Q —RI —RP —OVF —Ae V

= Restricoes de continuidade do
armazenamento do reservatorio
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Implementacao no AG

= ldentificacao das variaveis de decisao
= Descarga para geracao em cada més (12)

= Definicao dos limites inferior e superior
= O limite inferior € a energia firme
= O limite superior € a capacidade das turbinas
= Definicao do comprimento da cadeia
binaria
= Com base na diferenca entre os limites
iInferior e superior de cada variavel de
decisao
= Codificacao da cadeia

A codificacao binaria ¢ feita gerando

, y u 60
numeros aleatorios



Implementacao no AG — cont.

= Decodificacdo das variaveis de decisao
= Regra de mapeamento linear
= Calculo da aptidao

= Os valores das variaveis de decisao e a queda efetiva

sao substituidos na funcao de aptidao para avaliar cada
cadeia

= Operacoes do AG

= As 3 etapas das operacodes do AG, a saber, reproducéo,
cruzamento e mutacao, sao aplicadas as cadeias

= Probabilidade de cruzamento :0.,8
= Probabilidade de mutacgéo : 0,006

= Repetir até atender ao critério de parada
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Limites inferior e superior e comprimento da

cadeia da variavel de decisao

Month [\)\;::;:;l: LLower bound Upper bound String length
January RP, 616.50 2000 10)
February RP> 370.00 2000 15
March RP5 370.00 2000 I3
April RP, 245.00 2000 15
May RPs 370.00 2000 15
June RPg 370.00 2000 15
July RP7 615.00 2000 1()
August RPg 1233.00 2000 1)
September RPg 1110.00 2000 10
October RP1o 615.00 2000 10
November RPy, 615.00 2000 10
December 615.00 2000




Afluéncias medias e demandas de

Inflows [rrigation Demand
M.cu.m. M.cu.m

June

556.083
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Cenarios de afluéncia

= O modelo foi executado para quatro
niveis de afluéncia garantida

* Afluéncias 40% e 20% abaixo da média

* Afluéncias médias e 20% acima da média
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Descargas otimas para geracao
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Otimizac@o multiobjetivo
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Multiplos objetivos na operacao de reservatorios

W Um sistema de recursos hidricos
e envolve

 envolve muitas variaveis que afetam de forma todas as
caracteristicas e o comportamento do sistema

Exemplos: W

N
( —
Operacao de reservatorios MH

*  Minimizar o risco de cheias (f)) 0 mais proximo possivel de 0
* Maximizar a geracao hidrelétrica (1) 0 maximo possivel
*  Minimizar os déficits de irrigagao (1) 0 minimo possivel

* Maximizar a qualidade da dgua a jusante (f,) o maximo possivel
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Questoes dos AEMO

» Como guiar a populagao

O
e® %
)

*—» f1

A 4

em direcdo ao conjunto de
Pareto?

Como evitar a perda de

\ 4

solucdes nao dominadas?

A\ 4

- Como manter uma
aproximacao diversificada do

A\ 4

conjunto de Pareto?
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Otim m tivo
para operacdo de reservatorios
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Otimizacéao multiobjetivo de um sistema de reservatoérios — estudo de caso

Reservatorio de Bhadra — um reservatorio de usos
multiplos

Localizacao - distrito de Chikmagalur, estado de Karnataka,
India

Rio Bhadra

Capacidade da turbina Capacidade da turbina
direita = 13.200 kW esquerda = 2.000 kW

I B

Canal dad- ) Canal da

margem direita .| Capacidade da margem
turbina do leito = |esquerda
24.000 kW ,

Area irrigada Area irrigada
87.512 ha 6.367 ha

Qualidade da agua do rio

Diagrama esquematico do projeto do reservatorio de Bhadra
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Modelo multiobjetivo de operacao de
reservatorios

SODV = i(D,J ~IR, ] + i(DU ~IR,f
=1 t=1

1. Minimizar

Déficit de irrigacao

2. Maximizar 2
E= Z(klRl,rHl,t + kZRr,tHr,t +k3Rb;be>f)
{=]

Geracao hidrelétrica (f5):

dinamica do sistema
limites de armazenamento
limites maximos de geracao
demandas de irrigacao e

requisitos de qualidade da agua




Restricoes

Restricdes de continuidade do armazenamento do
t+1

S

=8, +1, - (R1,z T Rz,z T Rs,r +E, + Oz) para todo t=1, 2
Restri¢cdes de limites de armazenamento
Smin = St S Smax

para todo t=1, 2,...,12
Limites de capacidade das turbinas
P RitHii = Ejfmax
PRH < Eppax para todo t=1, 2,...,12
P R3¢ Hszt < Ejzpax

Limites de capacidade dos canais
R 1,t < C1,max
R2,t < C2,max

para todo t=1, 2,...,12
Demandas de irrigacao

Dllmin,ts R1,t < D1max,t _
D2 1S Roy SD2ngec 5o or®
Requisitos de qualidade da agua
Rs¢2 MDT, para todo t=1,
2,...,NT

9e e
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Soluc@o Pareto-6tima para a operacao do reservatorio

O gen=200
o @gen=500

Melhoria da fronteira de Pareto ao longo das iteracoes.

f1 € o deficit anual de irrigacao ao quadrado; {2 € a energia hidrelétrica

gerada em MkWh 3



Aplicacdao do modelo

O modelo MOGA ¢ resolvido para trés cenarios de
afluéncia ao reservatorio

Scenario 1: Mean monthly inflows — 0.5" SD
Scenario 2: Mean monthly inflows

Scenario 3: Mean monthly inflows + 0.5 SD
where SD = standard deviation of monthly inflows
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= 200 nondominated solutions (without fitering)

+ 20 filtered nondominated solutions
170

160

150

Fronteira de Pareto mostrando [
o trade-off entre 1rrigacdo (/) [

120

C hldroeletrICIdade (fi) para 30000 '50000 70000 90000 110000 130000 150000 170000

f1
dlferentes Cenérlos de a) Scenario-1 (dry season)

»e

afluéncia.

»*
: . L
optimal point e
¢

l e 4 ’?‘

/1 = soma dos déficits de irrigagdo ao

quadrad09 20000 40000 60000 80000 100000
(Mm3)2. fy
. > . . b) Scenario-2 (normal season)
f, = energia hidrelétrica gerada,
(MKWh)

5000 10000 15000 20000 25000 30000 35000
fi




— - & - - EqualPriority - - -m- - - IrrigationPriority —e— HydroPowerPriority

Storage (Mm 3)

Politicas de operagao do reservatorio
para diferentes cenarios de afluéncia,
mostrando os armazenamentos B
iniciais em diferentes situacoes,

a saber: prioridade 1gual, prioridade
sO a 1rr1gacao €

prioridade so a hidroeletricidade.

8 9 10 11 12 13

P
£
=S
@
o
©
=
k]
(]

5 6 7 8 9 10 11 12 13
Month

b) Scenario 2 (normal season)

Storage (Mm 3)

6 7 8 9 10 11 12 13
Month
¢) Scenario-3 (wet season)




Politica 6tima de descargas para o
caso de prioridade 1gual, com
descargas em hm? para o

canal da margem esquerda (R1),
canal da margem direita (R2) e
leito do r1o (R3)

em diferentes cenarios de
afluéncia.

Release (Mm?)

A
£
=
@
Il
©
@
]
x

Release (Mm®)

a
o

o

BR1OR2 @3R3

¢) Scenario-3 (wet season)
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Operacao multiobjetivo do reservatorio

Solucodes Pareto-6timas geradas (200) Técnica de agrupa_mento k-
means para reduzir o grande

conjunto a solugoes Pareto-
6timas representativas

f1 - déficit de irrigacao
f2 — hidroeletricidade
f3 — qualidade da agua
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El Nino-Oscilagao Sul (ENSO)

Condic¢ao de El Nino

12DE 150E 180 150W 120'!'1!’ SawW GW

18192021 222324252627282930

12CE 1SDE 180 150« 120W 9DW &JW

B0W

Condic¢ao de La Nifia

12DE 150E 18D 15QW 12DW 90w &DW

18192021 2223242526272828930

120E 1SDE 180 150% 120W 9DW &OW

TSM (°C)

Anomalia de
TSM (°C)
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Redes neurais artificiais (RNA)

Hidden layer

Caracteristicas das RNA padrao: Input layer
Output layer

Aprendizado supervisionado com
treinamento em lote

Algoritmo de retropropagacao: técnica
de gradiente descendente que minimiza
a funcao de erro da rede.

RNA multicamadas feedforward

-Funcao de ativacao:
Tangente sigmoide

-Medida de desempenho: MSE
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Redes neurais PSO (RN-PSO)

Aqui as variaveis de decisao sao os pesos € vieses da rede

Passo 1. Inicializar os parametros
Passo 2. Gerar a populacao 1nicial
Passo 3. Avaliar a funcao de aptidao

Passo 4. Aplicar as operagcdoes EMPSO as variaveis de decisao
Passo 4. Verificar os critérios de parada

-Funcao de ativacao:
Tangente sigmoide

-Medida de desempenho:
MSE




Sistema de inferéncia neuro-fuzzy adaptativo (ANFIS)

Camada 1: premissas (nds de entrada)
Camada 2: implicagao (nos de regras)
Camada 3: normalizacao (n6s de média)
Camada 4: consequentes (no0s consequentes)

Camada 35: saida (nos de saida)
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Camada 1:

Camada 2:

Camada 3:

Camada 4:

Camada 5:

ANFIS

premissas (nos de entrada)

OEYINE)|  parai=12

e Parai=34

implicagao (nds de regras)

0 =

l

w; (p;x+q; y+r;)
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Treinamento do ANFIS

*No primeiro passo, na propagacao direta, o método dos
minimos quadrados 1dentifica os parametros consequentes,
enquanto os antecedentes (parametros das fun¢des de
pertinéncia) sao supostos fixos no ciclo atual sobre o conjunto
de tretnamento

*Calcula-se o erro entre o observado ¢ o modelo treinado € os
sinais de erro sao retropropagados. O gradiente descendente
atualiza e ajusta os parametros das premissas minimizando a
funcao de custo quadratica global, enquanto os consequentes
permanecem f1xos

85



Estudo de caso

Previsao de afluéncias
a0 reservatorio de
Malaprabha

MAAHARASHTRA

INDIA ‘

|

WEST FLOWING
RIVER BASINS

MALAFPRA
BASN

GOA
LEGEND

~ .~ STATE BOUNDARY
-+ RAILWAY LINE

~— BASIN BOUNDARY
RAINFALL STATIONS
1. KANKUMBI
2. JAMBOTI
<
r SESURCASTWAD  GAUGING STATION

5. KHANAPUR 5. KHANAPUR
6. GUNJI




Modelos de previsao de afluéncias

Modelo de previsao de afluéncias anuais

Qr — f (N inofeb; Ninoyar - QI-Q. ’ Qt—] )

Modelo de previsao de afluéncias mensais

O = f(NinOr-z , Ninov.;, Or.2, Qt-])

Modelo de previsao de afluéncias decendiais

Qr - f(RClmt-J., Qr-z, Qt-])

Critérios dos modelos
*  Periodicidade
e Pré-processamento de dados

*  Critérios de parada
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Medidas de desempenho

Raiz do erro quadratico médio

Erro absoluto médio

Coeficiente de correlacao -

Coeficiente de eficiéncia de Nash-
Sutcliffe

T — E—
Zz:l (Q(l; - Qo ) (Qll;l - Qm )

Zil (Q(t) o Q_0)2 ZtT:l (Qil;z _ Q—m)2
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Resultados do modelo de previsao de afluéncias anuais

—— Observed

3 | > PSONN
Training . Validation : +— BPNN

— — ANFIS

Testing
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&)
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=
S
O
e
£

Time period




Previsoes do modelo mensal para a estagao das mongoes
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Previsoes do modelo mensal para a estagao seca

PSONN model
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Estatisticas de desempenho

PSONN BPNN ANFIS

Performance
measure Training Validation  Testing Training Validation  Testing Training Validation Testing

RMSE 219.6361 309.127 213.7561 234384 3484827 2924613 181.3062 285.7193 271.6191
MAE 149.8344 268.4584 161.9773 152.4845 306.4618 266.8942 109.9852 2325193 237.0673
r 0.9227 0.7575 0.6327 09185 0.6583 0.5935 0.9516 0.7922 0.6082
CE 0.8803 0.2165 0.3171 0.8720 0.3256 0.2183 0.9023 0.4325 0.2467
1242218 882118  169.6542 89.5654  98.1284  201.8452 79.0521  74.3287 127.7455
Monsoon MAE 72.9947 622102  108.9456 64.5592  76.5942  129.9456 45.0099 48.407 90.3816
season r 0.8952 0.8582 0.6632 09128  0.65981  0.5962 0.9484 09023  0.6942
CE 0.6924 0.7318 0.2313 0.6984 0.5784 0.3384 0.8754 0.8096  0.1834
7.5010 6.6121 5.0251 6.8010 7.2121 7.864 4.8216 55417 6.9079
miosﬁ_on MAE 4.5204 47637 3.5612 4.446 5.932 4.9318 30864 40361 4.1862
season r 0.8814 0.7419 0.6467 0.8923 0.5897 0.5863 0.9256 0.8278 0.6213
CE 0.6299 0.5464 0.4221 0.7639 0.6954 0.32949 0.8471 0.6814  0.409
48.1687  55.6173  42.7136 56.5813  62.6837  47.5461 411305  53.0554  50.6004
Monsoon MAE 27.7492 28.154 24.7922 315873 29.856 26.5829 23.2053 25.0324  28.3243
scason r 0.9106 0.7634 0.6315 0.8964 0.751 0.6048 0.9296 0.7781 0.5981
CE 0.692 0.5579 0.3391 0.6234 0.5892 0.3251 0.6494 05977 03158
2.4704 2.5779 2.0503 3.0782 3.8574 2.8569 2.1115 2.158 1.7649
mg;:ton MAE 1.7180 1.6349 1.5807 2.3351 2.5694 1.6963 13777 14912 14354
season r 0.8915 0.7763 0.6152 0.8625 0.6945 0.5962 0.9126 0.7955 0.6226
CE 0.5328 0.4455 0.2333 0.6482 0.6195 0.2259 0.6587 0.6114 0.4319

monthly




Operagao do reservatorio em tempo real

Prever as afluéncias anuais no
inicio da estacao

Decidir a operagdo 6tima do

reservatorio com o modelo
multiobjetivo

. Previsodes decendiais de afluéncias
Implemen.tar a operacao do com o modelo RN-PSO
reservatorio em tempo real

Modelo de operacao 6tima do
reservatorio

Técnica EM-PSO para otimizacao

R}



CMIP6 Climate Data Architecture
and Scenario Selection

The Dataset Specifications The Temporal Matrix (Scenario Timeline) Hydrological Purpose

| iy Ry

Near Future Mid Century Far Future
CMIP6 (Coupled Model (2021-2040)  (2041-2060)  (2081-2100)

Intercomparison Project Phase 6)

SSP1-2.6 (Sustainable) * Acquire future climate

projections to generate
rainfall and temperature
inputs for HEC-HMS
simulations.

Krishna _|
Basin * Quantify climate

change impacts on

reservoir inflows and

i Daily S

Precipitation

Baseline . SSP2-4.5 (Middle of the road)
—— ~ Period Q :

(1995-2014)
. N. | Maximum & .
— @ Minimum  — !
Temperature SSP5-8.5 (High emissions)

| T .

i Spatial Resolution: ] [Temporal Resolution:]

multi-reservoir system
performance.

0.25° x 0.25° Daily

CMIP6 - Projeto de Intercomparacao de Modelos Acoplados, fase 6
SSP - Trajetorias Socioecondomicas Compartilhadas

SSP 4.5 - SSP com forcante radiativa alvo de 4,5 W/m?




Climate Change CMIPG

Impact Assessment Climate Inputs
Framework D—u Future Inflow Generation J

a HEC-HMS Simulation o

QLNNNNNNN LI,

Reservoir System Operations
under SSP Scenarios
L ANNNNNNY

rH0 Irrigation Performance v/ Hydropower {@}
& Assessment Performance Assessment 2

| v Comprehensive Climate Change Impact Evaluation |




Conclusoes

= Os algoritmos genéticos sao tecnicas
poderosas de otimizacao nao linear

- Podem ser usados na operacao otima
multiobjetivo de sistemas de
reservatorios

= Diferentes formas de RNA tém papel
crucial na previsao de afluéncias para a
operacao de reservatorios em tempo
real
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Perspectivas

CNN (1D e 2D)

Redes Transformer

|A para mineracao de dados
PINN

|A explicavel

Sistema de apoio a decisao baseado em
|A para operacao otima de reservatorios,

integrada e resiliente ao clima
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