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pensar em como maximizar os ganhos para a sociedade e para o meio ambiente como um
todo.”




Pesquisa em |IA para a mudanca climatica e a sustentabilidade ambiental

Eventos extremos

ADAPTACAQ

Ameacas em cascata

Transicao energeética

MITIGACAO Médio prazo

Mudanca no uso da
terra

Emissdes de carbono

Longo

Elevacao do nivel do
mar




ADAPTACAO

|A para eventos extremos e ameag¢as em cascata

Pressure
level A
(~altitude)

225 hPa -

Previsao de trajetorias de furacoes

Previsao de chuvas extremas da moncao
de verao indiana

500 hPa 4

700 hPa A

Deteccao de avalanches

[Giffard-Roisin et al., Frontiers 2020] |A generativa para a previsao do tempo



MITIGACAO

Reduzir as emissoes de
carbono

Acelerar a transicao para a energia
verde

* Previsao solar e edlica com IA

* |A para o downscaling de dados
solares e edlicos

Reduzir a computacao da
modelagem do tempo e do clima

* Depois de treinada, a IA prevé muito



IMPACTOS

|A para entender e prever a mudanca climatica

Usar |IA para aprender as relacoes
entre simulacoes do IPCC e
observacoes

Ozone layer

 Tornar mais robustas as previsoes de
conjuntos de modelos climaticos

* Projetar a elevacao do nivel do mar a
longo prazo

* Projetar as emissoes de carbono a
UCAR Science Education lanco Nnrazo



Abordagem: aproveitar todos os dados disponiveis

(1 Dados simulados gerados por modelos fisicos

(J Modelos de previsdo numérica do tempo (PNT)

Horizontal Grid

(Latitude-Longitude) |*

(J Modelos de circulacdo geral (MCG)
(d Modelos climaticos regionais (MCR)

Vertical Grid

- -
(Height or Pressure) |~ s
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Dados de reanalise

J Produtos em grade a partir da assimilacdo de dados:
aplica leis fisicas as observacoes

Dados de observacao

(d Dados de sensoriamento remoto po
(d Dados in situ




arefas de AM por tras de muitos desses problemas
 Fusdo de dados

U Previsao

J Aprendizado nao supervisionado

d Alinhamento probabilistico de dominios

(1 Downscaling e interpolacao



Meétodos de A

J Aprendizado ndo supervisionado

1 Aprendizado profundo generativo



Roteiro para o resto do dia

|. Contexto: a revolucao da IA na previsao do tempo

Implicacdes para o estudo da mudanca climatica

Il. Métodos de IA: o que é aprendizado autossupervisionado?

Aplicacdoes em clima e tempo

I1l. Métodos de IA: o que é aprendizado profundo generativo?

Aplicacoes em clima e tempo



Parte |: Contexto:
a revolucao da IA na previsao do tempo



A revolucdo silenciosa na previsao do tempo

e A previsdao numérica do tempo (PNT) vem
progredindo de forma constante nas ultimas
décadas

e Grande conquista cientifica

o Um problema de simulacao complexo
resolvido rotineiramente em centros
operacionais de previsao do mundo todo

e Alto valor socioecondmico

o Mitigacao de ameacas climaticas, logistica,
prevencao de perdas patrimoniais, ...

Crédito dos primeiros slides: David Landry (INRIA Google DeepMind)

REVIEW

doi:10.1038/nature14956

doi:10.1038/nature14956

The quiet revolution of numerical

weather prediction

Peter Bauer', Alan Thorpe' & Gilbert Brunet?

Advances in numerical weather prediction represent a quiet revolution because they have resulted from a steady
accumulation of scientific knowledge and technological advances over many years that, with only a few exceptions,
have not been associated with the aura of fundamental physics breakthroughs. Nonetheless, the impact of numerical
weather prediction is among the greatest of any area of physical science. As a computational problem, global weather
prediction is comparable to the simulation of the human brain and of the evolution of the early Universe, and it is
performed every day at major operational centres across the world.

posed that the laws of physics could be used to forecast the

weather; they recognized that predicting the state of the atmo-
sphere could be treated as an initial value problem of mathematical
physics, wherein future weather is determined by integrating the gov-
erning partial differential equations, starting from the observed current
weather. This proposition, even with the most optimistic interpretation
of Newtonian determinism, is all the more audacious given that, at that
time, there were few routine observations of the state of the atmosphere,
no computers, and little understanding of whether the weather possesses
any significant degree of predictability. But today, more than 100 years
later, this paradigm translates into solving daily a system of nonlinear
differential equations at about half a billion points per time step between
the initial time and weeks to months ahead, and accounting for dynamic,
thermodynamic, radiative and chemical processes working on scales
from hundreds of metres to thousands of kilometres and from seconds
to weeks.

A touchstone of scientific knowledge and understanding is the ability
to predict accurately the outcome of an experiment. In meteorology, this
translates into the accuracy of the weather forecast. In addition, today’s
numerical weather predictions also enable the forecaster to assess quan-
titatively the degree of confidence users should have in any particular
forecast. This is a story of profound and fundamental scientific success
built upon the application of the classical laws of physics. Clearly the
success has required technological acumen as well as scientific advances
and vision.

Accurate forecasts save lives, support emergency management and
mitigation of impacts and prevent economic losses from high-impact
weather, and they create substantial financial revenue—for example, in
energy, agriculture, transport and recreational sectors. Their substantial
benefits far outweigh the costs of investing in the essential scientific
research, super-computing facilities and satellite and other obser-
vational programmes that are needed to produce such forecasts®.

These scientific and technological developments have led to increas-
ing weather forecast skill over the past 40 years. Importantly, this skill
can be objectively and quantitatively assessed, as every day we compare
the forecast with what actually occurs. For example, forecast skill in the
range from 3 to 10 days ahead has been increasing by about one day per
decade: today’s 6-day forecast is as accurate as the 5-day forecast ten
years ago, as shown in Fig. 1. Predictive skill in the Northern and
Southern hemispheres is almost equal today, thanks to the effective

ﬁ t the turn of the twentieth century, Abbe' and Bjerknes® pro-

use of observational information from satellite data providing global
coverage.

More visible to society, however, are extreme events. The unusual
path and intensification of hurricane Sandy in October 2012 was pre-
dicted 8 days ahead, the 2010 Russian heat-wave and the 2013 US cold
spell were forecast with 1-2 weeks lead time, and tropical sea surface
temperature variability following the El Nifio/Southern Oscillation phe-
nomenon can be predicted 3-4 months ahead. Weather and climate
prediction skill are intimately linked, because accurate climate predic-
tion needs a good representation of weather phenomena and their stat-
istics, as the underlying physical laws apply to all prediction time ranges.

This Review explains the fundamental scientific basis of numerical
weather prediction (NWP) before highlighting three areas from which
the largest benefit in predictive skill has been obtained in the past—
physical process representation, ensemble forecasting and model initi-
alization. These are also the areas that present the most challenging
science questions in the next decade, but the vision of running
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Figure 1 | A measure of forecast skill at three-, five-, seven- and ten-day
ranges, computed over the extra-tropical northern and southern
hemispheres. Forecast skill is the correlation between the forecasts and the
verifying analysis of the height of the 500-hPa level, expressed as the anomaly
with respect to the climatological height. Values greater than 60% indicate
useful forecasts, while those greater than 80% represent a high degree of
accuracy. The convergence of the curves for Northern Hemisphere (NH) and
Southern Hemisphere (SH) after 1999 indicates the breakthrough in exploiting
satellite data through the use of variational data'®.

*European Centre for Medium-Range Weather Forecasts, Shinfield Park, Reading RG2 9AX, UK. 2Environment Canada, Trans-Canada Highway Dorval, Québec HOP 1J3, Canada.
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A revolucao silenciosa na previsao do tempo

ECMWF HRes
ACC 500hPa geopotential height (12-month running mean)
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Desempenho das previsdes globais do ECMWF em 4 décadas

https://charts.ecmwf.int/products/plwww m hr ccaf adrian ts?single product=latest



https://charts.ecmwf.int/products/plwww_m_hr_ccaf_adrian_ts?single_product=latest

b 2022

€

10-ph] 15 F

Ne

hysics

vl [p

5

57

rXiv:2202.077

e

Primeiros modelos I[A-PNT

e Desde 2022, varias equipes de pesquisa usaram redes neurais profundas para a previsao do tempo
de médio prazo
e A qualidade de alguns desses modelos ficou ~equivalente a dos principais modelos de PNT

TECHNICAL REPORT 1

Pangu-Weather: A 3D High-Resolution System
for Fast and Accurate Global Weather Forecast

Forecasting Global Weather Kaifeng Bi, Lingxi Xie, Hengheng Zhang, Xin Chen, Xiaotao Gu, and Qi Tian™, Fellow, IEEE
with Graph Neural Networks

Abstract—In this paper we present Pangu-" Wealher a deep Iearnlng based system fov fas( and accurale g\obal wea(her Iorecasl For
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metrics such as Z500 (geopotential height) and 7'850 (ter ~ Peter Battaglia!
previous data-driven approaches and is comparable to of OPERATORS ;4: *equal contribution, ! Google DeepMind, 2Google Research
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connecting this data-driven model to live, operational fo A PREPRINT ‘A V\{eatl_\ Global medium-range weather forecasting is critical to decision-making across many social and economic
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Economia computacional desses primeiros modelos IA-PNT

Modelo

Treinamento

Inferéncia

Pangu-Weather

16 dias em 192
GPUs V100

Previsao de 24
horas
1xVV100

1,4 segundo em

*Resolugao mais alta

GraphCast 21 dias em 32 Cloud | Previsao de 10 dias
TPU V4 (~128 1 Cloud TPU V4
GPUs) < 60 segundos
PNT (ECMWF - Previsao de 10 dias
HRES) 1/3/6 horas

Cluster HPC de
11.664 nucleos




Arquitetura do GraphCast

doi:10.48550/arXiv.2212.12794

a) Input weather state

b) Predicting the next state c) Rolling out a forecast

GraphCast



http://doi.org/10.48550/arXiv.2212.12794

|A para a previsao do tempo: um novo paradigma

[ Assimilacdo de dadOS]—Conjunto de dados ERA5S

Global Observing System ECMWF model

+\C4 5,

r p
| @ n Simulacao com

Assimilation

rede neural
\_ y

I

P’ (Previsao)

Figura: Centro Europeu de Previsao do Tempo a Médio Prazo (ECMWEF)



Revolucao da |A na previsao do tempo

Desde 2022, varios modelos de aprendizado profundo mostraram desempenho de previsao comparavel ou
MELHOR que a previsao numérica do tempo (PNT), o estado da arte anterior.

Global Observing System ECMWF model

S,y

\ o Dados de treinamento: ERAS5, um conjunto de dad
E produzido por assimilacao de dados
QB

Data
Assimilation

Tarefa de treinamento: autorregressao: previsao

oo de 6-24 horas
 Desdobrado para prever de 7 a 10 dias

. ey
2010 2020

[Site do Centro Europeu de Previsdao do Tempo a Médio Prazo (ECMWF)] 20



Aurora rollout from noisy initialization (1o, [=2.5°
Desdobrame ¥ ( )

ntos initialization 8 rollout steps 40 rollout steps 900 rollout steps

0 100 200 300 0 100 200 300 0 100 200 300 0 100 200 300

220 240 260 280 300 320
(K)

1 rollout step 8 rollout steps 56 rollout steps

0 100 200 300 0 100 200 300

B | B |
260 270 280 290 260 270 280 290 260 280 300 260 280 300
T2m [K] T2m [K] T2m [K] T2m [K]

Figure A.9: 2-meter temperature predicted at different time stamps when (top) inputs are perturbed with an additive
Gaussian random field with coefficient of variation 02 (where o is the standard deviation of the physical variable) and

correlation length of 10 pixels (equivalent to 2.5°), (bottom) surface and atmospheric variables are initialized with a cat
picture.

Lehmann et al., (2026) "Can Al Weather Models Predict Beyond Two Weeks?” arXiv:2605.30184



|A para a previsao do tempo: um novo paradigma

Space Memory
Time
per atmospheric state:
45+ years
’ : 0.25° | 0.94 GB \
1979 2024 l X 6.25
0'10 509 GB
Hourly 721 x 1440 x 240 I ‘
0.25° resolution
~400,000 timesteps
37 levels X 6 vars + 18 surface o~ |
(&
ArchesWeatherGen:
4 Gerador meteorolégico de IA
frugal [Couairon et al., Science
Reanalise ERA5 do ECMWF ~ 13 Petabytes H Advances, 2026]
Figura: Emmanuel de Bézenac (INRIA) ,




ArchesWeather

[Couairon et al., ArchesWeather: an efficient Al weather model at 1.52 resolution
ICML 2024 workshop on Earth System Modeling]

Novidades do ArchesWeather:
- Treinamento com dados de resolugao

Pangu-Weather: A 3D High-Resolution System for Fast and mais grossa
Accurate Global Weather Forecast [Bi et al., Nature, 2023] - Substituic3o da atencdo 3D por:

3D Earth-Specific Transformer

“ @ Patch

Embedding =
Layer 1 Layer 4
Earth-Specific Blockx2 > Earth-Specific Blockx2 f
(8x 360 % 181 % () (8% 360 X 181X ) ; '
Upper-air Variables ) 4 4 Upper-air Variables
(13 x 1440 X 721 X 5) s down-sampilag : up-sampling (13 x 1440 x 721 X 5)
4 v : :
Layer 2 Layer 3
4x4 Earth-Specific Blockx6 »| Earth-Specific Blockx6
S 1_ Patch (8% 180 x 91 x 2() (8 x 180 x 91 X 2C)
[ Embedding
3 -
" o
— Encoder Decoder . . .
w0 2D attention windows 1D column attention
Surface Variables Surface Variables latitude + altitude 73
(1440 x 721 x 4) Iongrtude

(1440 x 721 x 4)



Relative RMSE improvement over IFS HRES (%)

RES. COST 72500 T850 Q700 U850 V850 T2Mm SP Ul0Mm V1iOm
) m?/s* K g/kg m/s m/s K Pa m/s m/s
IFS HRES 42.30 0.625 0.556 1.186 1.206 0.513 60.16 0.833 0.872
A rC h e S \Ne at h e r PANGU-WEATHER 0.25° 2880 44.31 0.620 0.538 1.166 1.191 0.570 55.14 0.728 0.759
NEURALGCM 0.25° 16128 37.94 0.547 0.488 1.050 1.071 N/A N/A N/A N/A
FuX1 0.25° 52 40.08 0.548 N/A 1.034 1.055 0.532 49.23 0.660 0.688
GRAPHCAST 0.25° 2688 39.78 0.519 0.474 1.000 1.02 0.511 48.72 0.655 0.683
KEISLER 1° 11 66.87 0.816 0.658 1.584 1.626 N/A N/A N/A N/A
SPHERICALCNN 1.4° 384 54.43 0.738 0.591 1.439 1.471 N/A N/A N/A N/A
STORMER 1.4° 256 45.12 0.607 0.527 1.138 1.156 0.570 53.77 0.726 0.760
NEURALGCM ENS (50) 1.4° 7680 43.99 0.658 0.540 1.239 1.256 N/A N/A N/A N/A
ARCHESWEATHER-S 1.5° 9 48.92 0.650 0.542 1.289 1.325 0.562 60.30 0.833 0.873
_ ARCHESWEATHER-M 1.5° 18 4496 0.615 0.527 1.219 1.251 0.539 56.22 0.783 0.819
Trade-off de desempenho R e Mxs 135 36 4193 0393 0.513 1.172 1203 0.517 3222 0749 0.783
154 . ®GraphCast g NeyralGeM
oFux RMSE, prazo de 24 horas
10 A
5 4 _ @ stormer NeuralGCM ENS Mean
ArchesWeather-Mx4 Pangu-Weather
ArchesWeather-L
01—~ ArchesWeather-M~~ " TTTTTTTTTTTTTTTTT I -F—S- -I-I-I-!-E.S"“
ArchesWeather-S
_.5 -
-10 1 eSpherical CNN
_15 -
—20 1 iiKeisler GNN
10! 102 103 104 10° 24

Training Budget (V100 days)



Por que passar a geracao de conjuntos...

Ground truth

Deterministic Pred

3+ S 3

B
Previsao de Q700 com 24 h de antecedéncia
data de inicializagao: 28 set. 2019

A previsao deterministica mostra suavizagao irreal
Testar a geracao de conjuntos com treinamento por
difusao

Objetivo: cada membro amostrado deve ser mais
fisico

25



ArchesWeatherGen

[Couairon et al., Science Advances, 2026]

Backbone: ArchesWeather (variante do Swin U-
Transformer), 44 M de parametros

Treinado com Flow Matching

Inferéncia feita com 25 passos de
amostragem a cada 24 horas

Desdobramentos feitos com uma amostra
a cada 24 horas. Essa saida volta ao
modelo treinado e o processo se repete.

EnsMean RMSE skill score over ENS (%)

fCRPS skill score over ENS (%)

3-10 days average

3-10 days average

5%

3% -

1% -

0%

5%

3% A

1% -

0%

-1% -
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Training Budget (V100-days)

{ @ ArchesWeatherGen
NeuralGCM Ens O
@ DDPM(ArchesWeather backbone)
e _____|_IFSENS
102 103
Training Budget (V100-days)
‘rchesWeatherGen
- NeuralGCM Ens e
DDPM(ArchesWeather backbone)
o FuXi
__________________________________ IFSENS _________
. ArchesWeather-Mx4
GraphCast @
102 103 104



ArchesWeatherGen
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[Couairon, Singh, Charantonis, Lessig, Monteleoni, Science Advances, 2026]

[ @ ArchesWeatherGen

NeuralGCM Ens

@ DDPM(ArchesWeather backbone)

IFS ENS

102 103
Training Budget (V100-days)

‘rchesWeatherGen

= NeuralGCM Ens
DDPM(ArchesWeather backbone)
FuXi
IFS ENS

‘ ArchesWeather-Mx4

GraphCast @

— - —
102 103
Training Budget (V100-days)
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Uma trajetoria de exemplo

850hPa Temperature Title

850hPa Wind
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850hPa Specific Humidity




Sementes diferentes - Q700

Seed 0 Q700 for a few seeds Seed 1




Diversidade dos membros do conjunto; prazo de 10 dias

Q700 for a few seeds

Seed 0




Estudo de caso: Lorenzo - Q700 - inicializacao em
25 Se'l- 7MN1Q

Conditioning Ground truth Deterministic Pred

el e

Specific Humidity (kg/kg)



ArchesClimate: emulacao de modelos climaticos com |A

Pipeline: ArchesWeatherGen modificado:
- Sem atencgdo 1D por coluna
- Inclusao das forgantes

Dados de treinamento: simula¢gdes de modelos
climaticos (IPSL DCPP)

Treinamento: prever um meés a frente

Desdobramentos feitos com uma amostra
por més. Essa saida volta ao modelo treinado e o
processo se repete.

Doutorado em andamento de Graham Clyne
Orientador principal: Anastase Charantonis

fo(Xe) + go(Xers — folX¢t))

Clyne et al., resultados preliminares apresentados na EGU 2025 e no Climate Informatics 2025



Variaveis de entrada e forcantes

sfc Wind <2 ——au -
tasmax —-t‘-‘i‘ > o
tasmin = 4 i
tas
evspsbl —= CFgélleq
theta0t2000 |
thetaot300
theta0t700

t20d

tos ‘{pf

~ Variaveis de estado: superficie, atmosfera Forcantes




net flux

" ArchesClimate
IPSL-DCPP

Desdobramentos decenc

101200 A

Pa

101000 o

degC

13 A

64 1

%

62

268 -1

266

wap 700 hPa

0.001 Ao

0.000 A

Pa s-1

—0.001 -

zg 700 hPa

2  }

2975 A1

2950 +

2925

1969 1970 1971 1972 1973 1974 1975 1976 1977 1978 1979
Year



Resultados
oreliminares
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Extrapolando cenarios de modelos climaticos

Global-mean surface mole fraction (ppm)
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Interpolacao e extrapolacao no espaco de cenarios de
modelos climaticos ¢yneetal

, em prepara¢éo

- Specific Humidity
- Air Temperature
- Eastward Wind

- Northward Near-Surface Wind - Northward Wind
- Eastward Near-Surface Wind - Geopotential
- Precipitation Height

- Near-surface air temperature

- Evaporation including sublimation

and transpiration

- Total positive downward flux

between ocean and atmosphere

- Sea level pressure - Ocean Temperature—
(to 150m depth)




Extrapolacao de
cenarios

Reproduzir os padroes
temporais do El Nifo-
Oscilacao Sul

Power Spectrum of Nino 3.4 Index (SSP 585)

e (o)) (@)
o o o
1

N
o
1

Power spectral density

ArchesClimate flow
IPSL

10°
Period (years)

101

Figure 9. Power spectra for El Nino 3.4 index for SSP5-8.5.

Clyne et al., em preparagdo




Parte Il: Métodos de IA:
aprendizado autossupervisionado




Aprendizado supervisionado

Dados pontos rotulados, encontrar uma boa regra de
classificacao.

Descreve os dados

Generaliza bem




Aprendizado nao supervisionado

O que da para fazer sem nenhum rotulo?
Aprendizado nao supervisionado

O
O @)
O
O o @) O
O O O
O O O



Aprendizado nao supervisionado

O que da para fazer sem nenhum rotulo?
Aprendizado nao supervisionado

Exemplo: agrupamento (clustering)



Aprender com dados “nao rotulados”

* Tarefas de aprendizado nao supervisionado
1. Agrupamento

N

Embedding (reducao de dimensionalidade, incluindo métodos nao lineares)
Interpolacao

E

s

Aprendizado de um modelo generativo

Ha abordagens de aprendizado profundo (AP) para todas essas
tarefas

Ha abordagens sem AP para todas essas tarefas

Ha abordagens de AP autossupervisionadas para todas essas tarefas




Aprendizado profundo nao supervisionado

e AP supervisionado. A perda de previsao € funcao do
rotulo y e da saida da rede para a entrada x.

Saida da rede Funcao de perda

fw(x) =9 L(y,y)

* AP nao supervisionado. A perda de previsao so depende
de x e da saida da rede para a entrada x. Nao ha rotulo .

Saida da rede Funcao de perda

fw(x) =2 L(z,x)



Abordagem autossupervisionada do aprendizado nao
supervisionado

Aprendizado autossupervisionado
Uma abordagem de ponta para o aprendizado (profundo) nao
supervisionado

Criar uma tarefa pretexto:

0 Criar uma tarefa de aprendizado supervisionado usando so os dados
disponiveis.

O Treinar um modelo nessa tarefa de modo que

Q as caracteristicas aprendidas (ou a posterior aprendida sobre um
ochacn Ae caractericticac) coinm 1iteic nara niitra tarefa (nacteriar)



Tarefa pretexto: exemplo

Exemplo classico de tarefa pretexto: o autoencoder

* Treinar uma rede neural de forma nao supervisionada
e Usar os dados nao rotulados como entrada e para avaliar a saida

* ApOs o treinamento, a camada de gargalo sera uma representacao compacta
da distribuicao de entrada

—> Encoder —>i—+ Decoder —>

Original
input

L(z,x)

Reconstructed
input

Compressed
representation



Aprendizado autossupervisionado

e Criar uma tarefa pretexto que faca aprender caracteristicas uteis.

Vision Pretext Tasks: Masked Prediction

e Denoising autoencoder (Vincent et al. 2008)
o Add noise = Randomly mask some pixels
o Only reconstruction loss

e Context autoencoder (Pathak et al. 2016)
o Mask a random region in the image
o Reconstruction loss + adversarial loss

Lilian Weng, Jong Wook Kim, tutorial NeurlIPS 2021



Aprendizado autossupervisionado

e Criar uma tarefa pretexto que faca aprender caracteristicas uteis.

Self-Prediction: Masked Generation

We mask a random portion of information and pretend it is missing, irrespective of the

natural sequence. The model learns to predict the missing portion given other
unmasked information.

Examples:
e Masked language modeling (BERT)

e |mages with masked patch (denoising autoencoder, context autoencoder,
colorization)

Lilian Weng, Jong Wook Kim, tutorial NeurlIPS 2021



Aprendizado autossupervisionado

e Criar uma tarefa pretexto que faca aprender caracteristicas uteis.

Self-Prediction

Self-prediction construct prediction tasks within every individual data sample: to
predict a part of the data from the rest while pretending we don't know that part.

» Predict any part of the input from any Time —
other part.
» Predict the from the past.

» Predict the future from the recent past. ’

» Predict the from the present. ’ ’

» Predict the from the bottom. ’ ’

» Predict the occluded from the visible !

» Pretend there is a part of the input you « Past Pt Future —
don’t know and predict that. L‘ Slide: LeCun

(Famous illustration from Yann LeCun)

Lilian Weng, Jong Wook Kim, tutorial NeurlIPS 2021



Aprendizado autossupervisionado:

AnranAdiZzaAdAA Pnn+r3c+|\lo
Maximize agreement

Zi = > ZJ
Tarefa pretexto:
o o) o
B —Repssmmin— T 1. Aumentar a entrada x duas VELEST ;
£0) £) 2. Aprender um mapea E)r)
minimizando uma funca da para
aprOX|mar
9(f(2:)), 9(f(;))
. | o L(z,x)
Figure 2. A simple framework for contrastive learning of visual
representations. Two separate data augmentation operators are
sampled from the same family of augmentations (t ~ 7 and 2N { ( ( ~ )) ( ( ~ ))}
t" ~ T) and applied to each data example to obtain two correlated L= g f L (2 y g f L J
views. A base encoder network f(-) and a projection head g(-) N
are trained to maximize agreement using a contrastive loss. After LT . — au gt (QIZ‘) . t ~ T

training is completed, we throw away the projection head g(-) and

use encoder f(-) and representation h for downstream tasks. SimCLR : [Chen et al., ICML 2020]



O aprendizado autossupervisionado pode superar o
supervisionado

x10*
¥Supervised % SimCLR (4x) |
< & ~.*SimCLR (2x) .
o eCPCv2-L
S 70F Asim MoCo (4x 5T
= *SIimCLR MG ¢ (4x)
Q oP|RL-c2x
< AMDIM 4t
- 65 b ¢ eMoCo (2x)
& QCPCVZ PIRL-ens.
O
= PIRL : 31
- eBigBiGAN
S 60 QMoCo
% A ndiz 2
£ eRotation i
o5 e|nstDisc 1
25 50 100 200 400 626 0 'Q N
Number of Parameters (Millions) S S S S S S

SImCLR : [Chen et al., ICML 2020]



Autossupervisionado para suas aplicacoes

A. Reconstruction in space (spatial interpolation)
Incomplete satellite data mesee————————)  |nterpolated field

Nadir altimeters (2013-01-05 + 5 days) SWOT altimeter (2013-01-05 & 5 days) Reference model SSH (2013-01-05)

Latitude (deg)

36
qA . e \ J.\
1 Altimeters

341\ Geosat2 » Envisat

e Jasoni e TOPEX/Poseidon
T T T v Y —T J -
296 298 300 302 304

-045 -0.15 0.15 0.45 0.75 1.05
SSH [m]

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Interpolacao espaco-temporal nao supervisionada

MUSTI: Multi-modal Unsupervised Spatio-Temporal Interpolation of satellite
ocean altimetry maps. [Archambault et al. VISAPP 2023]

—

to
Campos SSH de referéncia (nao
usados no treinamento) 4
\
\

(Dados SSH ao Iongo} ¥ 7 \ \
| | \

das trilhas dos satélite
Dados de treinamento Resultados

Campos SST de um
modelo fisico

\_ J




Autossupervisionado para suas aplicacoes

C. Reconstruction in scales (downscaling)
Low resolution field =————————) High resolution field

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Downscaling de simulacdes de modelos climaticos

As simulacdoes dos modelos climaticos
globais sao mais grossas (no espaco e
no tempo) do que o necessario para
varias tarefas de:

e Adaptacao a mudanca climatica

e Mitigacao da mudanca climatica

* Projecao de impactos de longo prazo

Abordagem: usar |IA generativa para
fazer o downscaling dos dados de
modelos climaticos para escalas
relevantes

Phenomenon time scale

100 years
10 years

1 year

1 month
1,000,000 s
1 week
100,000s

1 day

10,000s

1 hour

1,000s

100s
1 min
1s

0.01s

Clouds/
turbulence

; models :
. DNS turbulenice models
Mesoscale ' Synoptic Scale

Extratroﬁicafl
cyclones

Large eddy simulation

10%m 102m1m

100m 1 km

Phenomenon space scale

10 km 100 km 1000 km 10,000 km 40,000 km

Earth circumference

[Gettelman, et al., Science Advances, 2022]



Autossupervisionado para suas aplicacoes

B. Reconstruction in time (temporal interpolation)

Intermittent time series ) Completed series
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[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Exemplo: downscaling temporal (interpolacao)
de dados geoespaciais




Por que nao usar simplesmente os métodos de |A existentes?

e Aplicacdes de mudanca climatica envolvem dados geoespaciais que evoluem no
tempo

o Dados de observacao em grade global via assimilacao de dados
o Simulacdes de modelos fisicos (PNT, MCG, MCR)

e S3ao tensores de valores reais sobre latitude, longitude, tempo,
e possivelmente varias variaveis climatoldgicas

e Os algoritmos de visao computacional para “dados espaco-temporais” se baseiam

em propriedades de dados de video que nao se generalizam bem para dados
geoespaciais

o p.ex. profundidade, bordas e “objetos”

o vs. padroes efémeros em fluidos



STINT: interpolacao temporal autossupervisionada

SuperSloMo STint Ground Truth

O estado da arte em visdao computacional )
para interpolacao temporal de video usa
fluxo optico.

Isso é problematico em dados geoespaciais.




LimitacOes de trabalhos anteriores: interpolacao bicubica

Quadro de Quadro de
referéncia referéncia

ERAS

Bicubic

Figura. Interpolagdo bictibica temporal de campos de irradiancia
solar ERAS



Interpolacao de video em visao
computacional

60 FPS

120 FPS




Fluxo optico

«  Fluxo optico: campo de movimento pixel a pixel entre duas

imagens (p. ex. quadros de video).

«  Codifica a projecao 2D “percebida” do movimento fisico dos

pontos em relacao ao observador.

50

100

150 R A

200 S

300

350

I(x+AXx, y+Ay, t+At)

I(x,y,t)
(4
(%Y)  gozdy)
Placepme
lr
time =t

time = t+ At

(x+AX, y+Ay)

400 500 600

(fonte: Nvidia OF SDK)



Fluxo optico

, HEES e
ﬁ g:z ;
, ol

g

Premissas:
- Pequeno deslocamento (At).

- Nenhuma/pouca mudanca na luz
refletida.

- Nenhuma/pouca mudanca de escala.

« Sem oclusao ou desoclusao.

Nao se aplica a dados geoespaciais!
- Sem nogao de objetos ou profundidade.

- Entidades podem se formar /deformar
arbitrariamente.

- Resolugao temporal muito mais grossa. Temperatura horaria NOAA GFS



Objetivo: melhorar a resolucao temporal

A tarefa € a interpolacao temporal

Mas nao temos dados horarios para treinar

sao necessarias técnicas nao supervisionadas (autossupervisionadas).

CMIP6-IPSL

Trihoraria

Horaria



Autossupervisionado em resumo

Self-supervised Pretext Task Training
Unlabeled Dataset

Usar tarefas pretexto /substitutas de forma
supervisionada.

« Rotulos gerados automaticamente.

—n
S
=

|
N
—n
S
&

|
=>

Knowledge Transfer

L ( > ) E ( “ ) Supervised Downstream Task Training
: | ! Labeled Dataset

Aprendizado Aprendizado

Tarefp pestesionisecuperagao, classifieaggpervisionad
supervisionada ou semissupervisionada etc.0 .
Task



Uma tarefa pretexto para interpolacao
temporal

STINT: interpolacao temporal autossupervisionada para dados geoespaciais

[Harilal, Hodge, Subramanian, & Monteleoni, Climate Informatics 2026]

1T =0 T =1
Q f (1o, I1) /©\ (11, I)
T
T =0.5 T =1.5




Uma tarefa pretexto para interpolacao
temporal

STINT: interpolacao temporal autossupervisionada para dados geoespaciais

[Harilal, Hodge, Subramanian, & Monteleoni, Climate Informatics 2026]

"= () T — 1 'C(jj?x) T —9
Q [07[1 /©\ f([17]2) Q
N l

O||<_
~
VR
=
S
~
—_
(@)
N——"



Uma tarefa pretexto para interpolacao
temporal

:ZL(T,,;,T}) T = f(f(Tiz1,T3), f(T3, Tign))

1T =0 T —
10,[1 ~=3

N\
/

Q IQ\,
\

\ ,/




=Siemdy = [T T, f(T Tin)

cycle- cons1stency
loss

Espaco dos dados Espaco das
de entrada previsoes



STINT: interpolacao temporal autossupervisionada

T:

R [ ,1\ -----
| |
5 M 1)
i T=% T=1
ooy @ Q :
_____________________ '1 1
M(Ig(;], I H%)

Cycle-consistency 1

A‘ Cycle-consistency 2




STINT: interpolacao temporal autossupervisionada

S e e L B e e — |
- —@)— STint
36 - -E} SuperSloMo ]
- Geospatial data /EI :
2 5
% [
< 30|
S
28 |
26 | .
4 | L ) ] ] ] ] ] | L ) ) ]
IPSL SEN12MS ERAS5 UCF101
(3-hourly) (2-hourly) (1-hourly) (25-FPS)

Temporal Frequency

ERAS Solar
SMSE_ () PSNR(1) SSIM (1)
Baseline 0.3086 25.238 0.623
SuperSloMo 0.0907 30.157 0.733
Proposed 0.0561 32.731 0.792
IPSL Wind
Baseline 0.6206 24.097 0.619
SuperSloMo 0.4150 29.713 0.681
Proposed 0.2904 31.167 0.713
CARRA Temperature
Baseline 0.5319 27.832 0.667
SuperSloMo 0.1604 30.276 0.724
Proposed 0.0975 31.908 0.775




STint ERAS

Bicubic

Quadro de Quadro de
referéncia

Quadros intermediarios referéncia

Figura. Modelo treinado em campos de irradidncia solar ERAS e interpolagao (3
quadros nao vistos) entre Oh e 8h.

ulo
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Figura. Resultados de interpolacgao temporal em diferentes conjuntos de
dados geoespaciais.



Autoencoder: os parametros das redes codificadora e
decodificadora sao treinados para que a saida se
aproxime da entrada. Apds treinar com muitos exemplos,
Sl os parametros da camada de gargalo formam uma
representacao compacta da distribuicao de entrada.

Saida




Autoencoder variacional (VAE)

Aprender uma distribuicao sobre representacoes latentes, em vez de uma Unica codificacao

encode sampling decode



Aprendendo um autoencoder variacional (VAE)

* O codificador é uma distribuicao, g, que leva o espac¢o de dados ao espaco latente

— Definido pelos pesos da rede 6:
qo(z|x)

* O decodificador é uma distribuicao, p, que leva o espaco latente ao espaco de dados
— Definido pelos pesos da rede ¢:

e Ajustar os pesos 6 e ¢ minimizando:

pe(z|2)

nos dados de treinamento penaliza a distancia de uma priori simples

s ttog ps{ e S K L) Orvanac'or’ap (2))

Erro de reconstrugao Termo de regularizagao:




Exemplo: VAE para deteccao
semissupervisionada de anomalias aplicada a
deteccao de avalanches



Deteccao de avalanches
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Fonte da imagem: https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html



https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html
https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html
https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html

——

&V‘ = % . F
itos de avalanche com VAE em imagens Sentinel-1

Deteccao de depos

[—%Uﬁrvamna*, Sopnie Gifrard-roisin®, Fatima Karbou, Michael Deschatres,
» Karac Nicolas Fckert Cécile Coléou, Claire Monteleoni
Variational autoencoder anomaly-detection of avalanche deposits in satellite SAR imagery. Proc.
10th International Conference on Climate Informatics (Cl) 2020

*Coautoria principal (ﬂ

METEO
FRANCE




Mortes por avalanche por ano de avalanche

Avalanche Fatalities by Avalanche Year (EUA)
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5 year moving average of fatalities

Fonte da imagem: https://avalanche.state.co.us/accidents/statistics-and-reporting/



https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/

Impactos da mudanca climatica

Fonte da imagem: https:
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Desafios para o aprendizado de maquina

o Forte desbalanceamento de classes

> Avalanches sao eventos raros

« Dados de referéncia rotulados dificeis de obter
> Acessibilidade do terreno

> Condicdoes meteorologicas
> Perigo de avalanches



O problema da deteccao de avalanches
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Nossa abordagem

@ Tratar uma avalanche como evento raro, ou anomalia

@ Treinar um autoencoder variacional (VAE) com os
exemplos negativos

® Aplicar um limiar ao erro de reconstrucao do VAE para
classificar uma nova imagem

e Quando ha poucos dados rotulados, o VAE pode ser
treinado sem supervisao!



VAE treinado com exemplos
negativos

Pre-processed SAR

+ Slope + Angle mean vector
Sentinel-1 I-l sampled
latent
64x64x4
& 64><64><4 vector
> —
> .
Label Images  Only negatwe / Reconstructed

samples Input

)

std dev vector



VAE treinado com TODOS os exemplos

mean vector
p sampled
|latent
64x64x4 / \ vector
—> —
— YA —
— —
—> — :
All Images / Reconstructed
(unlabeled) \ - Input

std dev vector



64x64x4
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Ajuste do limiar para detec¢cao de anomalias
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Método de referenua I|m|ar|zagao
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[Karbou et al., International Snow Science Workshop 2018 & EGU 2018]



Avaliacao

Um dos macicos mais suscetiveis (dos
18 de “Todos os Alpes”)

All Alps Haute Maurienne
Balanced Accuracy F1-score Balanced Accuracy F1-score
Baseline 0.58 0.05 0.58 0.12
Supervised - CNN 0.53 0.10 0.53 0.12
Semi-supervised - VAE 0.59 0.1 0.6 0.23
Unsupervised - VAE 0.69 0.14 0.68 0.26

Meétodo de referéncia da literatura de deteccao de avalanches: limiarizacao [Karbou et al.,

ISSW 2018]

Método de referéncia em aprendizado supervisionado: rede neural convolucional (CNN)
treinada com conjunto balanceado artificialmente [Sinha et al., Climate Informatics 2019]




Avaliacao

Curvas ROC para a regiao de Haute-Maurienne

Receiver operating characteristic curve (ROC)

1.0 1
0.8 1
Method AUCROC | .
Supervised - CNN 70.7 :
Semi-supervised - VAE 633 S o0s.
Unsupervised - VAE 75 -
0.2 1 mmm Unsupervised-VAE
s Semi-supervised-VAE
mmm Supervised-CNN
0.0

0.0 0.2 0.4 0.6 0.8 1.0
False Positive Rate



Resumo

e Propusemos uma abordagem semissupervisionada para
detectar eventos raros quando os dados rotulados sao
limitados

o Este pipeline semissupervisionado depende muito do aprendizado
nao supervisionado

e Pode ser visto como uma forma de sensor virtual



Parte Ill: Métodos de IA:
A generativa




|JA generativa: uma distincao

- Vocés provavelmente estao acostumados com o termo “|A generativa” referindo-se a grandes chatbots
e agentes comerciais como ChatGPT, Gemini ou Claude.

- Nesses sistemas, os modelos de |IA generativa foram treinados com videos e textos coletados da internet

. Mas essa ndo é a UNICA definicdo nem o Unico uso da IA generativa!
- NOs podemos treinar modelos de IA generativa do zero para os nossos problemas

- Para problemas de clima e tempo, NAO vamos treinar com texto e video, mas com os dados relevantes, p. ex.
campos de valores reais medidos em diferentes latitudes, longitudes, momentos e talvez alturas na atmosfera
ou profundidades no oceano, como:

* Temperatura

* Radiacdo solar

e Umidade

- Hoje vamos conhecer os tipos de modelos generativos que vocés poderao treinar para seus proprios
problemas



qo

Fluxos normalizadores - qam' ]

r K=101
',

‘ 4
s ’ o~ ' “ v
NN n *
[Rezende & Mohamed, ICML 2015] - - -\ ’ ~ . -

Podem ser vistos como extensao do VAE além da hipotese gaussiana no espaco latente

Aprender uma série de transformacoes inversiveis, {f;}, a partir de uma priori simples
no espaco latente Z, para obter distribuicoes mais informativas no espaco latente:

2k = fro fk—10---0 fi(20)

cex I




Fluxos normalizadores: aplicacao ao downscaling espacial

[Groenke, Madaus, & Monteleoni, Climate Informatics 2020]

ERA: dados de reandlise, resolucio de 1°; WRF: previsao de modelo meteorolégico numérico,

ERA-I, max temperature

=]
@
n
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ERA-I, precipitation WRF-8, precipitation
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[Gettelman et al., Science Advances, 2022] Phenomenon space scale Earth circumference



Downscaling como alinhamento de dominios

* Tarefa de alinhamento de dominios: dadas variaveis aleatodrias X, Y, aprender um
mapeamento f: X Y tal que, paratodox; Xey; Y,
ee

—1
f(zi) ~ Py [~ (yi) ~ Px
* Downscaling como alinhamento de dominios
* Dadas amostras i.i.d. em baixa resolucao (X) e alta resolucao (Y)

* Aprender a densidade conjunta de X e Y supondo independéncia condicional
por um espaco latente compartilhado Z,

Pxy(z,y) =/

Pavz(e.y.2)ds = [ Plal2)P(yl2)Po(e)d:
AYA

zZEL

* ModelarP(z|z), P(y|z) com AlignFlow [Grover et al. 2020]
* Partindo de uma priori simples sobre P,, aprender fluxos normalizadores
* N3o é preciso parear exemplos x e y!



Arquitetura do ClimAlign

fx:ZoX

X

— Input to next ;
layer '
Input Squeeze x K P xL
(Low resolution, upsampled)

Latent

e —— . ﬁ

Reshape/Concat x L

Parametros da rede a aprender: @, 9 :
fé : X H Z Latent variables
gw . Y < Z ~ Pz

\_

[_-_-5‘?5.[“'3‘9‘?@92"""“'-

Y

°
Latent variables
Input Squeeze xL
°
(High resolution)

Input to next 5
layer :

A arquitetura segue o AlignFlow
[Grover et al., 2020]

Fluxo normalizador: Glow [Kingma
& Dhariwal, 2018]



Comparacao com referéncias supervisionadas

Temperatura maxima diaria

Region Method RMSE Bias Corr
BCSD 1.51 £ 0.15  -0.02 £ 0.21  0.93 £ 0.05
SE-US BMD-CNN 1.30 + 0.12 0.03 + 0.13 0.90 £+ 0.05
ClimAlign (ours) | 1.56 & 0.13 -0.005 + 0.22 0.87 £ 0.06
A o ... BCSD 1.54 +0.23 0.01 £ 0.10 0.95 £+ 0.03
Precipifacdp diaridip.cnn | 1.25 £ 014 -0.06 + 0.05  0.93 + 0.02
ClimAlign (ours) | 1.58 + (.18 0.03 £+ 0.15 0.89 4+ 0.04

Region Method RMSE Bias Corr
BCSD 27.32 + 5.0 0.95 + 1.4 0.39 + 0.07
SE-US BMD-CNN 14.11 + 2,18 -0.23 £ 047 0.50 £+ 0.10
ClimAlign (ours) | 18.40 +2.64 0.08 + 0.86 0.42 £+ 0.07
BCSD 8.90 + 2.30 0.41 4+ 0.26 0.61 + 0.06
P-NW BMD-CNN 5.77 £ 0.72 -0.18 £ 0.61 0.70 £ 0.03
ClimAlign (ours) | 7.33 £+ 0.69 0.54 £ 0.54 0.67 £ 0.03




ClimAlign: downscaling generativo nao supervisionado

. od g
) -.'
. . 24.50
. B 21.78
€
19.06 £
1634 ¢
=
13618
10.89 S
o
817 &
S
w - 545 3
b=
272
-0.00

Técnica geral de downscaling por alinhamento de dominios com fluxos

normalizadores [AlignFlow: Grover et al., AAAI 2020][Glow: Kingma & Dhariwal,
NeurlPS 2018]

* Nao supervisionado: nao precisa de mapas pareados em baixa e alta resolucao

* Generativo: pode amostrar a posterior sobre a representacao latente OU amostrar
condicionado a um mapa de baixa (ou alta!) resolucao

* Interpretavel, p. ex. por interpolacao



Modelos generativos baseados em fluxos
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Treinamento por difusao: aprender a gerar imagens realistas a partir de ruido aleatorio

Treinamento do modelo de difusao

1. Criar uma tarefa pretexto a partir de dados de treinamento nao rotulados: para cada ponto de

treinamento x,, criar uma sequéncia de imagens sintéticas adicionando ruido gaussiano a imagem anterior,
até chegar a uma imagem indistinguivel de ruido gaussiano.

2. Fazer entdo aprendizado “supervisionado” sobre os pares (x.1, X;) para aprender pg(xi1 | %)
Inferéncia, ou seja, como gerar amostras parecidas com os dados de treinamento
1. Amostrar x; aleatoriamente (gaussiano).

2. Amostrar T vezes de pg, condicionando a cada vez na amostra anterior



r

Modelos generativos baseados em fluxos

Modelo generativo baseado em fluxos: aprende um transporte (com uma rede neural) de uma distribuicao facil
de amostrar (p. ex. ruido gaussiano) até a distribuicdo dos dados.

Step 1 Step 2 Step 3 Step 4 Step 5 Step 6 Step 7 Step 8

Difusao: um “removedor de ruido” inverte um processo de ruido estocastico, retirando ruido aos poucos —
trajetoria de EDE

Flow matching [Lipman et al., 2023]: aprende um fluxo deterministico ruido - dados — trajetoria de EDO

RlM+—//D;OS

Crédito do slide: Julie Keisler (INRIA) Ceeia—




Flow matching vs. difusao

Intuicao: criar caminhos mais retos entre amostras de dados e amostras de

ruido:
)

P

Diffusion

Resultados: caminhos mais retos nos fluxos de probabilidade, que permitem
amostrar em menos passos de difusao ganhos de velocidade

Generalidade: o flow matching pode ligar duas distribuicoes quaisquer (ou
interpolantes estocasticos), ao contrario da difusao




Flow Matching

AN

(a) Data. (b) Path design. (c) Training. (d) Sampling.

Figure2 The Flow Matching blueprint. (a) The goal is to find a flow mapping samples Xy from a known source or noise
distribution g into samples X; from an unknown target or data distribution ¢. (b) To do so, design a time-continuous
probability path (p:)o<t<1 interpolating between p := py and q := p1. (c¢) During training, use regression to estimate
the velocity field u; known to generate p;. (d) To draw a novel target sample X; ~ ¢, integrate the estimated velocity
field u{ (X;) from t = 0 to t = 1, where X ~ p is a novel source sample.

Lipman et al. (2024) Flow Matching Guide and Code



Latitude

Por que usar |A generativa em clima e tempo?

Modelos de AM deterministicos costumam otimizar o desempenho médio
Treinados para minimizar uma perda média, p. ex. a RMSE

=» Saidas de modelo borradas e nao fisicas (p. ex. imagens, campos,
trajetorias de tempestades)

Saidas do modelo de AM, amostradas apdés o treinamento
0 mesmo backbone, de forma generativa

Groundtruth observation Saidadomodelo de AM
GMI GPM
6t = 0 min GMI GPM

-11.93

-16.37

-20.77

-25.11

-29.48 4

Longitude



Por que usar |A generativa em clima e tempo?

Para muitos problemas de clima, tempo e geociéncias
* Previsao do tempo, emulacao do clima, geracao de cenarios
* Estimativa de extremos ou eventos raros, quantis
* Downscaling para escalas locais no tempo ou no espaco
* Quantificacao de risco

A IA generativa traz beneficios Amostras de um modelo generativo
* Mais realismo fisico GMI GPM (1) GMI GPM (2)

.

* Mais precisao nas altas frequéncias

e Conjuntos probabilisticos
* Quantificacdo da incerteza

* Informacado rica e realista para os gestores
* Geracao de dados sintéticos



|A generativa para:

v’ Previsdo probabilistica
* ArchesWeatherGen: previsao do tempo eficiente treinada a 1,5°

* ArchesClimate: emulacao, interpolacao e extrapolacao do clima decenal

. Fusdo de dados com alinhamento probabilistico de dominios
* MotifGen: um modelo generativo, multifonte e autossupervisionado para aprender
com dados geoespaciais

1 Alinhamento de dominios probabilistico e downscaling

e ClimAlign: downscaling generativo nao pareado com alinhamento de dominios

e SerpentFlow: alinhamento de dominios generativo nao pareado por decomposicao
em estrutura compartilhada (com aplicacao ao downscaling)




Desafios de aprender com dados de varias fontes

Pléiades Neo

Q 30 cm
Swath: 14 km

Spectral bands:
R, G, B, Deep Blue, Red
Edge, NIR, Panchromatic

Revisit capacity:
Daily, anywhere

Daily acquisition capacity:
1,000,000 km?

Pléiades

50 cm
Swath: 20 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:
Daily, anywhere

Daily acquisition capacity:

700,000 km?

Vision-1

Q 87 cm
Swath: 20.8 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:

Daily to 8 days, anywhere
depending on latitude and
partner satellites

Daily acquisition capacity:
20,000 km?

SPOT

B15m
Swath: 60 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:
Up to daily, anywhere

Daily acquisition capacity:

3,000,000 km?

Radar constellation

&3 From 25 cm to 40 m
Swath: 270 km

Imaging modes:
Spotlight, StripMap, ScanSAR

Revisit capacity:
Daily for most latitudes

Daily acquisition capacity:
Up to 5,400,000 km?
(Wide ScanSAR Mode)



|A para fusao de dados de varias fontes (desalinhados)

[Dauvilliers & Monteleoni, Environmental Data Science, 2025]

Tradicionalmente: so treinar Nosso modelo de IA (MOTIF) consegue aprender

modelos com dados com todas as fontes de dados, mesmo dados
colocalizados desalinhados no tempo e no espaco
—71 t0 \
Fonte 1
Fonte 11 t1 S
Fonte 2 >
Janela
Fonte 3 B de
— S3 t
Fonte 2 t3 empe
t2
—r t0 + dt /

Tempo



Uma arquitetura multifonte para fusao de dados geoespaciais

AM fundamental multimodal
e Embutir valores (p. ex. texto,
imagens)
e Condicionamento (“cachorro ou
gato”)

NModelo DiT (2022)

Aprendizado de representagoes
geoespaciais
e Embutir localizagoes
e Treinamento autossupervisionado em
larga escala

SatCLIP (2025), AlphaEarth (2025)

N

MOTIF: Transformer multifonte com atencdo fatorada
e Embutir separadamente valores e coordenadas
e Condicionar as caracteristicas da fonte
e Pré-treinamento autossupervisionado

[Dauvilliers & Monteleoni, Environmental Data Science, 2025]




Pipeline de treinamento

(

\_

Embutir separadamente:

» valores,
 coordenadas,

» caracteristicas da fonte

~

J

Fontes de

w@ntrada
V1,C1,81 s VEK,CK,SK

. .

Separately embed pixels, coords
and characteristics

== /O . = /O ===
) == N =) =
[ s [ e s BN R s [ — |
[ R — = /—— ==
[ R — [ P —

R v

Backbone

zea—
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Embedding posicional relativo

 Embedding posicional relativo usual nos Transformers (Shaw et al., 2018)

Softmax(QK" + QposKjos)
Vour = \/d

* Aqui, as coordenadas espaco-temporais sao usadas no embedding posicional:

~ Softmax(QVKg + QCKCT) ~
Vout = \/'a in

Valores (b. ex. CooFdenadas espaco-
pixels) temporais

153



Pipeline de treinamento

(

» valores,
 coordenadas,

.

Embutir separadamente:

~

» caracteristicas da fonte

J

Fontes de

w@htrada

Separately embed pixels, coords
and characteristics

| e Y w— s R N )

R

v1,Cy, 81

.

VK,CK,SK

x( (target)

0, €0, S0

!

Noise the pixels
(linear interpolation)

vy =rvog+ (1 —1)e

Backbone

@... @

Conditional Flow Matching loss <

Decoders

Llug,rur) = [lug, —urll”

(

Tarefa de \
treinamento
autossupervisio
nado:

reconstruir uma
fonte

\mascarada )

(. h

Versao
generativa
treinada
com flow

matching

\_ J

[Dauvilliers & Monteleoni, Climate Informatics 2026]
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r.. . . .
Aplicacao a ciclones tropicais

A constelacao GPM GMI

(instrumento de

GPM Constellation _ 7 referéncia)

2026
,—fk‘}_

Suomi NPP
NOAA/NASA

s

Metop-B,C
EUMETSAT/ESA

= D4 para fazer interpolacao espaco-temporal
de imagens GMI?

Ao
gpm.nasa.gov

A constelacdo GPM, NASA

A constela¢cdo GPM cobre a Terra, NASA's
Scientific Visualization Studio

156
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Conjunto de dados

TC-PRIMED (Razin et al. 2023)
= ~3 mil tempestades, de 1987 a 2024, todas as bacias
» 2005-07-14-21-23 para validacao, 2006-08-15-22-24 para teste

= 11 sensores de micro-ondas
=« Observacoes no infravermelho

Janelas de interpolacao de 6 horas

leeia—~

157
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Resultados: capta melhor a estrutura fina que o modelo deterministico

Input sources Groundtruth observation
Infrared SSMIS F18 GMI GPM
6t =-13 min 6t =-13 min 6t = 0 min
16.30 : - 37.52 17.08
20.36 — 33.21 o 21.72
©
24.35 - 28.80 § 26.45
(8]
28.21 24.49 -1 31.03
31.94 20.07 35.68
A Q © ™ Q
9  ° Y g
. /)) /\. . Q,. l)).
NZ RN AASIR RN N
| ongitude
Deterministic Generativo

GMI GPM GMI GPM (1) GMI GPM (2) GMI GPM (3)

Creeia— 158
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Pipelines de treinamento comparados para a versao generativa

B Treinamento supervisionado

Sensores nao GMI

B Treinamento autossupervisforady amostras

Modelo

v

Qualquer senso

B Autossupervisionado + infravermelho
= ~48 mil amostras

GMI

e B

Maximiza os
dados de
treinamento
disponiveis

Qualquer sensor
+ Infravermel

= ~44 mil amostras

Qualquer
ensor

— e

Usa mais
modalidades de
entrada

Qualquer
ensor

159



Tarefas de treinamento

Supervised strategy Self-supervised strategy
Reference
instrument
(GMI) One source randomly selected
input input target input as target, others are input
S1 59 Ss Sy |

t3 — At Sample 1

tg — At Sample 2

leeia—~ 160



Input sources Supervised Microwave

SSMIS F19 only
At = -18 min GMI GPM (1) GMI GPM (2) GMI GPM (3) Temperature (K)

K 4

-13.8

- 250

- 200

- 150

Self-supervised
Microwave only

Ml GPM (1 Ml GPM (2
GMI GPM (1) GMI GPM (2) Groundtruth observation

GMI GPM
At = 0 min

-13.2

[}

RSN N Self-supervised E

" =SS(I\)/I2I§1 2;6min Microwave+Infrared ©
— - GMI GPM (1) GMI GPM (2) GMI GPM (3)

-23.5

Longitude

zla—
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Input sources Supervised Microwave
SSMIS F19 only

_At=-18min GMI GPM (1) GMI GPM (2) GMI GPM (3 Temperature (K)

= .

; - 250
22,5 f 4
- 200
=180
Supervisionado, Autossupervisionado, Autossupervisionado, forénci
sO micro-ondas sO micro-ondas micro-ondas + infravermelho Referencia

-23.5

Longitude

za—~ 162
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Versao generativa: ablacoes

Vp)]

(ol

oC Média = 4,08
o 41

Média = 3,54

Média = 3,26

|
Supervised
Microwave only

Self-supervised Self-supervised
Microwave only

Microwave+Infrared
Model




-

Resultados
Model Training strategy Input sources CRPS RMSE MAE MAPE (%)
type

L . 9.32 5.15 2.26

Deterministic Self-supervised MW+IR 9.19, 9.45] [5.07, 5.22] [2.22, 2.30]
. 4.08 10.92 6.29 2.79

Ellgt"zhing Sl_lilr?ﬁgvéséegase MW-only 14 02, 4.14] [10.77, 11.07] [6.19, 6.38] [2.73, 2.84]
. 3.54 9.72 5.31 2.34

Ellst“c’hing oelirAupeviSed MWronly 13 49, 3.60] [9.58, 9.85] [5.23, 5.39] [2.30, 2.39)]
. 3.26 9.01 4.76 2.09

il;)t"z hing B RIpERyacd MWHIR 1321, 3.31] [8.89, 9.13] [4.69, 4.83] [2.05, 2.13]

Os colchetes indicam intervalos de confianca de 95%




Escore de probabilidade ranqueada continua
(CRPS)

CRPS(F, x) = —/

0

(F(y) — 1{y > x})*dy

e Outra formulacao evita calcular esta integral

e O CRPS pode ser comparado diretamente ao MAE de uma previsao
deterministica

e O Energy Score é a extensao multivariada do CRPS

Leituras complementares sobre estas e outras medidas de avaliacao de previsoes
probabilisticas:

Raftery & Gneiting (2007) Strictly Proper Scoring Rules, Prediction, and Estimation. JASA
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|A generativa para:

v’ Previsdo probabilistica
* ArchesWeatherGen: previsao do tempo eficiente treinada a 1,5°

* ArchesClimate: emulacao, interpolacao e extrapolacao do clima decenal

v’ Fusdo de dados com alinhamento probabilistico de dominios
* MotifGen: um modelo generativo, multifonte e autossupervisionado para aprender
com dados geoespaciais

1 Alinhamento de dominios probabilistico e downscaling

e ClimAlign: downscaling generativo nao pareado com alinhamento de dominios

e SerpentFlow: alinhamento de dominios generativo nao pareado por decomposicao
em estrutura compartilhada (com aplicacao ao downscaling)
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[Gettelman et al., Science Advances, 2022] Phenomenon space scale Earth circumference
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Downscaling nao supervisionado de modelos
climaticos por alinhamento de dominios:
aplicagcdo a campos de vento.

Julie Keisler, Boutheina Oueslati,
Anastase Charantonis, Yannig Goude,
Claire Monteleoni

Anais do Climate Informatics 2026
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Downscaling de modelos climaticos

Resolugao espacial grossa: os MCGs operam a ~100 km ou mais e deixam de

fora processos locais essenciais

Representacao limitada: feicdes de escala fina, como efeitos

topograficos e contrastes terra-mar, sao mal captadas MCG ACCESS-ESM1 sobre a Franga em
5 dias

\,; Vieses sistematicos: as saidas dos MCGs se desviam
u bastante dos padrdes climaticos observados

Estudos de impacto locais comprometidos: as saidas

diretas dos MCGs nao bastam para avaliar os padroes

futuros de vento no planejamento energético ERAS sobre a Franca em 5 dias

lrezia—~
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Downscaling como alinhamento de dominios nao pareado

Pareado N3ao pareado

S

* MCG: trajetorias fisicamente plausiveis
» Reanalises: a sequéncia meteorologica historica real > MCG e reanadlise ndao sao pareados
* Downscaling = alinhamento de distribuigdes: mapear as saidas do MCG na distribuicao da

reanalise




Limitacoes dos métodos estatisticos tradicionais

Métodos baseados em distribuicoes

* Quantile mapping, CDF-t (Michelangeli et al. 2009), correcao das distribuicdes marginais

Métodos multivariados (transporte 6timo)
 R2D2 (Mehrotra & Sharma 2020), dOTC (Robin et al. 2019)

Maldicao da dimensionalidade: os métodos tradicionais nao conseguem modelar

todas as interacdes em jogo

— Métodos baseados em IA /

aprendizado profundo




IA generativa para downscaling

Vantagens
* Aprende a distribuicao conjunta completa dos
campos de alta resolucao
* Gera varias realizagOes

Desafios
 Dados n3o pareados — sem verdade de referéncia £
* Métodos implicitos podem se afastar do sinal do M

= projecoes pouco confiaveis

(ClimAlign/Groenke et al. 2020, pontes de difusdo/Bischoff & Deck 2024)

n Wind Speed (m/s)

—0.2 1

ERAS5

—— Diffusion Bridge

ClimAlign

2002

2005

2008

2011 2014 2017 2020
Year




SerpentFlow: introduzindo pseudopares

SerpentFlow

SerpentFlow é um método generativo baseado em IA para alinhamento de dominios nao pareado por

decomposicao em estrutura compartilhada
Wind Speed

Velocidade média do
vento do MCG

Wind Speed Wind Speed

Separar as
frequéncias
espaciais altas
das baixas

&zua.,-



SerpentFlow: introduzindo pseudopares

SerpentFlow

SerpentFlow é um método generativo baseado em IA para alinhamento de dominios nao pareado por

decomposicao em estrutura compartilhada
Wind Speed Wind Speed

Velocidade média do

Velocidade média do vento do ERA5

vento do MCG

Wind Speed Wind Speed Wind Speed Wind Speed

Separar as
frequéncias
espaciais altas
das baixas

Separar as
frequéncias
espaciais altas
das baixas

&zua.,-



SerpentFlow: introduzindo pseudopares

SerpentFlow

SerpentFlow é um método generativo baseado em IA para alinhamento de dominios nao pareado por

decomposicao em estrutura compartilhada
Wind Speed Wind Speed

Velocidade média do

Velocidade média do vento do ERA5

vento do MCG

Baixas frequéncias espaciais

F____________\

Wind Speed Wind Speed Wind Speed Wind Speed

Separar as
frequéncias
espaciais altas
das baixas

Separar as
frequéncias
espaciais altas
das baixas

Y S S S S IS IS S B B B e e
Estrutura compartilhada (distribui¢cdao): nao se
distinguem os dados do MCG dos do ERA5




SerpentFlow: introduzindo pseudopares

SerpentFlow

SerpentFlow é um método generativo baseado em IA para alinhamento de dominios nao pareado por

decomposicao em estrutura compartilhada
Wind Speed Wind Speed

Velocidade média do

Velocidade média do vento do ERA5

vento do MCG

Baixas frequéncias espaciais

F____________\

Wind Speed Wind Speed Wind Speed Wind Speed

Separar as
frequéncias
espaciais altas
das baixas

Separar as
frequéncias
espaciais altas
das baixas

Altas frequéncias Altas frequéncias

espaciais: Estrutura compartilhada (distribui¢cdao): nao se espaciais:
especificas de distinguem os dados do MCG dos do ERA5 especificas de

cayua UUIIIIIIIU cauJua UUIIIIIIIU

lrezia—~



Encontrar automaticamente a frequéncia de corte

SerpentFlow

Wind Speed Wind Speed

- Dados BR
— Classificador —  LUAR?
Filtro passa- Filtro passa-
baixa(AR) com baixa(BR) com K /
frequéncia de frequéncia de
corte w corte w

* Parar de reduzir a frequéncia de corte quando a acuracia <= 60%
* Frequéncia muitas vezes encontrada ~= resolugao efetiva do MCG
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Pipeline do SerpentFlow

Treinamento

u

Max wind speed Max wind speed Max wind speed

Filtro passa-baixa, com
frequéncia de corte

Wind Speed Wind Speed

Wind Speed

Adicionar ruido nas

altas frequincias

wC
—

Referéncia (obs./reanalise)

fo

Treinar a . Max wind speed Y
abordagem WindiSpeed
generativa _

Referéncia (obs./reanalise)
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Pipeline do SerpentFlow

Treinamento

u

Max wind speed Max wind speed

Filtro passa-baixa, com

A Wind Speed
frequéncia de corte

Wind Speed
>

Adicionar ruido nas

altas frequincias

W

Referéncia (obs./reanalise)

Inferéncia

Max wind speed

Max wind speed

Filtro passa-baixa,
com frequéncia de
corte

We

—

Wind Speed

Wind Speed

Adicionar ruido nas

altas freqqéncias

MCG interpolado

u

Max wind speed

Wind Speed

Ty

u

o= =

Max wind speed

[ e = =

Wind Speed

Inferéncia com

SerpentFlow

u

Treinar a . Max wind speed y
abordagem WindiSpeed
generativa v ‘

fo

Referéncia (obs./reanalise)

Max wind speed

Wind Speed

MCG apés downscaling
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Pipeline do SerpentFlow

Treinamento Distribuicao conjunta

F_________________H

I - :

u u

I Max wind speed Max wind speed
Filtro psi\sse.a—balxa, com Wind Speed . Wind Speed '
frequéncia de cort T3
Adicionar ruido nas |
W, | altas frequ ncias [ ;

u

u

Max wind speed

Wind Speed
>

Ty

Referéncia (obs./reanalise)

Inferéncia

o= =

Max wind speed

[ e = =

Wind Speed

Max wind speed

Max wind speed

Filtro passa-baixa,
com frequéncia de
corte

We

—

Wind Speed

Wind Speed

Adicionar ruido nas

altas freqqéncias

- =" ]

MCG interpolado

u

Treinar a . Max wind speed y
abordagem WindiSpeed
generativa v ‘

fo

Referéncia (obs./reanalise)

Max wind speed

Inferéncia com Wind Speed

fo
>

MCG apés downscaling
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Aproximamos a distribuicao do ERA5?

ERA5 Dual FM

T

Principais achados
* Os métodos de AP superam CDF-t e R2D2 na estrutura espacial.
e SF 1200 km (1 membro): melhor aproximagao da distribuicao do ERA5
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Aproximamos a distribuicao do ERA5?

ERA5 GCM CDF-t R2D2 Dual FM

T

Principais achados
* Os métodos de AP superam CDF-t e R2D2 na estrutura espacial.
e SF 1200 km (1 membro): melhor aproximagao da distribuicao do ERA5
» frequéncia de corte mais alta — afastamento da distribuicao do ERAS.




Estamos seguindo o sinal dado pelo MCG?

CDF-t R2D2 Dual FM SF 1200 km

DA
A |

|94 W |esodwa) oede(a4i0)

SF 750 km SF 300 km

Principais achados
* O CDF-t é 0 mais proximo da dinamica do MCG; o Dual FM nao segue a trajetdria do

MCG
* O afastamento do SF aparece nas regioes montanhosas

oe oeje




Perspectivas

Funciona com diferentes MCGs, resolu¢coes e dominios irregulares — ERA5 (25 km) e SAFRAN (8 km)

Supera os métodos estatisticos ao modelar a distribuicao conjunta dos dados de reanalise

Em comparacao com outras abordagens generativas, fica proximo da dinamica do MCG

A frequéncia de corte é interpretavel
* Liga diretamente a separacao de escalas a resolucao efetiva do MCG

* Gerencia o trade-off entre seguir a trajetdria do MCG e reproduzir a distribuicao da reanalise

Limites: so vento proximo a superficie — proximos passos: outras variaveis, extremos, downscaling temporal




|A generativa para:

v’ Previsdo probabilistica
* ArchesWeatherGen: previsao do tempo eficiente treinada a 1,5°

* ArchesClimate: emulacao, interpolacao e extrapolacao do clima decenal

v’ Fusdo de dados com alinhamento probabilistico de dominios
* MotifGen: um modelo generativo, multifonte e autossupervisionado para aprender
com dados geoespaciais

v Alinhamento de dominios probabilistico e downscaling

e ClimAlign: downscaling generativo nao pareado com alinhamento de dominios

e SerpentFlow: alinhamento de dominios generativo nao pareado por decomposicao
em estrutura compartilhada (com aplicacao ao downscaling)




Primeiros passos com |IA generativa baseada em fluxos

Flow matching

Tutoriais:

Peter Holderrieth et al. (2026) “An Introduction to Flow Matching and Diffusion Models”
Lecture notes and videos: diffusion.csail . mit.edu

Yaron Lipman et al. (2024) “Flow Matching Guide and Code” arXiv:2412.06264

Emile Pierret, Valentine Tosel, Julie Delon, Alasdair Newson (2026) “Flow Matching for
Applied Mathematicians” hal-05538982v1



Leituras complementares sobre métodos baseados em
flLtelrmgtes estocasticos

Arcabouco geral baseado em fluxos para transportar ruido em dados
® Flow matching e rectified flows sao exemplos
o Generaliza o arcabougo: da para treinar com EDO e amostrar com EDE, ou vice-versa

Operadores neurais
Métodos baseados em fluxos operam no espaco de operadores, permitindo generalizacao independente de escala

Modelos de consisténcia
Versao de passo unico do flow matching. Area de pesquisa aberta, com alguma teoria e limitacdes praticas.

Aprendizado por cadeia de Markov reversa

Basicamente, flow matching de baixa para alta resolucao
Xinwei Shen, Nicolai Meinshausen, Tong Zhang (2025) “Reverse Markov Chain Learning: Multi-Step Generative Models for Complex Distributions”

arXiv:2502.13747



https://arxiv.org/abs/2502.13747

Secao bonus: IA para a equidade dos dados
climaticos



Are Black Americans Underserved by the NWS Radar Network?
I | : ) e .
1 Excellent Radar Coverage l_l—rJ/TL—f [ a g
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|A para a equidade dos dados climaticos

o Treinar modelos em regides com muitos dados e aplica-los em regidoes com
poucos dados

o Treina-los e valida-los em regides com muitos dados

o Fazer o ajuste fino com os dados limitados das regides com poucos dados e usa-los
para gerar mais dados.

e Contribuicao para a equidade dos dados climaticos
o Escalas locais (p. ex. heranca de injustica ambiental nos EUA)

o Escalas globais:

s O Norte Global historicamente emitiu mais carbono; além disso, costuma haver mais dados |3

= O Sul Global sofre o< efeitocs maic srave< do adtecimento re<tiltante



