La recherche en |A

face au changement climatique
our la durabilité environnementale
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’ O
vie quotidienne, nous devons aussi réfléchir a la maniere de maximiser les bénéfices pour la
société et pour notre environnement dans son ensemble. »

— Forum économique mondial (2018), « Harnessing Artificial Intelligence for the Earth »
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La recherche en IA face au changement cli
environnementale

ADAPTATION

ATTENUATION Moyen terme

Long

IMPACTS tar

et pour la durabilité

Météo extréme

Aléas en cascade

Transition
énergetique

Changement
d’'usage des sols

Emissions de
carbone

Hausse du niveau
de la mer




ADAPTATION

L'IA pour |la météo extréme et les aléas en cascade

Pressure
level A
(~altitude)

225 hPa -

Prévision des trajectoires d’ouragans

Prévision des précipitations extrémes de |a
mousson indienne d’éteé

500 hPa 4

700 hPa A

Détection des avalanches

[Giffard-Roisin et al., Frontiers 2020] |A générative pour la prevision
méteorologique



ATTENUATION

Réduire les émissions de
carbone

Accélérer la transition vers I'énergie
verte

e Prévision du solaire et de I'éolien par 'lA

 LIA pour la descente d’échelle des
données solaires et éoliennes

Réduire le calcul de la modélisation
meétéo et climat

e Une f0|s entrainée, I’ IA prédit beaucoup




1Ivil M\ | J

L'IA pour comprendre et prévoir le changement
climatique

Utiliser I'lA pour apprendre les
relations entre simulations du
GIEC et observations

Ozone layer

 Rendre plus robustes les prévisions
d’ensembles de modeles climatiques

* Projeter la hausse du niveau de la mer
a long terme

* Projeter les émissions de carbone a
lanc termae

UCAR Science Education



Approche : exploiter toutes les données disponibles

(d Données simulées produites par des modeles physiques
(d Modeéles de prévision numérique du temps (PNT)
J Modeéles de circulation générale (MCG)
d Modeéles climatiques régionaux (MCR)

Horizontal Grid
(Latitude-Longitude) |*

Vertical Grid j ok
(Height or Pressure) |~ s
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(1 Données de réanalyse
d Produits maillés issus de |'assimilation de données :
appligue les lois physiques aux observajy

J Données d’observation
L Données de télédétection satellitairt
J Données in situ




emes

aches d’AA sous-jacentes a beaucoup de ces prob

[ Fusion de données

 Prévision

] Apprentissage non supervisé

1 Alignement probabiliste de domaines

] Descente d’échelle et interpolation



Méthodes d’IA

J Apprentissage non supervisé

d Apprentissage profond génératif



Plan pour la suite de la journée

|. Contexte : la révolution de I'lA pour |la prévision
météorologique

Conséquences pour I'étude du changement climatique

Il. Méthodes d’IA : qu’est-ce que |'apprentissage auto-
superviseé ?

Applications au climat et a la météo

I1l. Méthodes d’IA : qu’est-ce que I'apprentissage profond
generatif ?



Partie | : Contexte :
la révolution de I'lA pour |a préevision
meétéorologique
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La révolution silencieuse de |a prévision metéorologique

e La prévision numérigue du temps (PNT) n’a cessé de
progresser au fil des décennies
e Une grande réussite scientifique
o Un probleme de simulation complexe résolu
en routine dans les centres de prévision
opérationnels du monde entier
e Forte valeur socio-économique
o Atténuation des aléas climatiques, logistique,
prévention des pertes matérielles, ...

Crédit des premieres diapositives : David Landry (INRIA Google DeepMind)
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doi:10.1038/nature14956

doi:10.1038/nature14956

The quiet revolution of numerical

weather prediction

Peter Bauer', Alan Thorpe' & Gilbert Brunet?

Advances in numerical weather prediction represent a quiet revolution because they have resulted from a steady
accumulation of scientific knowledge and technological advances over many years that, with only a few exceptions,
have not been associated with the aura of fundamental physics breakthroughs. Nonetheless, the impact of numerical
weather prediction is among the greatest of any area of physical science. As a computational problem, global weather
prediction is comparable to the simulation of the human brain and of the evolution of the early Universe, and it is
performed every day at major operational centres across the world.

posed that the laws of physics could be used to forecast the

weather; they recognized that predicting the state of the atmo-
sphere could be treated as an initial value problem of mathematical
physics, wherein future weather is determined by integrating the gov-
erning partial differential equations, starting from the observed current
weather. This proposition, even with the most optimistic interpretation
of Newtonian determinism, is all the more audacious given that, at that
time, there were few routine observations of the state of the atmosphere,
no computers, and little understanding of whether the weather possesses
any significant degree of predictability. But today, more than 100 years
later, this paradigm translates into solving daily a system of nonlinear
differential equations at about half a billion points per time step between
the initial time and weeks to months ahead, and accounting for dynamic,
thermodynamic, radiative and chemical processes working on scales
from hundreds of metres to thousands of kilometres and from seconds
to weeks.

A touchstone of scientific knowledge and understanding is the ability
to predict accurately the outcome of an experiment. In meteorology, this
translates into the accuracy of the weather forecast. In addition, today’s
numerical weather predictions also enable the forecaster to assess quan-
titatively the degree of confidence users should have in any particular
forecast. This is a story of profound and fundamental scientific success
built upon the application of the classical laws of physics. Clearly the
success has required technological acumen as well as scientific advances
and vision.

Accurate forecasts save lives, support emergency management and
mitigation of impacts and prevent economic losses from high-impact
weather, and they create substantial financial revenue—for example, in
energy, agriculture, transport and recreational sectors. Their substantial
benefits far outweigh the costs of investing in the essential scientific
research, super-computing facilities and satellite and other obser-
vational programmes that are needed to produce such forecasts®.

These scientific and technological developments have led to increas-
ing weather forecast skill over the past 40 years. Importantly, this skill
can be objectively and quantitatively assessed, as every day we compare
the forecast with what actually occurs. For example, forecast skill in the
range from 3 to 10 days ahead has been increasing by about one day per
decade: today’s 6-day forecast is as accurate as the 5-day forecast ten
years ago, as shown in Fig. 1. Predictive skill in the Northern and
Southern hemispheres is almost equal today, thanks to the effective

ﬁ t the turn of the twentieth century, Abbe' and Bjerknes® pro-

use of observational information from satellite data providing global
coverage.

More visible to society, however, are extreme events. The unusual
path and intensification of hurricane Sandy in October 2012 was pre-
dicted 8 days ahead, the 2010 Russian heat-wave and the 2013 US cold
spell were forecast with 1-2 weeks lead time, and tropical sea surface
temperature variability following the El Nifio/Southern Oscillation phe-
nomenon can be predicted 3-4 months ahead. Weather and climate
prediction skill are intimately linked, because accurate climate predic-
tion needs a good representation of weather phenomena and their stat-
istics, as the underlying physical laws apply to all prediction time ranges.

This Review explains the fundamental scientific basis of numerical
weather prediction (NWP) before highlighting three areas from which
the largest benefit in predictive skill has been obtained in the past—
physical process representation, ensemble forecasting and model initi-
alization. These are also the areas that present the most challenging
science questions in the next decade, but the vision of running
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Figure 1 | A measure of forecast skill at three-, five-, seven- and ten-day
ranges, computed over the extra-tropical northern and southern
hemispheres. Forecast skill is the correlation between the forecasts and the
verifying analysis of the height of the 500-hPa level, expressed as the anomaly
with respect to the climatological height. Values greater than 60% indicate
useful forecasts, while those greater than 80% represent a high degree of
accuracy. The convergence of the curves for Northern Hemisphere (NH) and
Southern Hemisphere (SH) after 1999 indicates the breakthrough in exploiting
satellite data through the use of variational data'®.

*European Centre for Medium-Range Weather Forecasts, Shinfield Park, Reading RG2 9AX, UK. 2Environment Canada, Trans-Canada Highway Dorval, Québec HOP 1J3, Canada.
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La revolution silencieuse de |la prevision méteorologique

ECMWF HRes
ACC 500hPa geopotential height (12-month running mean)
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Premiers modeles |IA-PNT

e Depuis 2022, plusieurs équipes de recherche ont utilisé des réseaux de neurones profonds pour la
prévision météorologique a moyen terme
e Certains de ces modeles ont atteint une qualité ~équivalente a celle des meilleurs modeles de PNT

TECHNICAL REPORT 1

Pangu-Weather: A 3D High-Resolution System
for Fast and Accurate Global Weather Forecast

Forecasting Global Weather Kaifeng Bi, Lingxi Xie, Hengheng Zhang, Xin Chen, Xiaotao Gu, and Qi Tian™, Fellow, IEEE
with Graph Neural Networks

Abstract—In this paper we present Pangu-" Wealher a deep Iearnlng based system fov fas( and accurale g\obal wea(her Iorecasl For
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Economies de calcul de ces premiers modéles IA-PNT

Modele

Entrainement

Inférence

Pangu-Weather

16 jours sur 192
GPU V100

Prévision a 24
heures

1xVV100
1,4 seconde sur

*Résolution plus élevée

GraphCast 21 jours sur 32 Prévision a 10 jours
Cloud TPU V4 (~128 | 1 Cloud TPU V4
GPU) < 60 secondes

PNT (CEPMMT - Prévision a 10 jours

HRES) 1/3/6 heures

Grappe HPC de 11
664 coeurs




Architecture de GraphCast

doi:10.48550/arXiv.2212.12794

a) Input weather state

b) Predicting the next state c) Rolling out a forecast

GraphCast



http://doi.org/10.48550/arXiv.2212.12794

'IA pour |la prévision météorologique : un nouveau

paradigme

. _données

Global Observing System ECMWF model

Ny Bl

Assimilation

1980 1990 2000 2010 2020

Figure : Centre européen pour les prévisions météorologiques a moyen terme (CEPMMT)

Assimilation de ]— Jeu de données ERAS

f

.

N
Simulation par
réseau de neurones

J

P’ (Prévision)



La revolution de I'lA pour |a prévision metéorologique

Depuis 2022, divers modeles d’apprentissage profond ont atteint des performances de prévision comparables, voire
MEILLEURES, que la prévision numérique du temps (PNT), I'état de I'art précédent.

Global Observing System ECMWF model

S,y

\ s Données d’entrainement : ERAS, un jeu de d
5@5 produit par assimilation de données

Data
Assimilatnon

Tachedentramement autorégression : DFE\

a 6-24 heures
 Déroulée pour prévoir a 7-10 jours

— . ey
2010 2020

[Site web du Centre européen pour les prévisions météorologiques a moyen terme (CEPMMT)] 2



Aurora rollout from noisy initialization (1o, £=2.5°)

Déroulés

initialization 8 rollout steps 40 rollout steps 900 rollout steps

0 100 200 300 0 100 200 300 0 100 200 300 0 100 200 300

220 240 260 280 300 320
(K)

1 rollout step 8 rollout steps 56 rollout steps

0 100 200 300 0 100 200 300

B | B |
260 270 280 290 260 270 280 290 260 280 300 260 280 300
T2m [K] T2m [K] T2m [K] T2m [K]

Figure A.9: 2-meter temperature predicted at different time stamps when (top) inputs are perturbed with an additive
Gaussian random field with coefficient of variation 02 (where o is the standard deviation of the physical variable) and

correlation length of 10 pixels (equivalent to 2.5°), (bottom) surface and atmospheric variables are initialized with a cat
picture.

Lehmann et al., (2026) "Can Al Weather Models Predict Beyond Two Weeks?” arXiv:2605.30184



L'IA pour |la prévision

Time
45+ years
%
1979 2024

Hourly

~400,000 timesteps

Jeu de réanalyse ERAS du CEPMMT~ 13 Petabytes

Figure : Emmanuel de Bézenac (INRIA)

meétéorologique

721 x 1440 x 240

(.25 re=zolution

37 levels X 6 vars + 18 surface N

. Un nouveau paradigme

Memory

per atmospheric state:

0.25° | 0.94 GB \
l X 6.25

w[Toeon ]

ArchesWeatherGen:
Générateur météo d’'IA

4 frugale [Couairon et al.,

H Science Advances, 2026]

4




ArchesWeather

[Couairon et al., ArchesWeather: an efficient Al weather model at 1.52 resolution
ICML 2024 workshop on Earth System Modeling]

Nouveautés d’ArchesWeather :
- Entrainement a une résolution de données

Pangu-Weather: A 3D High-Resolution System for Fast and plus grossiére
Accurate Global Weather Forecast [Bi et al., Nature, 2023] - Remplacement de I'attention 3D par :

3D Earth-Specific Transformer

“ @ Patch

Embedding =
Layer 1 Layer 4
Earth-Specific Blockx2 > Earth-Specific Blockx2 f
(8% 360 x 181X () (8% 360 x 181X C) ; '
Upper-air Variables ) 4 4 Upper-air Variables
(13 x 1440 X 721 X 5) s down-sampilag : up-sampling (13 x 1440 x 721 X 5)
4 v : :
Layer 2 Layer 3
4x4 Earth-Specific Blockx6 »| Earth-Specific Blockx6
S 1_ Patch (8% 180 x 91 x 2() (8 x 180 x 91 X 2C)
[ Embedding
b -
— Encoder Decoder ) . .
w0 2D attention windows 1D column attention
Surface Variables Surface Variables latitude + altitude 73
(1440 x 721 x 4) Iongrtude

(1440 x 721 x 4)



Relative RMSE improvement over IFS HRES (%)

REs. COST 7500 T850 Q700 U850 V850 T2m SP UlOM V1M
’ m?/s* K g/kg m/s m/s K Pa m/s m/s
IFS HRES 42.30 0.625 0.556 1.186 1.206 0.513 60.16 0.833 0.872
A rC h e S \Ne at h e r PANGU-WEATHER 0.25° 2880 44.31 0.620 0.538 1.166 1.191 0.570 55.14 0.728 0.759
NEURALGCM 0.25° 16128 37.94 0.547 0.488 1.050 1.071 N/A N/A N/A N/A
FuX1 0.25° 52 40.08 0.548 N/A 1.034 1.055 0.532 49.23 0.660 0.688
GRAPHCAST 0.25° 2688 39.78 0.519 0.474 1.000 1.02 0.511 48.72 0.655 0.683
KEISLER 1° 11 66.87 0.816 0.658 1.584 1.626 N/A N/A N/A N/A
SPHERICALCNN 1.4° 384 54.43 0.738 0.591 1.439 1.471 N/A N/A N/A N/A
STORMER 1.4° 256 45.12 0.607 0.527 1.138 1.156 0.570 53.77 0.726 0.760
NEURALGCM ENS (50) 1.4° 7680 43.99 0.658 0.540 1.239 1.256 N/A N/A N/A N/A
ARCHESWEATHER-S 1.5° 9 48.92 0.650 0.542 1.289 1.325 0.562 60.30 0.833 0.873
i ARCHESWEATHER-M 1.5 18 4496 0.615 0.527 1.219 1.251 0.539 56.22 0.783 0.819
Com promis de performa nce ARCHESWEATHER-MXx4 1.5° 36 41.93 0.593 0.513 1.172 1.203 0.517 52.22 0.749 0.783
15 | iGraphCaSt .NeuralGCM /7 4
OFuX) RMSE, echéance 24 heures
10 1
5 4 _ @ stormer NeuralGCM ENS Mean
ArchesWeather-Mx4 Pangu-Weather
ArchesWeather-L
0T-75" ArchesWeather-M™— 7T I -F_S- -I-I-I-!-E.S"“
ArchesWeather-S
-5 4
-10 1 eSpherical CNN
_15 -
—20 1 iiKeisler GNN
10* 10? 103 104 10° 24

Training Budget (V100 days)



Pourquoi passer a la génération d’ensembles...

Ground truth

Deterministic Pred
. <3

m | e -
£ . -
" _ [

1

Prévision Q700 a 24 h d'échéance
date d'initialisation : 28 sept. 2019

La prédiction déterministe montre un lissage irréaliste
Essayer la génération d’ensembles par entrainement

de diffusion
Objectif : chague membre échantillonné doit étre plus

physique

25



ArchesWeatherGen

[Couairon et al., Science Advances, 2026]

Ossature : ArchesWeather (variante du Swin U-
Transformer), 44 M de parametres

Entrainé par Flow Matching

Inférence réalisée avec 25 pas
d’échantillonnage par 24 heures

Déroulements réalisés avec un échantillon
toutes les 24 heures. Cette sortie est

réinjectée dans le modele entraing, et ainsi
de suite.

EnsMean RMSE skill score over ENS (%)

fCRPS skill score over ENS (%)

3-10 days average

3-10 days average

5%

3% -

1% -

0%

5%

3% A

1% -

0%

-1% -

-3% -

-5% -

Training Budget (V100-days)

{ @ ArchesWeatherGen
NeuralGCM Ens O
@ DDPM(ArchesWeather backbone)
e _____|_IFSENS
102 103
Training Budget (V100-days)
‘rchesWeatherGen
- NeuralGCM Ens e
DDPM(ArchesWeather backbone)
o FuXi
__________________________________ IFSENS _________
. ArchesWeather-Mx4
GraphCast @
102 103 104



A r C h e S W e a t h e r G e n Geopotential Temperature Humidity Wind Speed
S00h#a geopotential CRPS (kg /m?) B50hPa temperature CRPS [K) 700nPa specific humidity CRPS [gxg] B50nPa wing speed CRPS [mis)

IFSENS 22 58 114 262 323 032 053 076 132 154 022 039 050 069 075 056 097 135 194 210

5% -1' ArchesWeatherGen GenCast (oper.) 21 57 113 261 319 -. 069 128 152 021 035 047 066 073 053 090 128 191 207

NeuralGCMEns @ NeuralGCMENS 22 54 108 253 318 033 049 071 129 154 - 037 048 067 075 . 095 130 191 210

GenCast 20 54 108 255 317 -.. 128 153 022 036 048 067 075 052 089 127 190 208
ArchesWeatherGe1 254 0.29 . 069 128 023 036 ! 0.93

s | @ DoPMGhesweather backsene N"l!ml. WEanE - IIIII IIII

. IFS ENS
0% T———==— E—— ———— e [d'\,' Lead tlme [days] Lead tlme [days] Lead tlme [days]

v TrainingBudget(Vigo-days) Performances ! 10 3 :1 i é 5 10 20 50
pointe, avec

2
=S
1

ML / hybrid models

fCRPS skill score over ENS (%)
3-10 days average

Lct\cr —% dlfference in RMSE vs IFS HRES — Worse

5%
— r 1 1 ] X °  2mTempera Surface Pressure 10m Wind Speed Precipitation
X ‘rchesWeatherGen d 223 (Pa) CRPS [ms] 24h precipitation CRPS [mmyh)
5 ..l @ - BEAUCOUP moms e X
& NeuralGCM Ens - 2 ¢ 118 246 296 034 056 078 112 121 064 097 124 165 177
5 o DDPM(ArchesWeather backbone) Cﬁolqyl
Sg’ 1% A 2 FuXi = GenCast (oper.) ik ; 04% 081 0.5 269061 115 246 291 . 051 074 110 119 061 088 114 159 173
ve IFS ENS g .
2o ) § GenCast o.zo‘k 048 082 097 24 ' 109 239 290 .- 072 108 119 .. 2 157 172
= >-1% -1 >
<3 @ ArchesWeather-Mx4 < N ,
wo S esWeatherGen 024 036 (50 (.84 ¥ m 035 054 075
wn
S oh -3% -
ﬂz —— 1 Illl! llll - I -
8 ) 1 ' l L
> 5% 1 '3 "5 10 15
c Lead tlme da S Lead t:me da S Lead tlme da S Lead time [days
s GraphCast . [ yl [ yl [ y] [days]
10? 10° 10 -50 -20 -10 -5 -2 -1 1 2 5 10 20 50
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[Couairon, Singh, Charantonis, Lessig, Monteleoni, Science Advances, 2026]  Tableaux de scores sur WeatherBench 2 de Google



Un exemple de trajectoire

850hPa Temperature

850hPa Wind

o v b A »iSElEeEEENE. . L .

i
P NI c el o SR

Ny

850hPa Specific Humidity




Differentes graines - Q700

Seed 0 Q700 for a few seeds Seed 1




Diversité des membres de I'ensemble ; echéance 10 jours




Ftude de cas : Lorenzo - Q700 - initialisation le 25
sept, 2N1A

Conditioning Ground truth Deterministic Pred

Specific Humidity (kg/kg)



ArchesClimate : emulation de modeles climatiques par IA

Chaine : ArchesWeatherGen
modifié :

- Pas d’attention 1D par colonne
- Inclusion des forcages

Données d’entrainement :
simulations de modeles climatigues
(IPSL DCPP)

Entrainement : prédire un mois a
I"avance

Déroulements réalisés avec un
échantillon

par mois. Cette sortie est réinjectée
dans le modele entrainé, et ainsi de
suite.

These en cours de Graham Clyne
Directeur principal : Anastase Charantonis

fo(Xt) + go(Xers — folXt))

fo(Xe) + go(Xers — folX¢t))

Clyne et al., résultats préliminaires présentés a 'EGU 2025 et a Climate Informatics 2025



Variables d’entrée et forcages

sfc Wind ——= ™ (02
tasmax " CH4
tasmin - N20

tas
evspsbl = CFgé.Il e
thetaot2000 ] ]
thetaot300
theta0t700
20d

tos ‘{pf

Se— Variables d’état : surface, atmosphére Forcages




net flux

" ArchesClimate
IPSL-DCPP
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Extrapoler les scénarios de modeles climatiques

Global-mean surface mole fraction (ppm)

1200
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1000

T

900 |-

800

700 -
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500

T

400 |

300 L
2000

I |

(a) (02 concentrations 2000-2100

C(MIP5 recommendation:
—RCP3 PD /RCP26

CMIP5 emissions run with CMIP6 settings:
E(P}SPD / R(P26

CMIP6 recommendation:
Long-term
2015-2100  extension after 2100
....... . SSP1- 19

el
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-
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M
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-LowNTCF
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SSP5-85

<

LS,

A

A

Global—mean Surface mole fraction (ppm)

2060

2070

55P1-19

2080

2090

2100

Données de

test

Tache
d’extrapolation

Données

d’entrainement
Ces 4 scénarios

—




Interpolation et extrapolation dans I'espace des scénarios
de modeles climatigyese: a

, en préparation

- Specific Humidity
- Air Temperature
- Eastward Wind

- Northward Near-Surface Wind - Northward Wind
- Eastward Near-Surface Wind - Geopotential
- Precipitation Height

- Near-surface air temperature

- Evaporation including sublimation

and transpiration

- Total positive downward flux

between ocean and atmosphere

- Sea level pressure - Ocean Temperature—
(to 150m depth)




Extrapolation de
SCénarios

Reproduire les
schemas temporels
d’El Nino-
Oscillation australe

Power Spectrum of Nino 3.4 Index (SSP 585)

e (o)) (@)
o o o
1

N
o
1

Power spectral density

ArchesClimate flow
IPSL

10°
Period (years)

101

Figure 9. Power spectra for El Nino 3.4 index for SSP5-8.5.

Clyne et al., en préparation




Partie Il : Méthodes d’IA :

oprentissage auto-supervise



Apprentissage supervise

A partir de points de données étiquetés, trouver une bonne régle
de classification.

Décrit les données
Généralise bien




Apprentissage non supervise

Que peut-on faire sans aucune étiquette ?
Apprentissage non supervisé

O
O @)
O
O o @) O
O O O
O O O



Apprentissage non supervise

Que peut-on faire sans aucune étiquette ?
Apprentissage non supervisé

Exemple : le partitionnement (clustering)



Apprendre a partir de données « nhon
etiquetées »

* Taches d’apprentissage non supervisé

1. Partitionnement

N

Plongement (réduction de dimension, y compris par méthodes non linéaires)

E

Interpolation

s

Apprentissage d’'un modele génératif

* || existe des approches d’apprentissage profond (AP) pour toutes ces
taches

* || existe des approches hors AP pour toutes ces taches

|| existe des approches d’AP auto-supervisées pour toutes ces taches




Apprentissage profond non supervisé

* AP supervisé. La perte de prédiction dépend de 'étiquette
y et de la sortie du réseau pour l'entrée x.

Sortie du réseau Fonction de perte

* AP non supervisé. La perte de prédiction ne dépend que
de x et de la sortie du réseau pour I'entrée x. [ n’y a pas
d’étiquette y.

Sortie du réseau Fonction de perte

fw(x) =2 L(z,x)



L'approche auto-supervisée de 'apprentissage non supervisé

Apprentissage auto-supervise

Une approche de pointe de I'apprentissage (profond) non
supervisé

Concevoir une tache pretexte :

a0 Concevoir une tache d’apprentissage supervisé a partir des seules
données disponibles.

0 Entrainer un modele sur cette tache de sorte que

0 les caractéristiques apprises (ou la loi a posteriori apprise sur un
ochace Ae caractarictiailiec) caiant 1itilec natir tine ar1itre tache (en



Tache prétexte : exemple

Exemple classique de tache prétexte : I'autoencodeur

* Entrainer un réseau de neurones de facon non supervisee

 Utiliser les données non étiquetées a la fois comme entrée et pour évaluer la sortie

* Apres I'entrainement, la couche goulot sera une représentation compacte de

la distribution d’entrée

—> Encoder

Original
input

L h

Compressed

Decoder

representation

Reconstructed
input



Apprentissage auto-supervisée

e Concevoir une tache prétexte qui fera apprendre des caractéristiques utiles.

Vision Pretext Tasks: Masked Prediction

e Denoising autoencoder (Vincent et al. 2008)
o Add noise = Randomly mask some pixels
o Only reconstruction loss

e Context autoencoder (Pathak et al. 2016)
o Mask a random region in the image
o Reconstruction loss + adversarial loss

Lilian Weng, Jong Wook Kim, tutoriel NeurlPS 2021



Apprentissage auto-supervisée

e Concevoir une tache prétexte qui fera apprendre des caractéristiques utiles.

Self-Prediction: Masked Generation

We mask a random portion of information and pretend it is missing, irrespective of the

natural sequence. The model learns to predict the missing portion given other
unmasked information.

Examples:
e Masked language modeling (BERT)

e |mages with masked patch (denoising autoencoder, context autoencoder,
colorization)

Lilian Weng, Jong Wook Kim, tutoriel NeurlPS 2021



Apprentissage auto-supervisée

e Concevoir une tache prétexte qui fera apprendre des caractéristiques utiles.

Self-Prediction

Self-prediction construct prediction tasks within every individual data sample: to
predict a part of the data from the rest while pretending we don't know that part.

» Predict any part of the input from any Time —
other part.
» Predict the from the past.

» Predict the future from the recent past. ’

» Predict the from the present. ’ ’

» Predict the from the bottom. ’ ’

» Predict the occluded from the visible !

» Pretend there is a part of the input you « Past Pt Future —
don’t know and predict that. L‘ Slide: LeCun

(Famous illustration from Yann LeCun)

Lilian Weng, Jong Wook Kim, tutoriel NeurlPS 2021



Apprentissage auto-superviseé : apprentissage

~Antractif
Maximize agreement

Zi = > ZJ
o o)
h; <— Representation — h;
() ()

Figure 2. A simple framework for contrastive learning of visual
representations. Two separate data augmentation operators are
sampled from the same family of augmentations (t ~ 7 and
t" ~ T) and applied to each data example to obtain two correlated
views. A base encoder network f(-) and a projection head g(-)
are trained to maximize agreement using a contrastive loss. After
training is completed, we throw away the projection head g(-) and
use encoder f(-) and representation h for downstream tasks.

Tache prétexte :

1. Augmenter I'entrée x deux fojﬁ ; i‘j

2. Apprendre une corre;gmp , en
minimisant une fonctio te pour
rapprocher

9(f(%4)), 9(f(Z;))

T = {9(f(2:)),9(f(Z;))}

T = augi(x),t ~T

SIimCLR : [Chen et al., ICML 2020]



L'apprentissage auto-supervisé peut surpasser le supervisé

x10*

¥Supervised *SimCLR (4x) — T
< & ~.*SimCLR (2x) .
o eCPCv2-L
E 70F %sim MoCo (4x 5
3 *SimCLR oCMC d (4x)
Q oP|RL-c2x
< AMDIM al
— 65 2 eMoCo (2x)
o) ‘CPCVQ PIRL-ens.
o
= PIRL : 3
- eBigBiGAN
% 60 QMOCO
% sk ‘ntis
£ eRotation i

T elnstDisc 1
25 50 100 200 400 626 0 'Q N
Number of Parameters (Millions) S S S S S S

SImCLR : [Chen et al., ICML 2020]



L'apprentissage auto-supervisé pour vos

Aannlicatinnc

A. Reconstruction in space (spatial interpolation)
Incomplete satellite data mesee————————)  |nterpolated field

Nadir altimeters (2013-01-05 + 5 days) SWOT altimeter (2013-01-05 & 5 days) Reference model SSH (2013-01-05)

Latitude (deg)

36
qA . e \ J.\
1 Altimeters

341\ Geosat2 » Envisat

e Jasoni e TOPEX/Poseidon
T T T v Y —T J -
296 298 300 302 304

-045 -0.15 0.15 0.45 0.75 1.05
SSH [m]

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Interpolation spatio-temporelle non supervisée

MUSTI: Multi-modal Unsupervised Spatio-Temporal Interpolation of satellite
ocean altimetry maps. [Archambault et al. VISAPP 2023]

Champs SSH de référence (non
utilisés a I'entrainement) 5

(Données SSH le Iong\ 7 ‘} ke Lo
des traces des satellitey IN ' N Si
0.0™

Champs SST issus
d’un modele physique

\_ |

Données d’entrainement Résultats



L'apprentissage auto-superviseé pour vos

annlicatinnc

C. Reconstruction in scales (downscaling)
Low resolution field =————————) High resolution field

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Descente d’echelle des simulations de modeles climatiques

Les simulations des modeles
climatiqgues mondiaux sont plus
grossieres (en espace et en temps)
qgue ne |I'exigent de nombreuses
taches :
e Adaptation au changement climatique
e Atténuation du changement climatique
* Projection des impacts a long terme

Approche : utiliser I'|A générative
pour la descente d’échelle des
données de modeles climatiques vers
les échelles pertinentes

Phenomenon time scale

100 years
10 years

1 year

1 month
1,000,000 s
1 week
100,000s

1 day

10,000s

1 hour

1,000s

100s
1 min
1s

0.01s

Clouds/

turbulence

10%m 102m1m

Extratroﬁicafl
cyclones

Large eddy simulation

; models :
. DNS turbulenice models
Mesoscale ' Synoptic Scale

100 m 1km
Phenomenon space scale

10 km 100 km 1000 km 10,000 km 40,000 km
Earth circumference

[Gettelman, et al., Science Advances, 2022]



L'apprentissage auto-superviseé pour vos
annlications

B. Reconstruction in time (temporal interpolation)

Intermittent time series ) Completed series
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[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Exemple : descente d’échelle temporelle
(interpolation) de données geospatiales




Pourquoi ne pas simplement utiliser les méthodes d’IA existantes ?

e Les applications climatiques portent sur des données géospatiales qui évoluent dans
le temps

o Données d’observation maillées sur le globe par assimilation de données
o Simulations produites par des modeles physiques (PNT, MCG, MCR)

e Ce sont des tenseurs de valeurs réelles selon la latitude, la longitude, le temps,
et éventuellement plusieurs variables climatologiques

e Les algorithmes de vision par ordinateur pour les « données spatio-temporelles »
s‘appuient sur des propriétés des données vidéo qui se généralisent mal aux
données géospatiales

o p. ex. profondeur, contours et « objets »

o vs schémas éphémeres dans les fluides



STINT : interpolation temporelle auto-supervisée

SuperSloMo STint Ground Truth

L'état de I'art en vision par ordinateur pour
I'interpolation temporelle de vidéos utilise le
flot optique.

C’est problématique pour les données
géospatiales.




Limites des travaux antérieurs : interpolation bicubique

Image de Image de
référence référence

8:00

ERAS

Bicubi
que

Figure. Interpolation bicubique temporelle de champs d'irradiance
solaire ERAS



L'interpolation vidéo en vision par
ordinateur

601i/s

120i/s




Le flot optique

- Flot optique : champ de mouvement pixel par pixel

entre deux images (p. ex. des images vidéo).

- Il encode la projection 2D « percue » du mouvement
physique des points par rapport a 'observateur.

50

100

150 R A

200 S

300

350

I(x+AXx, y+Ay, t+At)

I(x,y,t)
(4 X
xy) a2
%p,ac%e ) —>
g
time =t

time = t+ At

(x+AX, y+Ay)

400 500 600

(source : Nvidia OF
SDK)



Le flot optique

> = VS
Hypotheéses : L : B 32:‘
= S | -

- Petit déplacement (At). ¢ - , =

Sl
3

- Pas/peu de changement de la lumiere
refléchie.

- Pas/peu de changement d’échelle.

« Pas d'occultation ni de désoccultation.

Inapplicable aux données géospatiales !
- Pas de notion d’objets ni de profondeur.

« Les entités peuvent se former /déformer
arbitrairement.

«  Résolution temporelle bien plus Température horaire NOAA GFS
orossiere.



Objectif : améliorer la réesolution temporelle

La tache est l'interpolation temporelle

Mais nous n’avons pas de données horaires pour I'entrainement

il faut des techniques non supervisées (auto-supervisées).

CMIP6-IPSL

Trihoraire Horaire



L"auto-superviseé en bref

Self-supervised Pretext Task Training
Unlabeled Dataset

Utiliser des taches prétextes /substituts de
facon supervisée.

[
!
[
[
[
!
-  Etiquettes générées automatiquement. :
|
|
!

fw(@) =9 | fw(x) =2 ‘ :
: , . nowledge Transfer
L (@7 y) E ( T : il’)) . tit::;e(;::sej Downstream Task Training

Apprentissage Apprentissage auto-

. - .. .supervise
Tache €Rdval® recherche, classification TR
. V4 . . /’ {
supervisée ou semi-supervisee, etc. Task



Une tache pretexte pour I'interpolation
temporelle

STINT : interpolation temporelle auto-supervisée pour les données geospatiales

[Harilal, Hodge, Subramanian, & Monteleoni, Climate Informatics 2026]

T —

1T =0 T =1
G f (1o, I1) /©\ (11, I)
A
T =0.5 T =1.5

O



Une tache pretexte pour I'interpolation
temporelle

STINT : interpolation temporelle auto-supervisée pour les données geospatiales

[Harilal, Hodge, Subramanian, & Monteleoni, Climate Informatics 2026]
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Une tache prétexte pour 'interpolation
temporelle

:ZL(T,,;,T}) T = f(f(Tiz1,T3), f(T3, Tign))

T =0 T =
Jb,[1 Z=3

N\
/

Q IQ\,
\

\ ,/




Perte de cohérence cyclique

=Siemdy = [T T, f(T Tin)

cycle- cons1stency
loss

Espace des Espace des
données d'entrée  prédictions



STINT : interpolation temporelle auto-supervisée

o— 7 6——0

Input

Stage -1
Output
~
Q:
+
S,

R [ PO L
i 0
! !
| i
- = T T
O - 1 1
= : M5 I
&5 O U IS SO
i o T =20 =1 .
g @ Q . Cycle-consistency 1
== A‘ Cycle-consistency 2
1] 70
M(Iy5, 114 95)
T=1 T=1+9




STINT : interpolation temporelle auto-supervisee

S e e L B e e — |
- —@)— STint
36 - -E} SuperSloMo ]
- Geospatial data /EI :
2 5
% [
< 30|
S
28 |
26 | .
4 | L ) ] ] ] ] ] | L ) ) ]
IPSL SEN12MS ERAS5 UCF101
(3-hourly) (2-hourly) (1-hourly) (25-FPS)

Temporal Frequency

ERAS Solar
SMSE_ () PSNR(1) SSIM (1)
Baseline 0.3086 25.238 0.623
SuperSloMo 0.0907 30.157 0.733
Proposed 0.0561 32.731 0.792
IPSL Wind
Baseline 0.6206 24.097 0.619
SuperSloMo 0.4150 29.713 0.681
Proposed 0.2904 31.167 0.713
CARRA Temperature
Baseline 0.5319 27.832 0.667
SuperSloMo 0.1604 30.276 0.724
Proposed 0.0975 31.908 0.775




ERAS

STint

Bicubi

Image de
Images intermédiaires référence

Image de
référence

Figure. Modele entrainé sur des champs d'irradiance solaire ERAS et interpolation
(3 images non vues) entre O h et 8 h.

ulo
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Figure. Résultats d'interpolation temporelle sur différents jeux de données

geospatiales.



Entrée

Autoencodeur : les parametres des réseaux encodeur et
décodeur sont entrainés pour que la sortie approche
I’entrée. Apres entrainement sur de nombreux
exemples, les parametres de la couche goulot forment
une représentation compacte de la distribution

Vi

trée.

Sortie




Autoencodeur variationnel (VAE)

Apprendre une distribution sur les représentations latentes, au lieu d’'un encodage unique

| J | ] | J

encode sampling decode



Apprendre un autoencodeur variationnel (VAE)

 L'encodeur est une distribution, g, qui envoie I'espace des données vers |'espace latent

— Défini par les poids du réseau 9 :
qo(z|)

 Le décodeur est une distribution, p, qui envoie l'espace latent vers I'espace des données
— Défini par les poids du réseau ¢ :

* Ajuster les poids 0 et ¢ en minimisant :

pe(z|2)

sur les données d’entrainement pénalise I'écart a un a priori simple

Fgo Ty POg pg (o) BTyt a5 iip(2))

Erreur de reconstruction Terme de régularisation :




Exemple : VAE pour |la détection semi-supervisée
d'anomalies, appliqué a |a détection d’avalanches



Détection d’avalanches

BTy i F 9
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Source de I'image : https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html



https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html
https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html
https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html

al E
Détecter les depots d’avalanche avec un VAE sur des i |mages Sentmel 1

[—%Uﬁrvamna*, Sopnie Gifrard-roisin®, Fatima Karbou, Michael Deschatres,
» Karac Nicolas Fckert Cécile Coléou, Claire Monteleoni
Variational autoencoder anomaly-detection of avalanche deposits in satellite SAR imagery. Proc.
10th International Conference on Climate Informatics (Cl) 2020

*Co-premiers auteurs (ﬂ

METEO
FRANCE




Déces par avalanche selon I'année d’avalanche

Avalanche Fatalities by Avalanche Year (Etats-

40 Unis)
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5 year moving average of fatalities

Source de I'image : https://avalanche.state.co.us/accidents/statistics-and-reporting/



https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/

Impacts du changement climatique

Source de I'image : https://


https://www.independent.co.uk/news/world/europe/mont-blanc-deaths-french-alps-avalanche-skiing-a9227461.html
https://www.independent.co.uk/news/world/europe/mont-blanc-deaths-french-alps-avalanche-skiing-a9227461.html
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Les défis pour I'apprentissage

automatique
« Fort déséquilibre des classes

> Les avalanches sont des événements rares

« Données de référence étiquetées difficiles a

obtenir
> Accessibilité du terrain
> Conditions météorologiques
> Danger des avalanches



Le probleme de |la détection d’avalanches
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e Coefficients de rétrodiffusion a I'instant present et precedent
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Notre approche

@ Traiter une avalanche comme un événement rare, ou
une anomalie

@ Entrainer un autoencodeur variationnel (VAE) sur les
exemples négatifs

® Seuiller I'erreur de reconstruction du VAE pour classer
une nouvelle image

o Quand les données étiquetées sont rares, le VAE peut
aussi étre entrainé sans supervision !



VAE entrainé sur les exemples

négatifs

Pre-processed SAR
+ Slope + Angle

Sentinel-1
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VAE entrainé sur TOUS les exemples
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Régler le seuil de détection d’anomalies
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Méthode de référence . seuillage
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[Karbou et al., International Snow Science Workshop 2018 & EGU 2018]



Evaluation

L'un des massifs les plus exposés (sur les
18 de « Toutes les Alpes »)

All Alps Haute Maurienne
Balanced Accuracy F1-score Balanced Accuracy F1-score
Baseline 0.58 0.05 0.58 0.12
Supervised - CNN 0.53 0.10 0.53 0.12
Semi-supervised - VAE 0.59 0.1 0.6 0.23
Unsupervised - VAE 0.69 0.14 0.68 0.26

Méthode de référence de la littérature sur la détection d’avalanches : seuillage [Karbou et
al., ISSW 2018]

Méthode de référence en apprentissage supervisé : réseau de neurones convolutif (CNN)
entrainé sur un jeu artificiellement équilibré [Sinha et al., Climate Informatics 2019]



Evaluation

Courbes ROC pour la région de Haute-Maurienne

Receiver operating characteristic curve (ROC)

1.0 1
0.8 1
Method AUCROC | .
Supervised - CNN 70.7 :
Semi-supervised - VAE 633 S o0s.
Unsupervised - VAE 75 -
0.2 1 mmm Unsupervised-VAE
s Semi-supervised-VAE
mmm Supervised-CNN
0.0

0.0 0.2 0.4 0.6 0.8 1.0
False Positive Rate



V4

Résumé

e Nous proposons une approche semi-supervisée pour détecter
des événements rares quand les données étiquetées sont
limitées

o Cette chaine semi-supervisée repose largement sur I'apprentissage
non supervisé

o Elle peut étre vue comme une forme de capteur virtuel



Partie Il : Méthodes d’IA :
"IA générative



L'IA générative : une distinction

- Vous étes sans doute habitués a ce que le terme « |A générative » désigne les grands chatbots et
agents d’IA commerciaux comme ChatGPT, Gemini ou Claude.

«  Pour ces systemes, les modeles d’IA générative ont été entrainés sur des vidéos et des textes collectés sur
internet

« Mais ce n’est pas la SEULE définition ni le seul usage de I'lA générative !
- Nous pouvons entrainer des modeles d’lIA générative a partir de zéro pour nos problemes

« Pour les problemes de climat et de météo, nous n’entrainerons PAS sur du texte et de la vidéo, mais sur les
données pertinentes, p. ex. des champs de valeurs réelles mesurées a différentes latitudes, longitudes, dates,
et éventuellement altitudes dans I'atmosphére ou profondeurs dans l'océan, dont :

*  Température
* Rayonnement solaire

e Humidité

- Aujourd’hui, nous allons découvrir les types de modeles génératifs que vous pourrez ensuite entrainer
pour vos propres problemes



qo K=10

Flots normalisants F]GJ} }

s’\’

[Rezende & Mohamed, ICML 2015] . k ' TN -\ ’ ~

Peuvent étre vus comme une extension du VAE au-dela de I’hypothese gaussienne sur
I'espace latent

r K=101
',

o ~

- -

Apprendre une série de transformations inversibles, {f;}, a partir d’un a priori simple sur
I'espace latent Z, pour obtenir des distributions plus informatives sur I'espace latent :

2k = fro fk—10---0 fi(20)

cex 2 0




Flots normalisants : application a la descente d’échelle
spatiale

[Groenke, Madaus, & Monteleoni, Climate Informatics 2020]

ERA : données de réanalyse, résolution de WREF : prévision d’'un modele météorologique numérique,
1°; . : .
ERA-I, max temperature résolution dWRS. max temperature
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[Gettelman et al., Science Advances, 2022] Phenomenon space scale Earth circumference



La descente d’échelle comme alignement de
domaines

* Tache d’alignement de domaines : étant données des variables aléatoires X, Y,
apprendre une application f: X Y telle que, pour tout x, Xety; Y,
ee

—1
f(zi) ~ Py [ (ys) ~ Px
* La descente d’échelle comme alighement de domaines
e A partir d’échantillons i.i.d. a basse résolution (X) et a haute résolution (Y)

* Apprendre la densité jointe de X et Y en supposant I'indépendance
conditionnelle via un espace latent commun Z,

Pxy(z,y) = / Pxyz(x,y,z)dz = / P(x|2)P(y|z)Pz(2)dz
z2€Z z€Z
* Modélisdr(z|z), P(y|z) avec AlignFlow [Grover et al. 2020]

* En partant d’un a priori simple sur P,, apprendre des flots normalisants
e Aucun appariement entre exemples x et y n’est nécessaire !



Architecture de ClimAlign

fx:ZoX

X

— Input to next ;
layer '
Input Squeeze x K P xL
(Low resolution, upsampled)

Latent

e —— . ﬁ

Reshape/Concat x L

Parametres du réseau a apprendre :¢, Qp :

fo: X2 4

Latent variables

LC]%ZYHZ " bz

\_

[_-_-5‘?5.[“'3‘9‘?@92"""“'-

e Larchitecture suit AlignFlow
[Grover et al., 2020]

i ¢ Flot normalisant : Glow [Kingma &

Input to next \1/1:{> Dhariwal, 2018]

layer

Y

Input

Latent variables

Squeeze

(High resolution)




Comparaison avec des références supervisees

Température maximale journaliere

ClimAlign (ours)

1.56 + 0.13

-0.005 + 0.22

Region Method RMSE Bias Corr
BCSD 1.51 £ 0.15 -0.02 +0.21 0.93 £+ 0.05
SE-US BMD-CNN 1.30 + 0.12 0.03 + 0.13 0.90 + 0.05

0.87 £+ 0.06

Précipi ationsjout lldllugt,SD
P-NW BMD-CNN

ClimAlign (ours)

1.54 + 0.23
1.25 + 0.14
1.58 + 0.18

0.01 + 0.10
-0.06 £ 0.05
0.03 &= 0.15

0.95 £+ 0.03
0.93 + 0.02
0.89 + 0.04

Method

Region

RMSE

Bias

Corr

BCSD
BMD-CNN

ClimAlign (ours)

SE-US

27.32 £+ 5.0

14.11 + 2.18
18.40 + 2.64

095+ 14

-0.23 + 047
0.08 £ 0.86

0.39 = 0.07
0.50 £+ 0.10
0.42 + 0.07

BCSD
BMD-CNN

ClimAlign (ours)

P-NW

8.90 £+ 2.30

5.77 £ 0.72
7.33 £ 0.69

0.41 £+ 0.26

-0.18 + 0.61

0.54 £+ 0.54

0.61 £+ 0.06
0.70 £+ 0.03
0.67 = 0.03




ClimAlign : descente d’echelle générative non supervisée

‘°<>23°203"0_‘. - .Q..‘.-:’g'o

T m(

( .

$ ©
-l
L o3 24.50
. 21.78
3
19.06 £
16.34 ¢
Q
1361 8
10.89 5
o
817 &
S
k 545
-l
272
-0.00

Technique générale de descente d’échel

e par alighement de domaines avec

flots normalisants [AlignFlow: Grover et al., AAAI 2020][Glow: Kingma & Dhariwal,

NeurlPS 2018]

* Non supervisée : pas besoin de cartes appariées a basse et haute résolution

* Générative : on peut échantillonner la loi a posteriori sur la représentation latente
OU échantillonner conditionnellement a une carte a basse (ou haute !) résolution

* Interprétable, p. ex. par interpolation
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Entrainement par diffusion : apprendre a générer des images réalistes a partir de bruit
aléatoire

Entrainement du modele de diffusion

1. Créer une tache prétexte a partir de données d’entrainement non étiquetées : pour chaque point
d’entrainement x,, créer une suite d’images synthétiques en ajoutant du bruit gaussien a I'image
précédente, jusqu’a obtenir une image indiscernable du bruit gaussien.

2. Faire ensuite un apprentissage « supervisé » sur les paires (x..1, X;) pour apprendre pg(xi1 | X¢)
Inférence, c.-a-d. comment générer des échantillons proches des données d’entrainement

1. Tirer x; au hasard (gaussien).

2. Tirer T fois selon pg, en conditionnant a chaque fois sur I'échantillon précédent




r

Modeles génératifs a base de flots

Modele génératif a base de flots : apprend un transport (par un réseau de neurones) d’une distribution facile a
échantillonner (p. ex. un bruit gaussien) vers la distribution des données.

Step 1 Step 2 Step 3 Step 4 Step 5 Step 6 Step 7 Step 8

Diffusion : un « débruiteur » inverse un processus de bruit stochastique, en débruitant progressivement —
trajectoire d’EDS

BMM@S

Flow matching [Lipman et al., 2023] : apprend un flot déterministe bruit - données — trajectoire d’'EDO

Bruit Données

Crédit de la diapositive : Julie Keisler (INRIA) leeia—



Flow matching vs diffusion

Intuition : créer des chemins plus droits entre échantillons de données et
échantillons de bruit :
)\

P

Diffusion

Résultats : des chemins plus droits dans les flots de probabilité, qui
permettent d’échantillonner en moins de pas de diffusion accélérations

Généralité : le flow matching peut relier deux distributions quelconques (ou
interpolants stochastiques), contrairement a la diffusion




Flow Matching

AN

(a) Data. (b) Path design. (c) Training. (d) Sampling.

Figure2 The Flow Matching blueprint. (a) The goal is to find a flow mapping samples Xy from a known source or noise
distribution g into samples X; from an unknown target or data distribution ¢. (b) To do so, design a time-continuous
probability path (p:)o<t<1 interpolating between p := py and q := p1. (c¢) During training, use regression to estimate
the velocity field u; known to generate p;. (d) To draw a novel target sample X; ~ ¢, integrate the estimated velocity
field u{ (X;) from t = 0 to t = 1, where X ~ p is a novel source sample.

Lipman et al. (2024) Flow Matching Guide and Code



Latitude

Pourquoi utiliser I'lA générative pour le climat et
a meteo ?

Les modeles d’AA déterministes optimisent souvent la performance moyenne
Entrainés a minimiser une perte moyenne, p. ex. la RMSE

=>» Des sorties de modele floues et non physiques (p. ex. images, champs,
trajectoires de tempétes)

Sorties du modéle d’AA, échantillonnées aprés entrainement
la méme ossature de modéle, en mode génératif

Groundtruth observation Sortie du modéle d’AA

GMI GPM
6t = 0 min GMI GPM

-11.93

-16.37

-20.77

-25.11

-29.48 4

Longitude



Pourquoi utiliser I'lA générative pour le climat et
a meteo ?

Pour de nombreux problemes de climat, de météo et de géosciences
* Prévision météorologique, émulation du climat, génération de scénarios
* Estimation des extrémes ou des événements rares, quantiles
* Descente d’échelle vers des échelles locales en temps ou en espace

* Quantification des risques

L'IA générative apporte des avantages
* Meilleur réalisme physique
* Meilleure précision des hautes fréquences
* Ensembles probabilistes

e Quantification de l'incertitude

Echantillons d’'un modéle génératif

GMI GPM (1) GMI GPM (2) GMI GPM (3)
*j}_.wg;’ — :

* Informations riches et réalistes pour les décideurs
* Génération de données synthétiques




L'IA générative pour :

v’ Prévision probabiliste
* ArchesWeatherGen : prévision météo efficace entrainée a 1,5°

* ArchesClimate : émulation, interpolation et extrapolation du climat décennal

[ Fusion de données avec alighement probabiliste de domaines
* MotifGen : un modele génératif, multisource et auto-supervisé pour apprendre a
partir de données géospatiales

[ L'alignhement de domaines probabiliste et la descente d’échelle

* ClimAlign : descente d’échelle générative non appariée avec alignement de domaines

e SerpentFlow : alignement de domaines génératif non apparié par décomposition en
structure partagée (avec application a la descente d’échelle)




Les défis de I'apprentissage a partir de données multisources

Pléiades Neo

Q 30 cm
Swath: 14 km

Spectral bands:
R, G, B, Deep Blue, Red
Edge, NIR, Panchromatic

Revisit capacity:
Daily, anywhere

Daily acquisition capacity:
1,000,000 km?

Pléiades

50 cm
Swath: 20 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:
Daily, anywhere

Daily acquisition capacity:

700,000 km?

Vision-1

Q 87 cm
Swath: 20.8 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:

Daily to 8 days, anywhere
depending on latitude and
partner satellites

Daily acquisition capacity:
20,000 km?

SPOT

B15m
Swath: 60 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:
Up to daily, anywhere

Daily acquisition capacity:

3,000,000 km?

Radar constellation

&3 From 25 cm to 40 m
Swath: 270 km

Imaging modes:
Spotlight, StripMap, ScanSAR

Revisit capacity:
Daily for most latitudes

Daily acquisition capacity:
Up to 5,400,000 km?
(Wide ScanSAR Mode)



L'IA pour |la fusion de donnees multisources (désalignées)

[Dauvilliers & Monteleoni, Environmental Data Science, 2025]

Traditionnellement : Notre modéle d'lA (MOTIF) peut apprendre de
n’entrainer les modéles que toutes les sources de données, méme de
sur des données données desalignées dans le temps et I'espace
colocalisees 10
Source 1
T 1
Source|1 t1 <
Source 2
L g0 > Fenétre
Source 3 temporel
t3 —1 S3 le
Source 2
t2
— 10+ dt—

Temps



Une architecture multisource pour la fusion de données
geospatiales

AA fondamental multimodal Apprentissage de représentations
e Plonger les valeurs (p. ex. texte, images) | géospatiales
e Conditionnement (« chien ou chat ») e Plonger les positions
e Entrainement auto-supervisé a grande
échelle
Modéle DiT (2022)
SatCLIP (2025), AlphaEarth (2025)

. J
Y

MOTIF : Transformer multisource a attention factorisee
e Plonger séparément les valeurs et les coordonnées
e Conditionner sur les caractéristiques des sources
e Pré-entrainement auto-supervisé

[Dauvilliers & Monteleoni, Environmental Data Science, 2025]




r

Chaine d’entrainement

\_

~

Plonger separément :

* les valeurs,

* les coordonnées,

» les caractéristiques des

sources
J

Sources d’entrée

T e

V1,C1,81 s VEK,CK,SK

. .

Separately embed pixels, coords
and characteristics

== /O . = /O ===
) == N =) =
[ s [ e s BN R s [ — |
[ R — = /—— ==
[ R — [ P —

R v

Backbone

zea—
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Plongement positionnel relatif

* Plongement positionnel relatif habituel des Transformers (Shaw et al., 2018)

Softmax(QK" + QposKjos)
Vour = \/d

* |ci, les coordonnées spatio-temporelles servent au plongement positionnel :

~ Softmax(QVKg + QCKCT) ~
Vout = \/'a in

Valeurs (b. ex. CooFdonnées spatio-
pixels) temporelles

153
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Chaine d’entrainement

~

Sources d’entrée

T e

VK,CK,SK

- l

v1,Cy, 81

x( (target)

0, €0, S0

(" )

Tache
d’entrainement
auto-supervisé :
reconstruire une
source

, , i masquee
Plonger séparement : l L\ Y,
* les valeurs, ’ Separately embed pixels, coords Noise the pixels i
* les coordonnées, and characteristics (linear interpolation) i
» les caractéristiques des | | vi=rvo+ (1 —r)e |
sources = === A )
_ ) SEEESES M . | Version
v ¢ 8§ UK Cg Sk W | | generative
! | entrainée
=== | perfow
_—— = i | matching
vy Co S0 i - J
3 v ' ;
Backbone i
B 5 Decoders
Conditional Flow Matching loss <-----------
_ Z
L{ugp ur) = [|ug, — ur]
[Dauvilliers & Monteleoni, Climate Informatics 2026] zia—~ 155



r L. .
Application aux cyclones tropicaux

La constellation GPM GMI (instrument
de référence)

GPM Constellation

2026
,—fk‘}_

Suomi NPP
NOAA/NASA

- B
£Am
O

Metop-B,C
EUMETSAT/ESA

= Peut-on faire de l'interpolation spatio-temporelle
des images GMI ?

Ao
gpm.nasa.gov

La constellation GPM, NASA La constellation GPM couvre la Terre, 156
NASA's Scientific Visualization Studio

lrzia—~ 156
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Jeu de données

TC-PRIMED (Razin et al. 2023)

=« ~3 000 tempétes, de 1987 a 2024, tous bassins

= 2005-07-14-21-23 pour la validation, 2006-08-15-22-24 pour le test
= 11 capteurs micro-ondes

=« Observations infrarouges

Fenétres d’interpolation de 6 heures

leeia—~

157



Résultats : saisit mieux la structure fine que le modele déterministe

Input sources Groundtruth observation
Infrared SSMIS F18 GMI GPM
6t =-13 min 6t =-13 min 6t = 0 min
16.30 : - 37.52 17.08
20.36 — 33.21 o 21.72
©
24.35 - 28.80 § 26.45
(8]
28.21 24.49 -1 31.03
31.94 20.07 35.68
A Q © ™ Q
9  ° Y g
. /)) /\. /1,. Q,. l)).
NZ NISEENCEEN SN N N
| ongitude
Deterministic Génératif

GMI GPM GMI GPM (1) GMI GPM (2) GMI GPM (3)

Creeia— 158
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Chaines d’entrainement compareées pour la version générative

B Entrainement supervisé

Modele
Capteurs non GMI - GMI
B Entrainement auto-supervisé © 000 échantillons
—_
Maximise les
Tout capteur  donnaos Tout capteur
. d’'entrainement
B Auto-supervisé + infrarouge disponibles
= ~48 000 échantillon
—
Tout capteur Utilise davantage Tout capteur
de modalités
+ Infrarouge Jentrée

= ~44 000 échantillons
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Taches d’entrainement

Supervised strategy Self-supervised strategy
Reference
instrument
(GMI) One source randomly selected
input input target input as target, others are input
S1 59 Ss Sy |

t3 — At Sample 1

tg — At Sample 2

leeia—~ 160



Input sources Supervised Microwave

SSMIS F19 only
At = -18 min GMI GPM (1) GMI GPM (2) GMI GPM (3) Temperature (K)

K 4

-13.8

- 250

- 200

- 150

Self-supervised
Microwave only

Ml GPM (1 Ml GPM (2
GMI GPM (1) GMI GPM (2) Groundtruth observation

GMI GPM
At = 0 min

-13.2

[}

RSN N Self-supervised E

" =SS(I\)/I2I§1 2;6min Microwave+Infrared ©
— - GMI GPM (1) GMI GPM (2) GMI GPM (3)

-23.5

Longitude

zla—
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Input sources Supervised Microwave
SSMIS F19 only

At =18 min GMI GPM (1) GMI GPM (2) GMI GPM (3 Temperature (K)

= .

- 250
-22.5
- 200
= 180N
Supervisé, Auto-supervisé, Auto-supervisé, 4F¢
micro-ondes seules micro-ondes seules micro-ondes + infrarouge Rererence

-23.5

Longitude
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Version générative : ablations

0p)

o

(a'd Moyenne = 4,08
O 47

Moyenne = 3,54

Moyenne = 3,26

Supervised

Microwave only

Self-supervised Self-supervised
Microwave only

Microwave+Infrared
Model




Résultats

Model Training strategy Input sources CRPS RMSE MAE MAPE (%)
type

Deterministic Self-supervised MW+IR [9'12‘,33'45] [5'05;"1322] [2.23-,226.301
E};;’thg S;g;_gfgg S Rty [4.03,0214] [10.71;),'%21.07] [6.1?).,22.38] [2.7%,729.84]
EllstVZhing Self-supervised MW only [3.4?5,5;1.60] [9.5?3',75.85] [5.23',351.39] [2.3?)',3;1.39]
ilzzzhing S ORI [3.231',2??31] [8.8%,091.13] [4.6‘;.,7283] [2.0%,029.13]

Les crochets indiquent les intervalles de confiance a 95 %




Score de probabilité classé continu (CRPS)

CRPS(F, x) = — /OO (F(y) — 1{y = x})*dy

o Une autre formulation évite de calculer cette intégrale

o Le CRPS peut étre directement comparé a la MAE d’une prévision
déterministe

e L'Energy Score est I'extension multivariée du CRPS

Lectures complémentaires sur ces mesures et d’autres pour évaluer les prévisions
probabilistes :

Raftery & Gneiting (2007) Strictly Proper Scoring Rules, Prediction, and Estimation. JASA



PSD

. . . , .
Evaluation par rapport au modele déterministe -

spectre
PSD - Channel: 37.0H PSD - Channel: 37.0V PSD - Channel: 89.0H PSD - Channel: 89.0V
106 - 0° -
106 4
104 104 ] 104 4 104 1
) o [a) 2 |
102 A T N 107 A @ 1071 o 10
—— Deterministic
10° { —— Flow matching 100 - 109 - 10° -
—— target
1072 b ———————— 1072 L— SIS e 1072 e — : 1072 o e
1072 1071 1072 10°1 1072 10°1 1072 1071
Frequency Frequency Frequency Frequency
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L'IA générative pour :

v’ Prévision probabiliste
* ArchesWeatherGen : prévision météo efficace entrainée a 1,5°

* ArchesClimate : émulation, interpolation et extrapolation du climat décennal

v’ Fusion de données avec alignement probabiliste de domaines
* MotifGen : un modele génératif, multisource et auto-supervisé pour apprendre a
partir de données géospatiales

[ L'alignhement de domaines probabiliste et la descente d’échelle

* ClimAlign : descente d’échelle générative non appariée avec alignement de domaines

* SerpentFlow : alignement de domaines génératif non apparié par décomposition en
structure partagée (avec application a la descente d’échelle)




100 years
10 years
1 year

1 month

1,000,000 s

1 week o
Extratropical

100,000 cyclones:

Bl S T R 4 A R R R I I R R R SRR SRR EPEPEPEPIP R )

1 day
10,000's Tornadoes

1 hour

1,000 Clouds/

turbulence Clouczl/mesoscale modiels

Phenomenon time scale

100s

Large eddy s1mulat10n
models : :
DNS turbulence models

Mesoscale § Synoptic Scale

1 min

1s

0.01s

10°m 102m1m 100 m 1 km 10 km 100 km 1000 km 10,000 km 40,000 km

[Gettelman et al., Science Advances, 2022] Phenomenon space scale Earth circumference
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LAY 7, S
FRANCAISE

Liberté

Egalité
Fraternité

Descente d’échelle non supervisée des modeles
climatiques par alignhement de domaines:
application aux champs de vent.

Julie Keisler, Boutheina Oueslati,
Anastase Charantonis, Yannig Goude,
Claire Monteleoni

Actes de Climate Informatics 2026
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Descente d’échelle des modeles
climatiques

Résolution spatiale grossiere : les MCG fonctionnent a ~100 km ou plus et

ratent des processus locaux essentiels

: e Représentation limitée : les structures fines comme les effets

topographiques et les contrastes terre-mer sont mal captées MCG ACCESS-ESM1 sur la France sur 5
jours

~» Biais systématiques : les sorties des MCG s’écartent
nettement des régimes climatiques observés

Etudes d’impact locales compromises : les sorties brutes

des MCG ne suffisent pas pour évaluer les régimes de vent

futurs en vue de la planification énergétique ERAS sur la France sur 5 jours

lreeia—
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La descente d’échelle comme alighement de domaines non apparié

Apparié Non apparié

S

* MCG : trajectoires physiquement plausibles

» Réanalyses : la séquence météo historique réelle > MCG et réanalyse ne sont pas appariés

* Descente d’échelle = alignement de distributions : projeter les sorties du MCG sur la distribution
de la réanalyse

e

lrezia—~



Limites des méthodes statistiques classiques

Méthodes fondées sur les distributions

e Quantile mapping, CDF-t (Michelangeli et al. 2009), correction des lois marginales

Méthodes multivariées (transport optimal)
 R2D2 (Mehrotra & Sharma 2020), dOTC (Robin et al. 2019)

Malédiction de la dimension : les méthodes classiques ne parviennent pas a

modéliser toutes les interactions en jeu

— Méthodes fondées sur I'lA /

I’'apprentissage profond

lrn

za—



L'IA générative pour la descente d’échelle

Modele d’IA -

) i |

g

¢ |1

!

Avantages

* Apprend la distribution jointe compléete des champ
haute résolution
* Génere plusieurs réalisations

0.2 1

0.1 A

Défis
» Données non appariées — pas de vérité de terrain £

* Les méthodes implicites peuvent dériver par rappor
au Slgnal du MCG S Diffusion Bridge

—— ClimAlign

n Wind Speed (m/s)

= projections peu fiables 2002 2005 2008 2011 2014 2017 2020
(ClimAlign/Groenke et al. 2020, ponts de diffusion/Bischoff & Deck 2024) e




SerpentFlow : introduire des pseudo-paires

SerpentFlow

SerpentFlow est une méthode générative fondée sur I'lA pour I'alignement de domaines non apparié par

décomposition en structure partagée
Wind Speed

Vitesse moyenne du vent
du MCG

Wind Speed Wind Speed

Séparer les
hautes et les
basses
fréquences
spatiales

&zua.,-



SerpentFlow : introduire des pseudo-paires

SerpentFlow est une méthode générative fondée sur I'lA pour I'alignement de domaines non apparié par

décomposition en structure partagée
Wind Speed

Vitesse moyenne du vent
du MCG

Wind Speed Wind Speed

Séparer les
hautes et les
basses
fréquences
spatiales

Wind Speed

Wind Speed

I

Wind Speed

Vitesse moyenne du vent

Séparer les
hautes et les
basses
fréquences
spatiales

SerpentFlow



SerpentFlow : introduire des pseudo-paires

SerpentFlow

SerpentFlow est une méthode générative fondée sur I'lA pour I'alignement de domaines non apparié par

décomposition en structure partagée
Wind Speed Wind Speed

Vitesse moyenne du vent

Vitesse moyenne du vent ERA5

du MCG

Basses fréquences spatiales

F____________\

Wind Speed I Wind Speed Wind Speed Wind Speed
‘ Séparer les
Séparer les I hautes et les
hautes et les I basses
basses fréquences
fréquences | spatiales
spatiales |

Y S S S S IS IS S B B B e e
Structure partagée (distribution) : on ne peut pas
distinguer les données du MCG de celles d’ERA5

lrezia—~



SerpentFlow : introduire des pseudo-paires

SerpentFlow

SerpentFlow est une méthode générative fondée sur I'lA pour I'alignement de domaines non apparié par

décomposition en structure partagée
Wind Speed Wind Speed

Vitesse moyenne du vent

Vitesse moyenne du vent ERA5

du MCG

Basses fréquences spatiales

F____________\

Wind Speed Wind Speed Wind Speed Wind Speed

Séparer les
Séparer les hautes et les
hautes et les basses
basses fréquences
fréquences spatiales
spatiales
Hautes e e o o o = o o = = o = Hautes
fréquences Structure partagée (distribution) : on ne peut pas fréquences
spatiales : distinguer les données du MCG de celles d’ERA5 spatiales :

nronroc ALl nronroc ALl

MTrUprcoou MTrUprcoou

domaine domaine rr2de



Trouver automatiquement la fréquence de coupure

Wind Speed Wind Speed

. Données
— Classifieur —  BRou
Filtre passe- Filtre passe- HR?
bas(HR) de bas(BR) de \ /
fréquence de fréquence de
coupure w coupure w

* Cesser de réduire la fréquence de coupure quand lI'exactitude <=
60 %
* Fréquence souvent trouvée ~= résolution effective du MCG
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Chaine SerpentFlow

Entrainement
A v v
u u u u
Max wind speed ) Max wind speed Max wind speed Entrainer . " Maxwing speed k
rmp— Fllt;fézizsrfc_s?jsé de Wind Speed Wind Speed rapproche m—m—
coupure Ajouter du bruit générative ‘
W, sm;r,les hautes fo

Référence (obs./réanalyse) Référence (obs./réanalyse)
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Chaine SerpentFlow

Entrainement

Max wind speed .
Filtre passe-bas, de

fréquence de
coupure

W

—

Wind Speed

Référence (obs./réanalyse)

Inférence

Max wind speed

Filtre passe-bas, de
fréquence de
coupure

We

—

Wind Speed

MCG interpolé

u

Max wind speed

Wind Speed

Max wind speed

Wind Speed

u

Max wind speed

Wind Speed

Ajouter du bruit
sur les hautes
P

u

o= =

Max wind speed

(= e = e =

Wind Speed

Ajouter du bruit Fiie :

sur les hautes
hﬁ;' S

Inférence avec Wind Speed

.!!z{?

SerpentFlow

u

Entrainer ; _Max vind speed '
I'approche Wind Speed
générative -~

fo -
N

Référence (obs./réanalyse)

Max wind speed

fo *
—

MCG apreés descente d’échelle

e

lrezia—~
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Chaine SerpentFlow

SerpentFlow

Entrainement Distribution jointe

F_________________H

I v :

u

I Max wind speed Max wind speed
Filtre passe-bas, de Wind Speed Wind Speed
fréquence de [ .
coupure | Ajouter du bruit i '
’LU sur les hautes ' :

u

Entra?ner Max wind speed
T )
I’approche Wind Speed
générative . ‘
fo

Référence (obs./réanalyse)

Max wind speed

Wind Speed
—

Ty

e

Référence (obs./réanalyse)

Inférence

u

o= =

Max wind speed

[ e = =

Wind Speed

Max wind speed Max wind speed

Max wind speed

Wind Speed Wind Speed

Inférence avec
fo

Wind Speed B
fréquence de

coupure

We

—

Ajouter du bruit

sur les hautes
hﬁ;' S

MCG interpolé MCG apreés descente d’échelle

I
I
[
I
[
I
Filtre passe-bas, de I
I
[
I
[
|
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Avons-nous approché la distribution d’ERA5 ?

Dual FM

T

Principaux constats

* Les méthodes d’AP surpassent CDF-t et R2D2 sur la structure spatiale.
* SF 1200 km (1 membre) : meilleure approximation de la distribution d’ERA5
I"ERAS.
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Avons-nous approché la distribution d’ERA5 ?

ERA5 GCM CDF-t R2D2 Dual FM

T

Principaux constats
* Les méthodes d’AP surpassent CDF-t et R2D2 sur la structure spatiale.
e SF 1200 km (1 membre) : meilleure approximation de la distribution d’ERA5
* fréquence de coupure plus haute — dérive par rapport a la distribution d’ERAS.




r

Suivons-nous le signal donné par le MCG ?

CDF-t R2D2 Dual FM SF 1200 km

SF 750 km SF 300 km

Principaux constats

}Joddeu sed 9jj2410dwa}l UOIIL|DII0)

1
=

* CDF-t est le plus proche de la dynamique du MCG ; Dual FM ne suit pas la trajectoire
du MCG
* La dérive de SF apparait dans les régions montagneuses

Vé




Perspectives

Fonctionne avec différents MCG, résolutions et domaines irréguliers — ERA5 (25 km) et SAFRAN (8 km)
Surpasse les méthodes statistiques pour modéliser la distribution jointe des données de réanalyse
Par rapport aux autres approches génératives, reste proche de la dynamique du MCG
La fréquence de coupure est interprétable
* Relie directement la séparation des échelles a la résolution effective du MCG

* Gere le compromis entre suivre la trajectoire du MCG et reproduire la distribution de la réanalyse

Limites : vent pres de la surface uniguement — prochaines étapes : autres variables, extrémes, descente

d’échelle temporelle




L'IA générative pour :

v’ Prévision probabiliste
* ArchesWeatherGen : prévision météo efficace entrainée a 1,5°

* ArchesClimate : émulation, interpolation et extrapolation du climat décennal

v’ Fusion de données avec alignement probabiliste de domaines
* MotifGen : un modele génératif, multisource et auto-supervisé pour apprendre a
partir de données géospatiales

v’ l'alighement de domaines probabiliste et la descente d’échelle

* ClimAlign : descente d’échelle générative non appariée avec alignement de domaines

* SerpentFlow : alignement de domaines génératif non apparié par décomposition en
structure partagée (avec application a la descente d’échelle)




Se lancer dans I'lA générative a base de flots

Flow matching

Tutoriels :

Peter Holderrieth et al. (2026) “An Introduction to Flow Matching and Diffusion Models”
Lecture notes and videos: diffusion.csail . mit.edu

Yaron Lipman et al. (2024) “Flow Matching Guide and Code” arXiv:2412.06264

Emile Pierret, Valentine Tosel, Julie Delon, Alasdair Newson (2026) “Flow Matching for
Applied Mathematicians” hal-05538982v1



ementaires sur les méthodes a base de

Lectures comp
flLQrtgfants stochastiques

Cadre général a base de flots pour transporter du bruit vers les données
o Le flow matching et les rectified flows en sont des exemples
® Généralise le cadre : on peut entrainer avec une EDO et échantillonner avec une EDS, ou inversement

Opérateurs neuronaux
Les méthodes a base de flots opéerent dans l'espace des opérateurs, ce qui permet une généralisation indépendante de I'échelle

Modeles de cohérence
Version en une seule étape du flow matching. Domaine de recherche ouvert, avec un peu de théorie et des limites pratiques.

Apprentissage par chaine de Markov inverse

En substance, du flow matching de la basse vers la haute résolution
Xinwei Shen, Nicolai Meinshausen, Tong Zhang (2025) “Reverse Markov Chain Learning: Multi-Step Generative Models for Complex Distributions”

arXiv:2502.13747



https://arxiv.org/abs/2502.13747

Section bonus : I'lA pour I'équité des
donnees climatiques
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« De nombreuses
zones a majoriteé
noire du Sud-Est
[des Etats-Unis]
sont relativement
éloignées des
radars, si bien
gu’il est plus
difficile de

Are Black Americans Underserved by

| Excellent Radar Coverage

Good Radar Coverage

recueillir des

| lons s
les tempétes qui
les frappent. »

Cradit - Iack <illin

Weather radars detect storms |

by sending beams of energy out
into the atmosphere and
listening for energy that
bounces back off rain, snow,
hail, and anything else in the
atmosphere.

The farther a storm is from a

radar site, the less information
we can get about it due to the
beam height rising farther off
the ground, and the beam width
expanding leading to lower
resolution.

High resolution radar data near
the ground can be critical in
many situations such as when
severe thunderstorms and
tornadoes threaten.

Many majority-Black parts of
the Southeast are relatively far
from radar sites, meaning that
it's harder to gather information
about storms impacting these

areas.
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L'IA pour ['équité des donnees climatiques

o Entrainer les modeles dans les régions riches en donnees et les appliquer
dans les régions pauvres en données

o Les entrainer et les valider dans les régions riches en données

o Les affiner avec les données limitées des régions pauvres en données et s’en servir
pour generer davantage de données.

e Contribution a I'équité des données climatiques
- Echelles locales (p. ex. héritage d’injustice environnementale aux Etats-Unis)

- Echelles mondiales :

s Le Nord global a historiquement émis plus de carbone ; c’est aussi la qu’il y a généralement plus
de données



