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cotidiana, también debemos pensar en cdmo maximizar los beneficios para la sociedad y para
nuestro medio ambiente en general».

— Foro Econédmico Mundial (2018), «Harnessing Artificial Intelligence for the Earth»

SR IR W T s




Investigacion en IA frente al cambio climati y por la sostenibilidad ambiental

Tiempo extremo

ADAPTACION

Amenazas en cascada

Transicion energética

MITIGACION Medio plazo

Cambio de uso del
suelo

Emisiones de carbono

Largo

IMPACTOS SE20

Subida del nivel del mar




ADAPTACION

|A para el tiempo extremo y las amenazas en cascada

Pressure
level A
(~altitude)

225 hPa -

Prediccion de trayectorias de huracanes

Prevision de precipitaciones extremas del
monzon indio de verano

500 hPa 4

700 hPa A

Deteccion de avalanchas

[Giffard-Roisin et al., Frontiers 2020] |A generativa para la prediccidn
meteorologica



MITIGACION

Reducir las emisiones de
carbono

Acelerar la transicion a la energia
verde

* Prevision solar y edlica con IA

e |A para lareduccion de escala de datos
solares y edlicos

Reducir el computo de la
modelizacion meteorologica y
climatica

* Unavez entrenada, la IA predice mucho



IMPACTOS

|A para entender y prever el cambio climatico

Usar la |A para aprender las
relaciones entre simulaciones del
IPCC y observaciones

Ozone layer

 Hacer mas robustas las previsiones de
conjuntos de modelos climaticos

* Proyectar la subida del nivel del mar a
largo plazo

 Proyectar las emisiones de carbono a
larcn nlazn

UCAR Science Education



Enfoque: aprovechar todos los datos disponibles

(1 Datos simulados generados por modelos fisicos

(d Modelos de predicciéon numérica del tiempo (PNT)

Horizontal Grid

(Latitude-Longitude) |*

(d Modelos de circulacion general (MCG)
d Modelos climaticos regionales (MCR)

Vertical Grid

- -
(Height or Pressure) |~ s
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Datos de reanalisis

(d Productos en malla a partir de la asimilacidon de datos:
aplica leyes fisicas a las observaciones

Datos de observacion

] Datos de teledeteccion satelital
J Datos in situ




areas de AA subyacentes a muchos de estos problemas
] Fusién de datos

1 Prevision

1 Aprendizaje no supervisado

1 Alineacidn probabilistica de dominios

(1 Reduccidén de escala e interpolacion



Meétodos de A

J Aprendizaje no supervisado

J Aprendizaje profundo generativo



Esqguema para el resto del dia

|. Contexto: |la revolucion de |a IA en |a prediccion
meteorologica

Implicaciones para el estudio del cambio climatico

Il. Métodos de IA: éiqué es el aprendizaje autosupervisado?
Aplicaciones en clima y tiempo

I1l. Métodos de IA: équé es el aprendizaje profundo generativo?

Aplicaciones en clima y tiempo



la revoluci

Parte |: Contexto:

on de la |A en la prediccion
meteorologica
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La revolucion silenciosa de la prediccion meteorologica

e La predicciéon numérica del tiempo (PNT) ha
progresado de forma constante en las ultimas
décadas

e Un gran logro cientifico

o Un problema de simulaciéon complejo resuelto
de forma rutinaria en centros de prediccion
operativos de todo el mundo

e Gran valor socioecondmico

o Mitigacion de amenazas climaticas, logistica,
prevencion de pérdidas materiales, ...

Crédito de las primeras diapositivas: David Landry (INRIA Google DeepMind)

REVIEW

doi:10.1038/nature14956

doi:10.1038/nature14956

The quiet revolution of numerical

weather prediction

Peter Bauer', Alan Thorpe' & Gilbert Brunet?

Advances in numerical weather prediction represent a quiet revolution because they have resulted from a steady
accumulation of scientific knowledge and technological advances over many years that, with only a few exceptions,
have not been associated with the aura of fundamental physics breakthroughs. Nonetheless, the impact of numerical
weather prediction is among the greatest of any area of physical science. As a computational problem, global weather
prediction is comparable to the simulation of the human brain and of the evolution of the early Universe, and it is
performed every day at major operational centres across the world.

posed that the laws of physics could be used to forecast the

weather; they recognized that predicting the state of the atmo-
sphere could be treated as an initial value problem of mathematical
physics, wherein future weather is determined by integrating the gov-
erning partial differential equations, starting from the observed current
weather. This proposition, even with the most optimistic interpretation
of Newtonian determinism, is all the more audacious given that, at that
time, there were few routine observations of the state of the atmosphere,
no computers, and little understanding of whether the weather possesses
any significant degree of predictability. But today, more than 100 years
later, this paradigm translates into solving daily a system of nonlinear
differential equations at about half a billion points per time step between
the initial time and weeks to months ahead, and accounting for dynamic,
thermodynamic, radiative and chemical processes working on scales
from hundreds of metres to thousands of kilometres and from seconds
to weeks.

A touchstone of scientific knowledge and understanding is the ability
to predict accurately the outcome of an experiment. In meteorology, this
translates into the accuracy of the weather forecast. In addition, today’s
numerical weather predictions also enable the forecaster to assess quan-
titatively the degree of confidence users should have in any particular
forecast. This is a story of profound and fundamental scientific success
built upon the application of the classical laws of physics. Clearly the
success has required technological acumen as well as scientific advances
and vision.

Accurate forecasts save lives, support emergency management and
mitigation of impacts and prevent economic losses from high-impact
weather, and they create substantial financial revenue—for example, in
energy, agriculture, transport and recreational sectors. Their substantial
benefits far outweigh the costs of investing in the essential scientific
research, super-computing facilities and satellite and other obser-
vational programmes that are needed to produce such forecasts®.

These scientific and technological developments have led to increas-
ing weather forecast skill over the past 40 years. Importantly, this skill
can be objectively and quantitatively assessed, as every day we compare
the forecast with what actually occurs. For example, forecast skill in the
range from 3 to 10 days ahead has been increasing by about one day per
decade: today’s 6-day forecast is as accurate as the 5-day forecast ten
years ago, as shown in Fig. 1. Predictive skill in the Northern and
Southern hemispheres is almost equal today, thanks to the effective

ﬁ t the turn of the twentieth century, Abbe' and Bjerknes® pro-

use of observational information from satellite data providing global
coverage.

More visible to society, however, are extreme events. The unusual
path and intensification of hurricane Sandy in October 2012 was pre-
dicted 8 days ahead, the 2010 Russian heat-wave and the 2013 US cold
spell were forecast with 1-2 weeks lead time, and tropical sea surface
temperature variability following the El Nifio/Southern Oscillation phe-
nomenon can be predicted 3-4 months ahead. Weather and climate
prediction skill are intimately linked, because accurate climate predic-
tion needs a good representation of weather phenomena and their stat-
istics, as the underlying physical laws apply to all prediction time ranges.

This Review explains the fundamental scientific basis of numerical
weather prediction (NWP) before highlighting three areas from which
the largest benefit in predictive skill has been obtained in the past—
physical process representation, ensemble forecasting and model initi-
alization. These are also the areas that present the most challenging
science questions in the next decade, but the vision of running

— Day3NH — Day 5 NH — Day 7 NH — Day 10 NH
Day 3 SH Day 5 SH Day 7 SH Day 10 SH
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95.5
920
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Forecast skill (%)

Figure 1 | A measure of forecast skill at three-, five-, seven- and ten-day
ranges, computed over the extra-tropical northern and southern
hemispheres. Forecast skill is the correlation between the forecasts and the
verifying analysis of the height of the 500-hPa level, expressed as the anomaly
with respect to the climatological height. Values greater than 60% indicate
useful forecasts, while those greater than 80% represent a high degree of
accuracy. The convergence of the curves for Northern Hemisphere (NH) and
Southern Hemisphere (SH) after 1999 indicates the breakthrough in exploiting
satellite data through the use of variational data'®.

*European Centre for Medium-Range Weather Forecasts, Shinfield Park, Reading RG2 9AX, UK. 2Environment Canada, Trans-Canada Highway Dorval, Québec HOP 1J3, Canada.
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La revolucion silenciosa de la prediccion meteorologica

ECMWF HRes
ACC 500hPa geopotential height (12-month running mean)
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Primeros modelos IA-PNT

e Desde 2022, varios equipos de investigacion han usado redes neuronales profundas para la
prediccion meteoroldgica a medio plazo
e La calidad de algunos de estos modelos llegd a ser ~equivalente a la de los mejores modelos de PNT

TECHNICAL REPORT 1

Pangu-Weather: A 3D High-Resolution System
for Fast and Accurate Global Weather Forecast

Forecasting Global Weather Kaifeng Bi, Lingxi Xie, Hengheng Zhang, Xin Chen, Xiaotao Gu, and Qi Tian™, Fellow, IEEE
with Graph Neural Networks

Abstract—In this paper we present Pangu-" Wealher a deep Iearnlng based system fov fas( and accurale g\obal wea(her Iorecasl For
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Ahorro computacional de estos primeros modelos |A-PNT

Modelo

Entrenamiento

Inferencia

Pangu-Weather

16 dias en 192 GPU
V100

Prevision a 24 horas
1xV100
1,4 segundos en

*Mayor resolucion

GraphCast 21 dias en 32 Cloud | Prevision a 10 dias
TPU V4 (~128 GPU) | 1 Cloud TPU V4
< 60 segundos
PNT (ECMWF - Prevision a 10 dias
HRES) 1/3/6 horas

Cluster HPC de 11
664 nucleos




Arquitectura de GraphCast

doi:10.48550/arXiv.2212.12794

a) Input weather state

b) Predicting the next state c) Rolling out a forecast

GraphCast



http://doi.org/10.48550/arXiv.2212.12794

|A para la prediccion meteoroldgica: un nuevo

paradigma

\

Global Observing System ECMWF model

Sl g;f@ \”

Assimilation
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Figura: Centro Europeo de Previsiones Meteoroldgicas a Medio Plazo (ECMWF)

Asimilacion de datos]— Conjunto de datos ERAS
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Simulacion con
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P (Prevision)



La revolucion de la 1A en |la prediccion meteorologica

Desde 2022, diversos modelos de aprendizaje profundo han mostrado un rendimiento de prevision comparable o
MEJOR que la prediccion numérica del tiempo (PNT), el estado del arte anterior.

Global Observing System ECMWF model

S,y

\ s Datos de entrenamiento: ERAS5, un conjunto
_SBD producido por asimilacion de datos
QB

Data
Assimilatnon

Tarea de entrenamiento: autorregresion: Pre

a 6-24 horas
 Desplegado para prever a 7-10 dias

T = ™ T
2010 2020

[Sitio web del Centro Europeo de Previsiones Meteoroldgicas a Medio Plazo (ECMWF)] 2



. Aurora rollout from noisy initialization (1o, £=2.5°)
Despliegue

S initialization 8 rollout steps 40 rollout steps 900 rollout steps

0 100 200 300 0 100 200 300 0 100 200 300 0 100 200 300

220 240 260 280 300 320
(K)

1 rollout step 8 rollout steps 56 rollout steps

0 100 200 300 0 100 200 300

B | B |
260 270 280 290 260 270 280 290 260 280 300 260 280 300
T2m [K] T2m [K] T2m [K] T2m [K]

Figure A.9: 2-meter temperature predicted at different time stamps when (top) inputs are perturbed with an additive
Gaussian random field with coefficient of variation 02 (where o is the standard deviation of the physical variable) and

correlation length of 10 pixels (equivalent to 2.5°), (bottom) surface and atmospheric variables are initialized with a cat
picture.

Lehmann et al., (2026) "Can Al Weather Models Predict Beyond Two Weeks?” arXiv:2605.30184



|A para la prediccidon meteoroldgica: un nuevo paradigma

Memory
Time
per atmospheric state:
45+ years
’ : 0.25° | 0.94 GB \
1979 2024 l X 6.25
0'10 509 GB
Hourly 721 x 1440 x 240 I ‘
0.25° resolution
~400,000 timesteps
37 levels X 6 vars + 18 surface o N
ArchesWeatherGen:
Generador meteorolégico de
o 4 |A frugal [Couairon et al.,
Reanalisis ERAS del ECMWF ~ 13 PetabYteS H{  Science Advances, 2026]
Figura: Emmanuel de Bézenac (INRIA) ,




ArchesWeather

[Couairon et al., ArchesWeather: an efficient Al weather model at 1.52 resolution
ICML 2024 workshop on Earth System Modeling]

Novedades de ArchesWeather:
- Entrenamiento con datos de resolucion

Pangu-Weather: A 3D High-Resolution System for Fast and mas gruesa
Accurate Global Weather Forecast [Bi et al., Nature, 2023] - Sustitucién de la atencién 3D por:

3D Earth-Specific Transformer

“ @ Patch

Embedding =
Layer 1 Layer 4
Earth-Specific Blockx2 > Earth-Specific Blockx2 f
(8x 360 % 181 % () (8 % 360 x 181 X C) p
Upper-air Variables ) 4 4 Upper-air Variables
(13 x 1440 X 721 X 5) s down-sampilag : up-sampling (13 x 1440 x 721 X 5)
4 v : :
Layer 2 Layer 3
4x4 Earth-Specific Blockx6 »| Earth-Specific Blockx6
S 1_ Patch (8% 180 x 91 x 2() (8 x 180 x 91 X 2C)
[ Embedding
b -
— Encoder Decoder . . .
w0 2D attention windows 1D column attention
Surface Variables Surface Variables latitud + altitud 73
(1440 x 721 x 4) |ong|tud

(1440 x 721 x 4)



Relative RMSE improvement over IFS HRES (%)

RES. COST 7500 T850 Q700 U850 V850 T2m SP  Ul0mM V10m
) m?/s* K g/kg m/s m/s K Pa m/s m/s
IFS HRES 42.30 0.625 0.556 1.186 1.206 0.513 60.16 0.833 0.872
A rC h e S \Ne at h e r PANGU-WEATHER 0.25° 2880 44.31 0.620 0.538 1.166 1.191 0.570 55.14 0.728 0.759
NEURALGCM 0.25° 16128 37.94 0.547 0.488 1.050 1.071 N/A N/A N/A N/A
FuX1 0.25° 52 40.08 0.548 N/A 1.034 1.055 0.532 49.23 0.660 0.688
GRAPHCAST 0.25° 2688 39.78 0.519 0.474 1.000 1.02 0.511 48.72 0.655 0.683
KEISLER 1° 11 66.87 0.816 0.658 1.584 1.626 N/A N/A N/A N/A
SPHERICALCNN 1.4° 384 54.43 0.738 0.591 1.439 1.471 N/A N/A N/A N/A
STORMER 1.4° 256 45.12 0.607 0.527 1.138 1.156 0.570 53.77 0.726 0.760
NEURALGCM ENS (50) 1.4° 7680 43.99 0.658 0.540 1.239 1.256 N/A N/A N/A N/A
ARCHESWEATHER-S 1.5° 9 48.92 0.650 0.542 1.289 1.325 0.562 60.30 0.833 0.873
1 imi ARCHESWEATHER-M 1.5 18 4496 0.615 0.527 1.219 1.251 0.539 56.22 0.783 0.819
Com promiso de rend Imiento ARCHESWEATHER-MXx4 1.5° 36 41.93 0.593 0.513 1.172 1.203 0.517 52.22 0.749 0.783
£ . ®GraphCast g yeyralGeM
oFux RMSE, plazo de 24 horas
10 1
5 4 _ @ stormer NeuralGCM ENS Mean
ArchesWeather-Mx4 Pangu-Weather
ArchesWeather-L
OT-72%" ArchesWeather-M™ T TTTTTTTTTTTTTT IFS HRES |
ArchesWeather-S
-5 4
-10 1 eSpherical CNN
_15 -
—20 1 iiKeisler GNN
10* 10? 103 104 10° 24

Training Budget (V100 days)



Por qué pasar a la generacién de conjuntos...

Ground truth

Deterministic Pred
. <3
m | e -
K
" -

1 .

Prevision de Q700a 24 h
fecha de inicializacion: 28 sept. 2019

La prediccion determinista muestra un suavizado

irreal
Probar la generacion de conjuntos mediante

entrenamiento por difusion
Objetivo: cada miembro muestreado debe ser mas

fisico

25



ArchesWeatherGen

[Couairon et al., Science Advances, 2026]

Red troncal: ArchesWeather (variante del Swin U-
Transformer), 44 M de parametros

Entrenado con Flow Matching

Inferencia con 25 pasos de muestreo cada
24 horas

Despliegues con una muestra cada 24
horas. Esta salida se reinyecta en el
modelo entrenado y se repite.

EnsMean RMSE skill score over ENS (%)

fCRPS skill score over ENS (%)

3-10 days average

3-10 days average

5%

3% -

1% -

0%

5%

3% A

1% -

0%

-1% -

-3% -

-5% -

Training Budget (V100-days)

{ @ ArchesWeatherGen
NeuralGCM Ens O
@ DDPM(ArchesWeather backbone)
e\ _IFSENS
102 103
Training Budget (V100-days)
érchesWeatherGen
- NeuralGCM Ens e
DDPM(ArchesWeather backbone)
o FuXi
__________________________________ IFSENS ________
. ArchesWeather-Mx4
GraphCast @
102 103 104



A r C h e S W e a t h e r G e n Geopotential Temperature Humidity Wind Speed
S00h#a geopotential CRPS (kg /m?) B50hPa temperature CRPS [K) 700nPa specific humidity CRPS [gxg] B50nPa wing speed CRPS [mis)

IFSENS 22 58 114 262 323 032 053 076 132 154 022 039 050 069 075 056 097 135 194 210

5% -1' ArchesWeatherGen GenCast (oper.) 21 57 113 261 319 -. 069 128 152 021 035 047 066 073 053 090 128 191 207

NeuralGCMEns @ NeuralGCMENS 22 54 108 253 318 033 049 071 129 154 - 037 048 067 075 . 095 130 191 210

GenCast 20 54 108 255 317 -.. 128 153 022 036 048 067 075 052 089 127 190 208
ArchesWeatherGe1 254 0.29 . 069 128 023 036 ! 0.93

s | @ DoPMGhesweather backsene N"l!ml. WEanE - IIIII IIII

. IFS ENS
0% T———==— i ———— e [days] Lead tlme [days] Lead tlme [days] Lead tlme [days]

v Training Budget (Vigo-days) I Re n d I m I e nto ! 10 3 :1 i é 5 10 20 50
vangual rdla con

2
=S
1

ML / hybrid models

fCRPS skill score over ENS (%)
3-10 days average

Lct\cr —% dlfference in RMSE vs IFS HRES — Worse

5%
— r 1 17 ] X = 2mTempera Surface Pressure 10m Wind Speed Precipitation
2\°, rchesWeatherGen 225 (Pa) CRPS [mvs] 24h precipitation CRPS [mmh)
A ) - MUCHO menos RS
z NeuralGCM Ens - 2 31 ¢ 118 246 296 034 056 078 112 121 064 097 124 165 177
5 o DDPM(ArchesWeather backbone) ' COmPUtO!
Sg’ 1% A 2 FuXi = GenCast (oper.)~ paes B33 " 047 981 095 269061 115 246 291 . 051 074 110 119 061 088 114 159 173
ve IFS ENS g .
2o ) E GenCast o.zo‘k 048 032 097 24 ' 109 239 290 .- 072 108 119 .. 112 157 172
= >-1% -1 >
<3 @ ArchesWeather-Mx4 < N ,
wo S esWeatherGen 024 036 (50 (.84 ¥ m 035 054 075
wn
S oh -3% -
ﬂz e T Illl! llll - I -
8 ) 1 ' l L
S 5% - 1 3 5 10 15
c Lead tlme da S Lead t:me da S Lead tlme da S Lead time [days
s GraphCast . [ yl [ yl [ y] [days]
10? 10° 10 -50 -20 -10 -5 -2 -1 1 2 5 10 20 50
Training Budget (V100-days) Better «— % difference in RMSE/SEEPS vs IFS HRES — Worse

[Couairon, Singh, Charantonis, Lessig, Monteleoni, Science Advances, 2026] Tablas de puntuacion en WeatherBench 2 de Google



Una trayectoria de ejemplo

850hPa Temperature Title

850hPa Wind

o v b A »iSElEeEEENE. . L .

i
P NI c el o SR

Ny

850hPa Specific Humidity




Distintas semillas - Q700

Seed 0 Q700 for a few seeds Seed 1




Diversidad de los miembros del conjunto; plazo de 10 dias




Caso de estudio: Lorenzo - Q700 - inicializacion 25
sept. YA1a

Conditioning Ground truth Deterministic Pred

Specific Humidity (kg/kg)




ArchesClimate: emulacion de modelos climaticos con A

Cadena: ArchesWeatherGen modificado: TESiS dOCtoraI €n curso de Graham Clyne
Sin atencién 1D por columnas Director principal: Anastase Charantonis

Inclusion de forzamientos

Datos de entrenamiento: simulaciones de modelos
climaticos (IPSL DCPP)

Entrenamiento: predecir un mes por delante

Despliegues con una muestra
cada mes. Esta salida se reinyecta en el modelo
entrenado y se repite.

fo(Xe) + go(Xers — folX¢t))

Clyne et al., resultados preliminares presentados en EGU 2025 y Climate Informatics 2025



Variables de entrada y forzamientos

sfc Wind —— = > -
rasmax —-t‘-“‘ = co
tasmin = 4 i
tas
evspsbl —= CFgélleq
theta0t2000 |
thetaot300

theta0t700
20d

los %?

Variables de estado: superficie, atmdsfera Forzamientos




net flux

" ArchesClimate
IPSL-DCPP

Despliegues decenales
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Resultados
oreliminares
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Extrapolar escenarios de modelos climaticos

Global-mean surface mole fraction (ppm)
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2060

2070

55P1-19

2080
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Datos de
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Interpolacion y extrapolacion en el espacio de escenarios
de modelos climaticgSe et

, en preparacion

- Specific Humidity
- Air Temperature
- Eastward Wind

- Northward Near-Surface Wind - Northward Wind
- Eastward Near-Surface Wind - Geopotential
- Precipitation Height

- Near-surface air temperature

- Evaporation including sublimation

and transpiration

- Total positive downward flux

between ocean and atmosphere

- Sea level pressure - Ocean Temperature—
(to 150m depth)




Extrapolacion de
escenarios

Reproducir los
patrones temporales
de El Nino-
Oscilacion del Sur

Power Spectrum of Nino 3.4 Index (SSP 585)

e (o)) (@)
o o o
1

N
o
1

Power spectral density

ArchesClimate flow
IPSL

10°
Period (years)

101

Figure 9. Power spectra for El Nino 3.4 index for SSP5-8.5.

Clyne et al., en preparacion




Parte II: Métodos de |A:
aprendizaje autosupervisado



Aprendizaje supervisado

Dados puntos de datos etiquetados, encontrar una buena regla
de clasificacion.

Describe los datos

Generaliza bien




Aprendizaje no supervisado

¢Qué se puede hacer sin ninguna etiqueta?
Aprendizaje no supervisado

O
O @)
O
O o @) O
O O O
O O O



Aprendizaje no supervisado

¢Qué se puede hacer sin ninguna etiqueta?
Aprendizaje no supervisado

Ejemplo: agrupamiento (clustering)



Aprender de datos «no etiguetados»

* Tareas de aprendizaje no supervisado
1. Agrupamiento

N

Incrustacion (reduccion de dimensionalidad, incluidos métodos no lineales)
Interpolacion

E

s

Aprendizaje de un modelo generativo

Hay enfoques de aprendizaje profundo (AP) para todas estas tareas

e Hay enfoques sin AP para todas estas tareas

Hay enfoques de AP autosupervisados para todas estas tareas




Aprendizaje profundo no supervisado

e AP supervisado. La pérdida de prediccion es funcion de la
etiqueta y y de la salida de |a red para la entrada x.

Salida de la red Funcion de pérdida

* AP no supervisado. La pérdida de prediccion solo depende
de x y de |la salida de la red para |la entrada x. No hay
etiquetay.

Salida de la red Funcion de pérdida

fw(x) =2 L(z,x)



Enfoque autosupervisado del aprendizaje no supervisado

Aprendizaje autosupervisado

Un enfoque de vanguardia del aprendizaje (profundo) no
supervisado

Disefiar una tarea pretexto:

0 Disenar una tarea de aprendizaje supervisado usando solo los datos
disponibles.

0 Entrenar un modelo en esta tarea de modo que

o las caracteristicas aprendidas (o la posterior aprendida sobre un
ocnAacin de caractericticac) cean 1‘itilec nara atra farea (nacteriar)



Tarea pretexto: ejemplo

Ejemplo clasico de tarea pretexto: el autoencoder

* Entrenar una red neuronal de forma no supervisada
* Usar los datos no etiquetados tanto como entrada como para evaluar la salida

* Tras el entrenamiento, |la capa cuello de botella sera una representacion
compacta de la distribucion de entrada

—> Encoder —>i_> Decoder

Original
input

Reconstructed
input

Compressed
representation



Aprendizaje autosupervisado

e Disefar una tarea pretexto que haga aprender caracteristicas utiles.

Vision Pretext Tasks: Masked Prediction

e Denoising autoencoder (Vincent et al. 2008)
o Add noise = Randomly mask some pixels
o Only reconstruction loss

e Context autoencoder (Pathak et al. 2016)
o Mask a random region in the image
o Reconstruction loss + adversarial loss

Lilian Weng, Jong Wook Kim, tutorial NeurlIPS 2021



Aprendizaje autosupervisado

e Disefar una tarea pretexto que haga aprender caracteristicas utiles.

Self-Prediction: Masked Generation

We mask a random portion of information and pretend it is missing, irrespective of the

natural sequence. The model learns to predict the missing portion given other
unmasked information.

Examples:
e Masked language modeling (BERT)

e |mages with masked patch (denoising autoencoder, context autoencoder,
colorization)

Lilian Weng, Jong Wook Kim, tutorial NeurlIPS 2021



Aprendizaje autosupervisado

e Disefar una tarea pretexto que haga aprender caracteristicas utiles.

Self-Prediction

Self-prediction construct prediction tasks within every individual data sample: to
predict a part of the data from the rest while pretending we don't know that part.

» Predict any part of the input from any Time —
other part.
» Predict the from the past.

» Predict the future from the recent past. ’

» Predict the from the present. ’ ’

» Predict the from the bottom. ’ ’

» Predict the occluded from the visible !

» Pretend there is a part of the input you « Past Pt Future —
don’t know and predict that. L‘ Slide: LeCun

(Famous illustration from Yann LeCun)

Lilian Weng, Jong Wook Kim, tutorial NeurlIPS 2021



Aprendizaje autosupervisado: aprendizaje

~Anntractivin
Maximize agreement

Zi = > ZJ
o o)
h; <— Representation — h;
() ()

Figure 2. A simple framework for contrastive learning of visual
representations. Two separate data augmentation operators are
sampled from the same family of augmentations (t ~ 7 and
t" ~ T) and applied to each data example to obtain two correlated
views. A base encoder network f(-) and a projection head g(-)
are trained to maximize agreement using a contrastive loss. After
training is completed, we throw away the projection head g(-) and
use encoder f(-) and representation h for downstream tasks.

Tarea pretexto:

1. Aumentar la entrada x dos ve'g%s’: ajj

2. Aprender una correspg n(?llj ) )
minimizando una funcion de pérdida para
acercar

9(f(%4)), 9(f(Z;5))

T = {9(f(2:)),9(f(Z;))}

T = augi(x),t ~T

SIimCLR : [Chen et al., ICML 2020]



El aprendizaje autosupervisado puede superar al supervisado

x10*
¥Supervised % SimCLR (4x) |

< & ~.*SimCLR (2x) .
o eCPCv2-L
© i
S5 O AsimCLR wome | dMoCo (4 :
S oPIRL-c2x
< AMDIM 4t
- 65 b ¢ eMoCo (2x)
& QCPCVZ PIRL-ens.
@)
= PIRL : 31
- eBigBiGAN
S 60 QMoCo
0 LA renc
&
£ eRotation i

o5 e|nstDisc 1

25 50 100 200 400 626 0 ‘Q N
Number of Parameters (Millions) S S S S S S

SImCLR : [Chen et al., ICML 2020]



Aprendizaje autosupervisado para vuestras

Aanlicarinnec

A. Reconstruction in space (spatial interpolation)
Incomplete satellite data mesee————————)  |nterpolated field

Nadir altimeters (2013-01-05 + 5 days) SWOT altimeter (2013-01-05 & 5 days) Reference model SSH (2013-01-05)

Latitude (deg)

36
qA . e \ J.\
1 Altimeters

341\ Geosat2 » Envisat

e Jasoni e TOPEX/Poseidon
T T T v Y —T J -
296 298 300 302 304

-045 -0.15 0.15 0.45 0.75 1.05
SSH [m]

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]



Interpolacion espaciotemporal no supervisada

MUSTI: Multi-modal Unsupervised Spatio-Temporal Interpolation of satellite
ocean altimetry maps. [Archambault et al. VISAPP 2023]

-

to
Campos SSH de referencia (no
usados en el entrenamiento) e
(Datos SSHalo Iargo\ 7 7 ‘} \
de las trazas satelitaled 1N ;\

Campos SST de un
modelo fisico

\_ J

Datos de entrenamiento Resultados



Aprendizaje autosupervisado para vuestras

anlicacinnec

C. Reconstruction in scales (downscaling)
Low resolution field =————————) High resolution field

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Reduccion de escala de simulaciones de modelos climaticos

Las simulaciones de los modelos
climaticos globales son mas gruesas
(en espacio y tiempo) de lo que
requieren muchas tareas de:

* Adaptacion al cambio climatico

e Mitigacion del cambio climatico

* Proyeccion de impactos a largo plazo

Enfoque: usar IA generativa para
reducir la escala de los datos de
modelos climaticos a escalas
relevantes

Phenomenon time scale

100 years
10 years

1 year

1 month
1,000,000 s
1 week
100,000s

1 day

10,000s

1 hour

1,000s

100s
1 min
1s

0.01s

Clouds/
turbulence

Extratroﬁicafl
cyclones

Large eddy simulation

; models :
. DNS turbulenice models
Mesoscale ' Synoptic Scale

10%m 102m1m 100

Phenomenon space scale

m 1km 10km 100 km 1000 km 10,000 km 40,000 km

Earth circumference

[Gettelman, et al., Science Advances, 2022]



Aprendizaje autosupervisado para vuestras
anlicaciones

B. Reconstruction in time (temporal interpolation)

Intermittent time series ) Completed series

1.5

— (CS2SMOS 20 Landy et al., 2022
1.4 R
= =
: 1.3 :‘ 148
¢ ¢
£1.2 £16
- v
5121 S14
g :
© 1.0
3 g
o | c
v 0.8 [
Z >
< < 0.8
0.7
0.6
) A ! A < . :
LoV o> ,1_0\(’ O O oV O M 0V S 0V h© ,?0\‘ O N ® b
year year

[Bracco et al.,, Machine Learning for the Physics of Climate. Nature Reviews Physics, 2024]




Ejemplo: reduccion de escala temporal
(interpolacion) de datos geoespaciales




¢Por qué no usar simplemente los métodos de |A existentes?

e Las aplicaciones de cambio climatico implican datos geoespaciales que evolucionan
con el tiempo

o Datos de observacidon en malla global mediante asimilacién de datos
o Simulaciones de modelos fisicos (PNT, MCG, MCR)

e Son tensores de valores reales sobre latitud, longitud, tiempo,
y posiblemente varias variables climatologicas

e Los algoritmos de vision por computador para «datos espaciotemporales» se basan
en propiedades de los datos de video que no se generalizan bien a los datos
geoespaciales

o p.ej. profundidad, bordes y «objetos»

o frente a patrones efimeros en fluidos



STINT: interpolacion temporal autosupervisada

SuperSloMo STint Ground Truth

El estado del arte en visidon por computador N
para la interpolacion temporal de video usa el
flujo optico.
Esto es problematico con datos

eoespaciales. /

[Harilal, Hodge, Subramanian, & Monteleoni, 2026]




Limitaciones de trabajos previos: interpolacion bicubica

Fotograma de Fotograma de
referencia referencia

ERAS

Bicubic

Figura. Interpolacion bictbica temporual de campos de trradiancia solar ERAS



Interpolacion de video en vision por
computador

60 FPS

120 FPS




El flujo optico

- Flujo Optico: campo de movimiento pixel a pixel entre

dos imagenes (p. ej. fotogramas de video).

- Codifica la proyeccion 2D «percibida» del movimiento

fisico de los puntos respecto al observador.

I(x,y,t)

I(x+AXx, y+Ay, t+At)

(dx
9 iy —
acen]

time = t+ At

(x+AX, y+Ay)

400 500 600

(fuente: Nvidia OF SDK)



El flujo optico

P , T
Supuestos: i § g:f :
1 ‘ o % : ' -

S o
-

- Desplazamiento pequeno (At).

Sl
3

- Ningan/poco cambio en la luz reflejada.
- Ningan/poco cambio de escala.

e Sin oclusion ni desoclusion.

iNo aplicable a datos geoespaciales!
« Sin nocion de objetos ni de profundidad.

- Las entidades pueden
formarse /deformarse arbitrariamente.

«  Resolucion temporal mucho mas gruesa.
Temperatura horaria NOAA GFS



Objetivo: mejorar la resolucion temporal

La tarea es la interpolacion temporal

Pero no tenemos datos horarios para entrenar

se necesitan técnicas no supervisadas (autosupervisadas).

CMIP6-IPSL

Trihoraria Horaria



El autosupervisado en resumen

Self-supervised Pretext Task Training
Unlabeled Dataset

Usar tareas pretexto/sustitutas de forma
supervisada.

« Etiquetas generadas automaticamente.

—n
S
=

|
N
—n
S
&

|
=>

Knowledge Transfer

L ( > ) i E ( “ ) Supervised Downstream Task Training
: ! Labeled Dataset

Aprendizaje Aprendizaje

: ., tosupervisado
Tare&'FS¥tEis9 recuperacion, clasfticaeion
. . . 4‘\{ Downstream
supervisada o semisupervisada, etc. Taek



Una tarea pretexto para la interpolacion

STINT mprpolauon temporal autosupervisada para datos geoespaciales

[Harilal, Hodge, Subramanian, & Monteleoni, Climate Informatics 2026]

1T =0 T =1
Q f (1o, I1) /©\ (11, I)
S
T =0.5 T =1.5




Una tarea pretexto para la interpolacion

STINT mprpolauon temporal autosupervisada para datos geoespaciales

[Harilal, Hodge, Subramanian, & Monteleoni, Climate Informatics 2026]
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Una tarea pretexto para la interpolacion
temporal

:ZL(T,,;,T}) T = f(f(Tiz1,T3), f(T3, Tign))

T =0 T =
Jb,[1 Z=3

N\
/

Q IQ\,
\

\ ,/




=Siemdy = [T T, f(T Tin)

cycle- cons1stency
loss

Espacio de datos  Espacio de
de entrada predicciones



STINT: interpolacion temporal autosupervisada

T:

R [ ,1\ -----
| |
5 M 1)
i T=% T=1
ooy @ Q :
_____________________ '1 1
M(Ig(;], I H%)

Cycle-consistency 1

A‘ Cycle-consistency 2




STINT: interpolacion temporal autosupervisada

S e e L B e e — |
- —@)— STint
36 - -E} SuperSloMo ]
- Geospatial data /EI :
2 5
% [
< 30|
S
28 |
26 | .
4 | L ) ] ] ] ] ] | L ) ) ]
IPSL SEN12MS ERAS5 UCF101
(3-hourly) (2-hourly) (1-hourly) (25-FPS)

Temporal Frequency

ERAS Solar
SMSE_ () PSNR(1) SSIM (1)
Baseline 0.3086 25.238 0.623
SuperSloMo 0.0907 30.157 0.733
Proposed 0.0561 32.731 0.792
IPSL Wind
Baseline 0.6206 24.097 0.619
SuperSloMo 0.4150 29.713 0.681
Proposed 0.2904 31.167 0.713
CARRA Temperature
Baseline 0.5319 27.832 0.667
SuperSloMo 0.1604 30.276 0.724
Proposed 0.0975 31.908 0.775




STint ERAS

Bicubic

Fotograma de
Fotogramas intermedios referencia

Fotograma de
referencia

Figura. Modelo entrenado con campos de irradiancia solar ERAS e interpolacion (3
fotogramas no vistos) entre las 0:00 y las 8:00.

ulo
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Figura. Resultados de interpolacion temporal en distintos conjuntos de
datos geoespaciales.



Autoencoder: los parametros de las redes codificadora y
decodificadora se entrenan para que la salida se aproxime
a la entrada. Tras entrenar con muchos ejemplos, los
Sl parametros de la capa cuello de botella forman una
representacion compacta de la distribucion de entrada.

Sa

ida



Autoencoder variacional (VAE)

Aprender una distribucion sobre representaciones latentes, en lugar de una uUnica codificacion

T x'

encode sampling decode



Aprender un autoencoder variacional (VAE)

* El codificador es una distribucion, g, que lleva el espacio de datos al espacio latente
— Definido por los pesos de la red 6:
qo(z|)

* El decodificador es una distribucion, p, que lleva el espacio latente al espacio de datos
— Definido por los pesos de la red ¢:

e Ajustar los pesos 8 y ¢ minimizando:

pe(z|2)

Error de reconstruccién Término de regularizacion:

en los datos de entrenamiento penaliza la distancia a un prior simple

@n.z;do ;jn ;; v[ia@eg ﬁerafaj?a‘x 24z)c]on (EM), ﬁ fﬁ’ciz r(eqar variac

onaI

yllp(2))




Ejemplo: VAE para |la deteccion semisupervisada
de anomalias aplicada a la deteccion de
avalanchas



Deteccion de avalanchas
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Fuente de la imagen: https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html



https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html
https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html
https://www.nytimes.com/2017/01/19/world/europe/italy-avalanche.html

[—%Uﬁrvamna*, Sopnie Gifrard-roisin®, Fatima Karbou, Michael Deschatres,
» Karac Nicolas Fckert Cécile Coléou, Claire Monteleoni
Variational autoencoder anomaly-detection of avalanche deposits in satellite SAR imagery. Proc.
10th International Conference on Climate Informatics (Cl) 2020

*Coautoria principal (ﬂ
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Muertes por avalancha segun el ano de
avalanchas
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5 year moving average of fatalities
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Fuente de la imagen: https://avalanche.state.co.us/accidents/statistics-and-reporting/



https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/
https://avalanche.state.co.us/accidents/statistics-and-reporting/

Impactos del cambio climatico

Fuente de la imagen: https:}
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Retos para el aprendizaje automatico

« Fuerte desequilibrio de clases

> Las avalanchas son eventos raros

« Datos de referencia etiquetados dificiles de

obtener
> Accesibilidad del terreno
> Condiciones meteorologicas
> Peligro de avalanchas



El problema de la deteccidon de avalanchas
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Orbit 161 (ascending)

| Orbit 88 (ascending)
D Orbit 66 (descending)
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e Medidas de referencia in situ / /“*\
limitadas

. Météo-France

\/ = NEY

o Imagenes SAR no etiquetadas
« Seguimiento de los Alpes francese
2017-2018
« Satélites Sentinel-1Ay 1B

« 4 caracteristicas: < N
* Coeficientes de retrodispersién en el momento actual y el anterior
* Caracteristicas topoldgicas: pendiente y orientacidn

METEO
FRANCE




Nuestro enfoque

@ Tratar una avalancha como un evento raro, o una
anomalia

@ Entrenar un autoencoder variacional (VAE) con los
ejemplos negativos

® Umbralizar el error de reconstruccion del VAE para
clasificar una nueva imagen

o Cuando los datos etiquetados escasean, el VAE puede
entrenarse sin supervision!



VAE entrenado con ejemplos

negativos

Pre-processed SAR
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VAE entrenado con TODOS los
ejemplos
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Método de referenaa umbrallzauon
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[Karbou et al., International Snow Science Workshop 2018 & EGU 2018]



Evaluacion

Uno de los macizos mas expuestos (de
los 18 de «Todos los Alpes»)

All Alps Haute Maurienne
Balanced Accuracy F1-score Balanced Accuracy F1-score
Baseline 0.58 0.05 0.58 0.12
Supervised - CNN 0.53 0.10 0.53 0.12
Semi-supervised - VAE 0.59 0.1 0.6 0.23
Unsupervised - VAE 0.69 0.14 0.68 0.26

UUIIJMIILU A A = HI UV U T Il VUMW e VT W \—J\—IIIPI\JJ \—LIHM\—LUUUJ

Método de referencia de la literatura sobre deteccidon de avalanchas: umbralizacion
[Karbou et al., ISSW 2018]

Método de referencia de aprendizaje supervisado: red neuronal convolucional (CNN)
entrenada con un conjunto equilibrado artificialmente [Sinha et al., Climate Informatics

2019]




Evaluacion

Curvas ROC para la region de Haute-

Maur'en'ﬂ&eiver operating characteristic curve (ROC)
101

0.8

Method AUCROC | #,,
Supervised - CNN 70.7 :

Semi-supervised - VAE 633 S o0s.
Unsupervised - VAE 75 -

mmmm Unsupervised-VAE
mmm Semi-supervised-VAE
mmm Supervised-CNN

0-0 1 T T T
0.0 0.2 0.4 0.6 0.8 1.0

False Positive Rate



Resumen

e Proponemos un enfoque semisupervisado para detectar
eventos raros cuando los datos etiquetados son limitados

o Esta cadena semisupervisada se basa en gran medida en el
aprendizaje no supervisado

e Puede verse como una forma de sensor virtual



Parte Ill: Métodos de IA:
A generativa




|JA generativa: una distincion

- Probablemente estéis acostumbrados a que el término «JA generativa» se refiera a los grandes
chatbots y agentes comerciales como ChatGPT, Gemini o Claude.

- Para esos sistemas, los modelos de IA generativa se entrenaron con video y texto extraidos de internet

. iPero esa no es la UNICA definicién ni el Gnico uso de la IA generatival!
- Nosotros podemos entrenar modelos de IA generativa desde cero para nuestros problemas

- Para problemas de clima y tiempo NO entrenaremos con texto y video, sino con los datos pertinentes, p. €j.
campos de valores reales medidos en distintas latitudes, longitudes, momentos y quiza alturas en la
atmosfera o profundidades en el océano, como:

* Temperatura
e Radiacion solar

e Humedad

- Hoy veremos los tipos de modelos generativos que luego podréis entrenar para vuestros propios
problemas



Plana Radial
qo K=10 K=2

FEERA)

S

ANANS

Pueden verse como una extension del VAE mas alla de la hipotesis gaussiana en el
espacio latente

r K=101
',

e

aussian

Flujos normalizantes

Uniform

[Rezende & Mohamed, ICML 2015]

- -

Aprender una serie de transformaciones invertibles, {f;}, a partir de un prior simple en el
espacio latente Z, para obtener distribuciones mas informativas en el espacio latente:

2k = fro fk—10---0 fi(20)

cex I




Flujos normalizantes: aplicacion a la reduccion de escala espacial

[Groenke, Madaus, & Monteleoni, Climate Informatics 2020]

ERA: datos de reandlisis, resolucién de WREF: prediccidon de un modelo meteoroldgico numérico,
1°

ERA-I, max temperature

=]
@
n
N

306.

3048
303.0
3011
2993
297.4
2955

O HOULOM M

max temperature (K)

@ 3
=
0~
@ 4

ERA-I, precipitation WRF-8, precipitation

151.4
11345
177 E
100.9 =
84.1
67.3
50.5
36
16.8
0.0

precipitation (m




100 years
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1 day
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1 hour

1,000 Clouds/
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100s
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DNS turbulence models

Mesoscale § Synoptic Scale

1 min

1s

0.01s

10°m 102m1m 100 m 1 km 10 km 100 km 1000 km 10,000 km 40,000 km

[Gettelman et al., Science Advances, 2022] Phenomenon space scale Earth circumference



La reduccion de escala como alineacion de dominios

* Tarea de alineacion de dominios: dadas variables aleatorias X, Y, aprender una
aplicacion f: X Y tal que, paratodox. Xey; Y,
eec .
f(x;) ~ Py [~ (yi) ~ Px
e La reduccion de escala como alineacion de dominios

e Dadas muestras i.i.d. a baja resolucion (X) y alta resolucion (Y)

e Aprender la densidad conjunta de X e Y suponiendo independencia
condicional a través de un espacio latente comun Z,

Pxy(z,y) =/

Pavz(e.y.2)ds = [ Plal2)P(yl2)Po(e)d:
AYA

zZEL

* ModelarP(z|z), P(y|z) con AlignFlow [Grover et al. 2020]

e Partiendo de un prior simple sobre P,, aprender flujos normalizantes
* iNo hace falta emparejar ejemplos x e y!



Arquitectura de ClimAlign

fx:ZoX

X

layer
Input Squeeze x K
(Low resolution, upsampled)

Input to next

Latent

variables

l Reshape/Concat x L

Parametros de la red a aprender:@, ) :
f¢ X~ Z
gy - Y &7

\_

Latent variables

~ Pz

Y

Input

Squeeze

(High resolution)

[----5‘??@?9?{@”"""“'-

Latent variables

Input to next
layer

La arquitectura sigue a AlignFlow
[Grover et al., 2020]

Flujo normalizante: Glow [Kingma
& Dhariwal, 2018]



Comparacion con referencias supervisadas

Temperatura maxima diaria

Region Method RMSE Bias Corr
BCSD 1.51 £ 0.15  -0.02 £ 0.21  0.93 £ 0.05
SE-US BMD-CNN 1.30 + 0.12 0.03 + 0.13 0.90 £+ 0.05
ClimAlign (ours) | 1.56 & 0.13 -0.005 + 0.22 0.87 £ 0.06
e Ly .. BCSD 1.54 +0.23 0.01 £ 0.10 0.95 £+ 0.03
Precipifaci@n diafilp_cxn | 1.25 £ 014 -0.06 + 0.05  0.93 + 0.02
ClimAlign (ours) | 1.58 + (.18 0.03 £+ 0.15 0.89 4+ 0.04

Region Method RMSE Bias Corr
BCSD 27.32 + 5.0 0.95 + 1.4 0.39 + 0.07
SE-US BMD-CNN 14.11 + 2,18 -0.23 £ 047 0.50 £+ 0.10
ClimAlign (ours) | 18.40 +2.64 0.08 + 0.86 0.42 £+ 0.07
BCSD 8.90 + 2.30 0.41 4+ 0.26 0.61 + 0.06
P-NW BMD-CNN 5.77 £ 0.72 -0.18 £ 0.61 0.70 £ 0.03
ClimAlign (ours) | 7.33 £+ 0.69 0.54 £ 0.54 0.67 £ 0.03




ClimAlign: reduccion de escala generativa no supervisada

=~ r~ - s ol 3
ar B8~ a w’@ o

q. ¥ * - - y . od
L Al -
k -
.. 24.50
- 2178
£
*’\,l’_v\/\ "\_,fv\/\ 19.06 £
16.34 ¢
Q
1361 %
10.89 5
o
817 &
S
k 545 %
-]
272
-0.00

Técnica general de reduccion de escala por alineacion de dominios con flujos

normalizantes [AlignFlow: Grover et al., AAAI 2020][Glow: Kingma & Dhariwal, NeurIPS
2018]

* No supervisada: no necesita mapas emparejados a baja y alta resolucion

* Generativa: puede muestrear la posterior sobre la representacion latente O
muestrear condicionado a un mapa de baja (jo alta!) resolucién

* Interpretable, p. ej. mediante interpolacion
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Entrenamiento por difusion: aprender a generar imagenes realistas a partir de ruido

aleatorio

Entrenamiento del modelo de difusion

1. Crear una tarea pretexto a partir de datos de entrenamiento no etiquetados: para cada punto de
entrenamiento x,, crear una secuencia de imagenes sintéticas afadiendo ruido gaussiano a la imagen
anterior, hasta llegar a una imagen indistinguible del ruido gaussiano.

2. Hacer luego aprendizaje «supervisado» sobre los pares (x..1, X;) para aprender pg(X.1 | X¢)

Inferencia, es decir, cOmo generar muestras parecidas a los datos de entrenamiento
1. Muestrear xg al azar (gaussiano).

2. Muestrear T veces de pg, condicionando cada vez en la muestra anterior



r

Modelos generativos basados en flujos

Modelo generativo basado en flujos: aprende un transporte (con una red neuronal) desde una distribucién facil
de muestrear (p. ej. ruido gaussiano) hasta la distribucion de datos.

Step 1 Step 2 Step 3 Step 4 Step 5 Step 6 Step 7 Step 8

Difusion: un «eliminador de ruido» invierte un proceso de ruido estocastico, quitando ruido gradualmente —
trayectoria de EDE

Flow matching [Lipman et al., 2023]: aprende un flujo determinista ruido - datos — trayectoria de EDO

RlMM/D:OS

Crédito de la diapositiva: Julie Keisler (INRIA) leeia—




Flow matching frente a difusion

Intuicidn: crear caminos mas rectos entre muestras de datos y muestras de

ruido:

Diffusion

Resultados: caminos mas rectos en los flujos de probabilidad, que permiten
muestrear en menos pasos de difusion aceleraciones

Generalidad: el flow matching puede conectar dos distribuciones
cualesquiera (o interpolantes estocasticos), a diferencia de la difusion




Flow Matching

AN

(a) Data. (b) Path design. (c) Training. (d) Sampling.

Figure2 The Flow Matching blueprint. (a) The goal is to find a flow mapping samples Xy from a known source or noise
distribution g into samples X; from an unknown target or data distribution ¢. (b) To do so, design a time-continuous
probability path (p:)o<t<1 interpolating between p := py and q := p1. (c¢) During training, use regression to estimate
the velocity field u; known to generate p;. (d) To draw a novel target sample X; ~ ¢, integrate the estimated velocity
field u{ (X;) from t = 0 to t = 1, where X ~ p is a novel source sample.

Lipman et al. (2024) Flow Matching Guide and Code



Latitude

¢ Por que usar |A generativa en clima y tiempo?

Los modelos de AA deterministas suelen optimizar el rendimiento medio
Entrenados para minimizar una pérdida media, p. ej. la RMSE

=» Salidas del modelo borrosas y no fisicas (p. ej. imagenes, campos,
trayectorias de tormentas)

Salidas del modelo de AA, muestreadas tras el entrenamiento

la misma red troncal, en modo generativo

Groundtruth observation Salidadel modelo de AA

GMI GPM
6t = 0 min GMI GPM

-11.93

-16.37

-20.77

-25.11

-29.48
0(‘00 %'Qb “),'f) ”)'}\, ’1:'8\/
A © o o o

Longitude



¢ Por que usar |A generativa en clima y tiempo?

Para muchos problemas de clima, tiempo y geociencias
* Prediccion meteoroldgica, emulacion del clima, generacidon de escenarios
* Estimacion de extremos o eventos raros, cuantiles

* Reduccion de escala a escalas locales en tiempo o espacio
e Cuantificacion del riesgo

La lA generativa apo rta ve ntajas Muestras de un modelo generativo
* Mayor realismo fisico GMI GPM (1) GMI GPM (2) GMI GPM (3)
 Mayor precision de las altas frecuencias e | ‘ '

e Conjuntos probabilisticos

* Cuantificacion de la incertidumbre

* Informacion rica y realista para los decisores
* Generacion de datos sintéticos




|A generativa para:

v’ Prevision probabilistica
* ArchesWeatherGen: prediccion meteorologica eficiente entrenada a 1,5°

* ArchesClimate: emulacion, interpolacion y extrapolacion del clima decenal

J Fusion de datos con alineacion probabilistica de dominios
* MotifGen: un modelo generativo, multifuente y autosupervisado para aprender de
datos geoespaciales

1 La alineacidon de dominios probabilistica y la reducciéon de escala

* ClimAlign: reduccion de escala generativa no emparejada con alineacion de dominios

e SerpentFlow: alineacion de dominios generativa no emparejada mediante
descomposicion en estructura compartida (con aplicacion a la reduccion de escala)




Retos del aprendizaje con datos multifuente

Pléiades Neo

Q 30 cm
Swath: 14 km

Spectral bands:
R, G, B, Deep Blue, Red
Edge, NIR, Panchromatic

Revisit capacity:
Daily, anywhere

Daily acquisition capacity:
1,000,000 km?

Pléiades

350 cm
Swath: 20 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:
Daily, anywhere

Daily acquisition capacity:
700,000 km?

Vision-1

&s87cm
Swath: 20.8 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:

Daily to 8 days, anywhere
depending on latitude and
partner satellites

Daily acquisition capacity:
20,000 km?

SPOT

B15m
Swath: 60 km

Spectral bands:
R, G, B, NIR, Panchromatic

Revisit capacity:
Up to daily, anywhere

Daily acquisition capacity:

3,000,000 km?

Radar constellation

&3 From 25 cm to 40 m
Swath: 270 km

Imaging modes:

Spotlight, StripMap, ScanSAR
Revisit capacity:

Daily for most latitudes

Daily acquisition capacity:
Up to 5,400,000 km?
(Wide ScanSAR Mode)




|A para la fusion de datos multifuente (desalineados)

[Dauvilliers & Monteleoni, Environmental Data Science, 2025]

Tradicionalmente: solo se Nuestro modelo de IA (MOTIF) puede aprender de
entrenan modelos con datos todas las fuentes de datos, incluso de datos
colocalizados desalineados en tiempo y espacio
— 71 t0 \
Fuente 1
Fuente|1 t1 St
Fuente 2 >
e Ventana
Fuente 3 S22 temporal
t3 — S3
Fuente 2
t2
— t0 + dt /

Tiemp



Una arquitectura multifuente para la fusion de datos
geoespaciales

AA fundamental multimodal Aprendizaje de representaciones
e Incrustar valores (p. ej. texto, imagenes) | geoespaciales
e Condicionamiento («perro o gato») e Incrustar ubicaciones
e Entrenamiento autosupervisado a gran
escala
Modelo DiT (2022)
SatCLIP (2025), AlphaEarth (2025)

. J
Y

MOTIF: Transformer multifuente con atencion factorizada
e Incrustar por separado valores y coordenadas
e Condicionar segun las caracteristicas de la fuente
e Preentrenamiento autosupervisado

[Dauvilliers & Monteleoni, Environmental Data Science, 2025]




Cadena de entrenamiento

\_

Incrustar por separado:

* valores,

 coordenadas,

« caracteristicas de la
fuente

Fuentes de

w?ntrada
V1,C1,81 s VEK,CK,SK

. .

Separately embed pixels, coords
and characteristics

== /O . = /O ===
) == N =) =
[ s [ e s BN R s [ — |
[ R — = /—— ==
[ R — [ P —

R v

Backbone

zea—
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Incrustacién posicional relativa

* Incrustacion posicional relativa habitual en Transformers (Shaw et al., 2018)

Softmax(QK" + QposKjos)
Vour = \/d

e Aqui se usan las coordenadas espaciotemporales para la incrustacion posicional:

~ Softmax(QVKg + QCKCT) ~
Vout = \/'a in

Valores (b. ej. CooFdenadas
pixeles) espaciotemporales

153



Fuentes de

w?ntrada x( (target) (" )
Cadena de entrenamiento reade
I autosupervisad
E o: reconstruir
V1,C1,8] +eo VEK,CK,SK v, Co, S0 | una fuente
l l : enmascarada
Incrustar por separado: l O\ )
* valores, Separately embed pixels, coords Noise the pixels i
« coordenadas, and characteristics (linear interpolation) i
« caracteristicas de la | | vy =rvg+ (1 —r)e |
fuente Emc—mm === N )
\_ BEEBEE | | Version
v; €1 8 VK CK SK \AWVA 4 { | generativa
! ' | entrenada
—1 i | con flow
S D === 1 o
= ' | matching
V0 Cp S0 i \ )
Backbone i
B [5a Decoders |
1
1
Conditional Flow Matching loss <-----------
_ 2
Llug . ur) = [|ug, — url
[Dauvilliers & Monteleoni, Climate Informatics 2026] zia—~ 155
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Aplicacion a ciclones tropicales

La constelacion GPM

2026

GMI
(instrumento de

GPM Constellation _ . referencia)

,—fk‘}_

Suomi NPP

NOAA/NASA =
S
TR

M Col ory
NASA,JAXA

- B
£Am
O

Metop-B,C
EUMETSAT/ESA

= ¢Podemos hacer interpolacion espaciotemporal
de imagenes GMI?

GPh

gpm.nasa.gov

La constelacion GPM, NASA

La constelacion GPM cubre la Tierra, NASA's
Scientific Visualization Studio

156
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Conjunto de datos

TC-PRIMED (Razin et al. 2023)

= ~3000 tormentas, de 1987 a 2024, todas las cuencas

« 2005-07-14-21-23 para validaciéon, 2006-08-15-22-24 para prueba
= 11 sensores de microondas

« Observaciones infrarrojas

Ventanas de interpolacion de 6 horas

leeia—~

157
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Resultados: capta mejor la estructura fina que el modelo determinista

Input sources Groundtruth observation
Infrared SSMIS F18 GMI GPM
6t =-13 min 6t =-13 min 6t = 0 min
16.30 : - 37.52 17.08
20.36 — 33.21 o 21.72
©
24.35 - 28.80 § 26.45
(8]
28.21 24.49 -1 31.03
31.94 20.07 35.68
A Q © ™ Q
9  ° Y g
. /)) /\. . Q,. l)).
NZ NN AN AN RN N
| ongitude
Deterministic Generativo

GMI GPM GMI GPM (1) GMI GPM (2) GMI GPM (3)

Creeia— 158
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Cadenas de entrenamiento comparadas para la version generativa

B Entrenamiento supervisado

Sensores no GMI

Modelo

v

B Entrenamiento autosupervisadgll muestras

Cualquier senso

B Autosupervisado + infrarrojo
= ~48 000 muestras

GMI

e B

Maximiza los
datos de
entrenamiento
disponibles

Cualquier sensor
+ Infrarrojo

= ~44 000 muestras

Cualquier
ensor

— e

Usa mas
modalidades de

entrada

Cualquier
ensor
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Tareas de entrenamiento

Supervised strategy Self-supervised strategy
Reference
instrument
(GMI) One source randomly selected
input input target input as target, others are input
S1 59 Ss Sy |

t3 — At Sample 1

tg — At Sample 2

leeia—~ 160



Input sources Supervised Microwave

SSMIS F19 only
At = -18 min GMI GPM (1) GMI GPM (2) GMI GPM (3) Temperature (K)

K 4

-13.8

- 250

- 200

- 150

Self-supervised
Microwave only

Ml GPM (1 Ml GPM (2
GMI GPM (1) GMI GPM (2) Groundtruth observation

GMI GPM
At = 0 min

-13.2

[}

RSN N Self-supervised E

" =SS(I\)/I2I§1 2;6min Microwave+Infrared ©
— - GMI GPM (1) GMI GPM (2) GMI GPM (3)

-23.5

Longitude

zla—
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Input sources Supervised Microwave
SSMIS F19 only
_Af=-18min GMI GPM (1) GMI GPM (2) GMI GPM (3 Temperature (K)

e

; - 250
22.5 f N
- 200
= 180N
Supervisado, Autosupervisado, Autosupervisado, : )
solo microondas solo microondas microondas + infrarrojo Referencia

-23.5

Longitude

zla— 162
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Version generativa: ablaciones

8 -

6 -
N
(ol
a'd 4 1 Media = 4,08 ]
@) Media = 3,54 Media = 3,26

2 -

Supervised Self-supervised Self-supervised
Microwave only Microwave only Microwave+Infrared
Model
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Resultados

Model Training strategy Input sources CRPS RMSE MAE MAPE (%)
type

L . 9.32 5.15 2.26

Deterministic Self-supervised MW+IR 9.19, 9.45] [5.07, 5.22] [2.22, 2.30]
. 4.08 10.92 6.29 2.79

Ellgt"zhing S;;Zi;ﬁgg MW-only 14 02, 4.14] [10.77, 11.07] [6.19, 6.38] [2.73, 2.84]
. 3.54 9.72 5.31 2.34

Ellst“c’hing oelirAupeviSed MWronly 13 49, 3.60] [9.58, 9.85] [5.23, 5.39] [2.30, 2.39)]
. 3.26 9.01 4.76 2.09

il;)t"z hing B RIpERyacd MWHIR 1321, 3.31] [8.89, 9.13] [4.69, 4.83] [2.05, 2.13]

Los corchetes indican intervalos de confianza del 95 %




Puntuacion de probabilidad clasificada continua
(CRPS)

CRPS(F, x) = —/

0

(F(y) — 1{y > x})*dy

o Otra formulacion evita calcular esta integral

o ElI CRPS puede compararse directamente con el MAE de una prevision
determinista

e El Energy Score es la extension multivariante del CRPS

Lecturas complementarias sobre estas y otras medidas de evaluacion de previsiones
probabilisticas:

Raftery & Gneiting (2007) Strictly Proper Scoring Rules, Prediction, and Estimation. JASA



PSD

r , .
Evaluacion frente al modelo determinista -

espect ro
PSD - Channel: 37.0H PSD - Channel: 37.0V PSD - Channel: 89.0H PSD - Channel: 89.0V
106 - 0° -
106 4
104 104 _ 104 B 104 |
102 - 2 102 | 2 102 - ?,_, 102 -
—— Deterministic
10° { —— Flow matching 100 - 109 - 10° -
—— target
1072 b ———————— 1072 L— R e 1072 — — : 1072 o e
1072 1071 1072 10°1 1072 10°1 1072 1071
Frequency Frequency Frequency Frequency
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|A generativa para:

v’ Prevision probabilistica
* ArchesWeatherGen: prediccion meteoroldgica eficiente entrenada a 1,5°

* ArchesClimate: emulacion, interpolacion y extrapolacion del clima decenal

v’ Fusidn de datos con alineacién probabilistica de dominios
* MotifGen: un modelo generativo, multifuente y autosupervisado para aprender de
datos geoespaciales

1 La alineacidon de dominios probabilistica y la reducciéon de escala

* ClimAlign: reduccion de escala generativa no emparejada con alineacion de dominios

* SerpentFlow: alineacion de dominios generativa no emparejada mediante
descomposicion en estructura compartida (con aplicacion a la reduccion de escala)




100 years
10 years
1 year

1 month

1,000,000 s

1 week o
Extratropical

100,000 cyclones:

Bl S T R 4 A R R R I I R R R SRR SRR EPEPEPEPIP R )

1 day
10,000's Tornadoes

1 hour

1,000 Clouds/

turbulence Clouczl/mesoscale modiels

Phenomenon time scale

100s

Large eddy s1mulat10n
models : :
DNS turbulence models

Mesoscale § Synoptic Scale

1 min

1s

0.01s

10°m 102m1m 100 m 1 km 10 km 100 km 1000 km 10,000 km 40,000 km

[Gettelman et al., Science Advances, 2022] Phenomenon space scale Earth circumference
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Liberté

Egalité
Fraternité

Reduccion de escala no supervisada de modelos
climaticos por alineacion de dominios:
aplicacion a campos de viento.

Julie Keisler, Boutheina Oueslati,
Anastase Charantonis, Yannig Goude,
Claire Monteleoni

Actas de Climate Informatics 2026
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Reduccion de escala de modelos
climaticos

Resolucidn espacial gruesa: los MCG funcionan a ~100 km o mas y omiten

procesos locales clave

: e Representacidn limitada: los rasgos de escala fina, como los

efectos topograficos y los contrastes tierra-mar, se captan mal IMCG ACCESS-ESM1 sobre Francia
durante 5 dias

Sesgos sistematicos: las salidas de los MCG se

ba

desvian mucho de los patrones climaticos
observados

Estudios de impacto locales comprometidos: las salidas
% directas de los MCG no bastan para evaluar los patrones de

viento futuros en la planificacion energética ERAS sobre Francia durante 5 dias

lreeia—
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La reduccion de escala como alineacion de dominios no emparejada
Empareja

No
u do _ .empareiadc_
e
.

* MCG: trayectorias fisicamente plausibles

* Reanalisis: la secuencia meteoroldgica histdrica real > MCG y reandlisis no estan emparejados

* Reduccién de escala = alineacidn de distribuciones: proyectar las salidas del MCG sobre la
distribucidén del reandlisis




Limitaciones de los métodos estadisticos
tradicionales

Meétodos basados en distribuciones

* Quantile mapping, CDF-t (Michelangeli et al. 2009), correccién de distribuciones marginales

Métodos multivariantes (transporte 6ptimo)
 R2D2 (Mehrotra & Sharma 2020), dOTC (Robin et al. 2019)

Maldicion de la dimensionalidad: los métodos tradicionales no logran modelar

todas las interacciones en juego

— Métodos basados en IA / aprendizaje

profundo




IA generativa para la reduccion de escala

Modelo de IA —

!

Ventajas
* Aprende la distribucidon conjunta completa de los
campos de alta resolucion
* Genera multiples realizaciones

Retos
* Datos no emparejados — sin verdad de referencia
* Los métodos implicitos pueden desviarse de la sefa
del MCG

= proyecciones poco fiables
(ClimAlign/Groenke et al. 2020, puentes de difusion/Bischoff & Deck 2024)

ean Wind Speed (m/s)

—— Diffusion Bridge
T —— climaAlign

2002 2005 2008 2011 2014 2017 2020
Year




SerpentFlow: introducir pseudopares

SerpentFlow

SerpentFlow es un método generativo basado en IA para la alineacion de dominios no emparejada mediante

descomposicién en estructura compartida
Wind Speed

Velocidad media del
viento del MCG

Wind Speed Wind Speed

Separar las
frecuencias
espaciales altas
de las bajas

&zua.,-



SerpentFlow: introducir pseudopares

SerpentFlow

SerpentFlow es un método generativo basado en IA para la alineacion de dominios no emparejada mediante

descomposicién en estructura compartida
Wind Speed Wind Speed

Velocidad media del

Velocidad media del viento de ERAS

viento del MCG

Wind Speed Wind Speed Wind Speed Wind Speed

Separar las
frecuencias
espaciales altas
de las bajas

Separar las
frecuencias
espaciales altas
de las bajas




SerpentFlow: introducir pseudopares

SerpentFlow

SerpentFlow es un método generativo basado en IA para la alineacion de dominios no emparejada mediante

descomposicién en estructura compartida
Wind Speed Wind Speed

Velocidad media del

Velocidad media del viento de ERAS

viento del MCG

Bajas frecuencias espaciales

F____________\

Wind Speed I Wind Speed Wind Speed Wind Speed

Separar las
frecuencias
espaciales altas
de las bajas

Separar las
frecuencias
espaciales altas
de las bajas

.

G - - e S S S S S e e e e
Estructura compartida (distribucion): no se distinguen
los datos del MCG de los de ERA5




SerpentFlow: introducir pseudopares

SerpentFlow

SerpentFlow es un método generativo basado en IA para la alineacion de dominios no emparejada mediante

descomposicién en estructura compartida
Wind Speed Wind Speed

Velocidad media del

Velocidad media del viento de ERAS

viento del MCG

Bajas frecuencias espaciales

F____________\

Wind Speed Wind Speed Wind Speed Wind Speed

Separar las
Separar las frecuencias
frecuencias espaciales altas
espaciales altas de las bajas
de las bajas
Altas frecuencias - e mm mm mm mm Em Em mm Em = o = Altas frecuencias
espaciales: Estructura compartida (distribucion): no se distinguen espaciales:
propias de cada los datos del MCG de los de ERA5 propias de cada

dominio dominio
OO OO

lrezia—~



Encontrar automaticamente la frecuencia de corte

Wind Speed

Filtro paso
bajo(AR) con
frecuencia de

corte w

Wind Speed

I3sificad ¢Datos BR
— Clasificador — o0 AR?

Filtro paso

bajo(BR) con \ /

frecuencia de
corte w

* Dejar de reducir la frecuencia de corte cuando la exactitud <= 60
%
* Frecuencia a menudo hallada ~= resolucion efectiva del MCG
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Cadena SerpentFlow

Entrenamiento

Max wind speed

Wind Speed

Referencia
(obs./reandlisis)

u

Max wind speed Max wind speed

Filtro paso bajo,
con frecuencia de
corte

We

—

Wind Speed Wind Speed

Afadir ruido a las

altas frecuincias

u

Entrenar E'| . Max wind speed Y
e nfoq ue Wind Speed
generativo _
fo

Referencia
(obs./reanalisis)
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Cadena SerpentFlow

Entrenamiento

Max wind speed

Filtro paso bajo,

Wind Speed con frecuencia de
: corte
We

Referencia (obs./reanalisis)

Inferencia

Max wind speed

Filtro paso bajo,
con frecuencia de
corte

We

—

Wind Speed

MCG interpolado

u

Max wind speed

Wind Speed

Max wind speed

Wind Speed

u

Max wind speed

Wind Speed

Ty

Afadir ruido a las

altas frecuincias

u

o= =

Max wind speed

[ e = =

Wind Speed

Afadir ruido a las
altas frecuencias

Inferencia con Wind Speed

ﬁ)

SerpentFlow

u

Entrenar E'| . Max wind speed y
e nfoq ue Wind Speed
generativo v ‘

fo

Max wind speed

fo |
—

MCG con escala reducida

e

lrezia—~



r

Cadena SerpentFlow o

SerpentFlow

Entrenamiento Distribucidon conjunta

1
[
[
[
<1
[
[
[
[
[
[
[
[
[
[
[
[
[
J

u

Max wind speed Max wind speed

Entrenar el i J
enfoque Wind Speed
generativo "8 ‘
fo -

Referencia (obs./reanalisis)

Max wind speed

Max wind speed

Filtro paso bajo, Wind Speed

. : Wind Speed

Wind Sed con frecuencia de ‘
corte Afadir ruido a las .
W,

altas frecuincias

—

Referencia (obs./reanalisis)

Inferencia

u

o= =

Max wind speed Max wind speed

[ e = =

Wind Speed

Max wind speed

Max wind speed

Filtro paso bajo,

Wind Speed . ~ |nfe renc|a con Wind Speed
con frecuencia de o
corte Anadir ruido a las
W, altas frecuencias

— =5

Wind Speed I‘

MCG interpolado MCG con escala reducida

fo |
—

e

lrezia—~
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¢Hemos aproximado la distribucion de ERA5?

ERA5 Dual FM

T

Hallazgos clave

* Los métodos de AP superan a CDF-t y R2D2 en estructura espacial.
* SF 1200 km (1 miembro): mejor aproximacion de la distribucion de ERA5

).
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¢Hemos aproximado la distribucion de ERA5?

ERA5 GCM CDF-t R2D2 Dual FM

T

Hallazgos clave
* Los métodos de AP superan a CDF-t y R2D2 en estructura espacial.
* SF 1200 km (1 miembro): mejor aproximacion de la distribucion de ERA5
* frecuencia de corte mas alta — deriva respecto a la distribucién de ERAS.
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éSeguimos la senal que da el MCG?

CDF-t R2D2 Dual FM SF 1200 km

DA
A |

|e 0109dsaJ |esodwa) UQIdE|a1I0)

SF 750 km SF 300 km

Hallazgos clave

* CDF-t es el mas cercano a la dinamica del MCG; Dual FM no sigue la trayectoria del
MCG
* La deriva de SF aparece en las regiones montanosas




Perspectivas

Funciona con distintos MCG, resoluciones y dominios irregulares — ERA5 (25 km) y SAFRAN (8 km)

Supera a los métodos estadisticos al modelar la distribucion conjunta de los datos de reanalisis

Frente a otros enfoques generativos, se mantiene cerca de la dinamica del MCG

La frecuencia de corte es interpretable
* Vincula directamente la separacion de escalas con la resolucion efectiva del MCG

* Gestiona el compromiso entre seguir la trayectoria del MCG y reproducir la distribucion del reanalisis

Limites: solo viento cerca de la superficie — proximos pasos: otras variables, extremos, reduccion de escala

temporal




|A generativa para:

v’ Prevision probabilistica
* ArchesWeatherGen: prediccion meteoroldgica eficiente entrenada a 1,5°

* ArchesClimate: emulacion, interpolacion y extrapolacion del clima decenal

v’ Fusidn de datos con alineacién probabilistica de dominios
* MotifGen: un modelo generativo, multifuente y autosupervisado para aprender de
datos geoespaciales

v’ La alineacién de dominios probabilistica y la reduccion de escala

* ClimAlign: reduccion de escala generativa no emparejada con alineacion de dominios

* SerpentFlow: alineacion de dominios generativa no emparejada mediante
descomposicion en estructura compartida (con aplicacion a la reduccion de escala)




Primeros pasos con la |A generativa basada en flujos

Flow matching

Tutoriales:

Peter Holderrieth et al. (2026) “An Introduction to Flow Matching and Diffusion Models”
Lecture notes and videos: diffusion.csail . mit.edu

Yaron Lipman et al. (2024) “Flow Matching Guide and Code” arXiv:2412.06264

Emile Pierret, Valentine Tosel, Julie Delon, Alasdair Newson (2026) “Flow Matching for
Applied Mathematicians” hal-05538982v1



Lecturas complementarias sobre métodos basados en
flLtelr.oQaStes estocasticos

Marco general basado en flujos para transportar ruido a datos
® El flow matching y los rectified flows son ejemplos
o Generaliza el marco: se puede entrenar con una EDO y muestrear con una EDE, o al revés

Operadores neuronales
Los métodos basados en flujos operan en el espacio de operadores, lo que permite generalizar con independencia de la escala

Modelos de consistencia
Version de un solo paso del flow matching. Area de investigacion abierta, con algo de teoria y limitaciones practicas.

Aprendizaje por cadena de Markov inversa

En esencia, flow matching de baja a alta resolucidn
Xinwei Shen, Nicolai Meinshausen, Tong Zhang (2025) “Reverse Markov Chain Learning: Multi-Step Generative Models for Complex Distributions”

arXiv:2502.13747



https://arxiv.org/abs/2502.13747

Seccion extra: |A para la equidad de los
datos climaticos

196



Are Black Americans Underserved by the NWS Radar Network?
| , S - i
"] Excellent Radar Coverage l_l—rJ/TL—f [ '= A
\ Good Radar Coverage i f AT e ~ 6 ~ =
«Muchas zonas de : peshvile ' 5
mayoria negra del Weather radars detect storms & ~4 T 7 e BTN
by sending beams of energy out g ' p— s 3 Charlotte
Sudeste [de EE. UU ] d into tr?e atmosphere ;?lzll B v - =
estan relativamente Mol Uliolen e ‘
unces back off rain, snow, - ‘ :
€JOoS de I0S radaares, 10 ail, and anything else in the : ' il .
IJ d I d II hail dt hh | h \ : Atlanta
. atmosphere. j Y <
que dificulta recoger .
. o The farther a storm is froma |
informacion sobre las radar site, the less information
we can get about it due to the
tormentas GLE las beam height rising farther off | —
afectan». the ground, and the beam width| :
expanding leading to lower
resolution.
High resolution radar data near * J" -
the ground can be critical in T e | @ b / acKSOnvitie
Crédito: Jack Sillin, en many situations such as when New!Orleans - '
severe thunderstorms and i
[McGovern et al,, tornadoes threaten. ' .
. Many majority-Black parts of -
Science, 2022] the Southeast are relatively far Qf@"“”
from radar sites, meaning that ,També _
it's harder to gather information SR
about storms impacting these _
areas. 0 100 200 mi Data from NCEI and ESRI
I 000 Plot by Jack Sillin

Black Population Share
] 0-10% [ 10-20% [ 20-30% 30-40% [ 40-50% [ 50-60% [ 60-70% [ 70-80% [ 80-90% [ 90-100%




|A para la equidad de los datos climaticos

o Entrenar los modelos en regiones con muchos datos y aplicarlos en
regiones con pocos datos

o Entrenarlos y validarlos en regiones con muchos datos

o Ajustarlos con los datos limitados de las regiones con pocos datos y usarlos para
generar mas datos.

e Contribucidén a la equidad de los datos climaticos
o Escalas locales (p. €j. legado de injusticia ambiental en EE. UU.)

o Escalas globales:

s El Norte global histéricamente ha emitido mas carbono; ademas, alli suele haber mas datos

= FIl Sur slobal <tifre loc efectos mAas osrave< del calentamiento re<tiltante



