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Aprendizado de maquina ao longo do ciclo de vida do
edificio: medir, modelar, decidir, verificar
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Por que edificios?

Um terco da energia mundial, e ela ja € medida sSeemEs £ 0 [ -—“'

MEDIR MODELAR| DECIDIR VERIFICAR
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O QUE ESTA EM JOGO

Os edificios usam cerca de um terco da energia mundial

PARCELA DA ENERGIA FINAL MUNDIAL CO, LIGADO A ENERGIA DOS EDIFiClIOS
suidings (I o
ncustry (D s

Indireto: eletricidade e calor
18%

Direto: combustivel no local
8%

Outros 6% Incorporado: construgio
7%
Edificios = 34% incluindo os materiais de construgdo = um terco do CO, ligado a energia
IEA, dados de 2022
CONCLUSAO

Os edificios respondem por cerca de 30% da energia final mundial e aproximadamente um ter¢co do CO, ligado a energia, incluindo a construgao.
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POR QUE AGORA

A refrigeracao € o uso de energia que mais cresce nos edificios

Surface air temperature anomaly for June 2025

Data: ERAS. Reference period: 1991-2020. Credit: C3S/ECMWF
ve  1,05.60B
- - , o > o

aparelhos de ar-condicionado até 2050: o estoque cresce ~3,5 vezes

+14%

-2 da demanda diaria da Espanha; os precos subiram 108% na
Franca e 175% na Alemanha na onda de calor de 2025

-4
-6
(0
n ~20/0
e dos lares da UE tém ar-condicionado (contra ~90% nos EUA): a

manda vai ir rapi
Junho de 2025: o junho mais quente ja registrado na Europa ocidental. Crédito: C3S/ECMWF demanda vai subir rapido

ENQUETE
Qual é o maior consumidor de eletricidade na sua casa: ar-condicionado/aquecimento, aquecedor de agua, geladeira ou outra coisa?
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RESPOSTA A PERGUNTA

Depende do clima, e do que se conta

19% 62.5% ~40% 40-60%

EUA: parcela do ar-condicionado UE: parcela do aquecimento india: parcela de ventiladores, climatizadores e Singapura: parcela do ar-
na eletricidade residencial g . . ar-condicionado na eletricidade dos lares condicionado na energia total dos
na energia final residencial pesquisados edificios

CONCLUSAO
Leia o denominador antes da porcentagem. Clima, combustiveis, aparelhos e constru¢do mudam a carga dominante, e fazem da
transferéncia geografica um problema de AM de primeira ordem.
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O MAPA QUE FALTA - 1 DE 4

Quatro fases de um edificio, quatro decisoes diferentes

Projeto: escolher Volumetria,
envoltdéria, materiais, sistemas
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O MAPA QUE FALTA - 2 DE 4

Quatro fases de um edificio, quatro decisoes diferentes

Projeto: escolher Volumetria, Obra: verificar
envoltoria, materiais, sistemas  Avanco, qualidade, metadados, sequéncias
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O MAPA QUE FALTA - 3 DE 4

Quatro fases de um edificio, quatro decisoes diferentes

i L ) 1

Projeto: escolher Volumetria, Obra: verificar Operacao: adaptar Clima,
envoltéria, materiais, sistemas  Avango, qualidade, metadados, sequéncias pessoas, precos, falhas

IA para edificios - Escola de verdo Climate Change Al 2026



O MAPA QUE FALTA - 4 DE 4

Quatro fases de um edificio, quatro decisoes diferentes

;
‘
!
|
|
4

o

Operagéo: adaptar Retrofit: comprovar Diagnosticar,
priorizar, medir a mudanga

Projeto: escolher Volumetria, Obra: verificar
envoltoria, materiais, sistemas  Avanco, qualidade, metadados, sequéncias Clima, pessoas, precos, falhas

CONCLUSAO
Antes da operacao, pessoas e desempenho sao suposi¢des. Durante a operagao viram evidéncias; o retrofit deve usar

essas evidéncias para mudar o edificio.
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THE PLAN -1 OF 4

O fluxo: medir » modelar » decidir » verificar

Medir
O que esta acontecendo?
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O PLANO: 2 DE 4

O fluxo: medir » modelar » decidir » verificar

Sense Modelar
O que esta acontecendo? O que vai acontecer?
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O PLANO: 3 DE 4

O fluxo: medir » modelar » decidir » verificar

Medir Modelar Decidir
O que esta acontecendo? O que vai acontecer? Que acgao atende as restricoes?
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O PLANO: 4 DE 4

O fluxo: medir » modelar » decidir » verificar

=»
Medir Modelar Decidir Verificar Funcionou, e
O que esta acontecendo? O que vai acontecer? Que agao atende as restricoes? para quem?

CONCLUSAO

Vamos percorrer este ciclo em quatro aplicagées. Uma pergunta o tempo todo: o resultado resiste ao proximo edificio, a rede real e as
pessoas que estao dentro?

13

IA para edificios - Escola de verdo Climate Change Al 2026



APLICACAO 1 - ETAPA: MEDIR

Desagregacio de energia ’

Um medidor barato na entrada, informacao detalhada e acio

@ MODEL DECIDE VERIFY
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A INTUICAO ANTES DO ALGORITMO

A nota do supermercado explica por que o detalhamento importa

1-S0 0 TOTAL 2: DETALHADO 3 - AGAO POSSIVEL
| | 1 —
O QUE COMPOS O TOTAL? UE ITENS PODERIAM DIMINUIR?
SUPERMERCADO Q Q
Arroz basmati %480
COMPRAS VEGETARIANAS Suco de caixinha —2230
Toor dal %260 opcional esta semana
Paneer %360
Compra da semana ¥2,140
P D logurte 2120 logurte -2120
- jana geladeira
Legumes ¥250
?2 1 40 Frutas + pao €320 Folhas comprar menos; -%120
) Suco de %230 parte foi jogada fora
Vocé sabe quanto caixinha Folhas #120

Vocé ndo sabe o que mudar.

ECONOMIA POSSIVEL O detalhamerihdd)
impde uma escolha; ele a torna possivel.

TOTAL %2,140

CONCLUSAO
Um total diz quanto; uma nota detalhada diz onde é possivel decidir. O NILM pergunta se um unico sinal elétrico da casa inteira pode
virar o equivalente de uma conta de energia detalhada.

IA para edificios - Escola de verdo Climate Change Al 2026



POR QUE ENERGIA POR APARELHO

O que os dados por aparelho permitem

UM TOTAL niLw DETALHADO
4.2 kw ’/\J\/\__ —> AF-CO,QdiCionado Aquecedor de agua Geladeira Recarga do VE

V.o KTV

[l % ar =S

Retorno personalizado Hoje Falha e desperdicio A Retrofit direcionado O ar- Cargas flexiveis O VE
o ar-condicionado domina geladeira nunca desliga condicionado antigo cria pode esperar trés horas
0 pico
Agiéo: testar +1 °C Acéo: agendar manutengio Acao: priorizar o incentivo Aciéo: carregar depois das 22h

CONCLUSAO

O retorno detalhado leva as familias a reduzir o consumo de 5% a 15%, e 0 mesmo detalhamento alimenta a detec¢ao de falhas, o direcionamento
de retrofits e a elegibilidade para resposta da demanda. Por isso grande parte do AM para edificios busca o sinal por aparelho.
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A CAMADA DE DADOS: 1 DE 4

O que da para medir, e quanto custa

T PIR - temperatura - CO, - luz - poténcia -
damper > BMS

Edificio S controle, conforto
. potencia + temp. + diagnostico de falhas highest effort
equlpado CO, + ocupagéo

CONCLUSAO

Comece por baixo: uma instrumentacgao rica responde quase tudo, mas é cara de instalar, rotular e manter em
muitos edificios.
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A CAMADA DE DADOS - 2 DE 4

O que da para medir, e quanto custa

Submedicao circuito / aparelho verdade de campo, auditorias custo maior
Submedlg.ao medida direta por aparelho ou cwcmto /

Edlt:ICIO poténcia + temp. + CO, controle, conforto, diagndstico

equipado + ocupacao de falhas

CONCLUSAO
Os submedidores dao a resposta diretamente. Sao a verdade de campo ideal, e exatamente o que fica dificil de bancar e manter em
escala.
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A CAMADA DE DADOS - 3 DE 4

O que da para medir, e quanto custa

Ve

Medidor inteligente

T T

Submedicao
Uma unica curva agregada - milhoes de edificios
_— Edificio
equipado

CONCLUSAO

segundos-minutos
- agregado

circuito / aparelho

poténcia + temp. +
CO, + ocupacgao

NILM, previs&o, resposta da demanda  amplo alcance

verdade de campo, auditorias higher cost

controle, conforto,
diagndstico de falhas

O medidor inteligente € o meio-termo interessante: barato e difundido, mas mede s6 a soma. O NILM tenta inferir

dele o sinal mais rico dos aparelhos.

IA para edificios - Escola de verdo Climate Change Al 2026
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A CAMADA DE DADOS: 4 DE 4

O que da para medir, e quanto custa

Conta de luz

CONTA DE ENERGIA

Energia 318 kWh
Medidor inteligente
Periodo 30 dias
Aparelhos ?
TOTAL F2.460 Submedicao
Quase universal - grossa demais para agir por
aparelho
Edificio
equipado
CONCLUSAO

mensal - edificio inteiro

segundos-minutos -
agregado

circuito / aparelho

poténcia + temp. + CO,
+ ocupacgao

faturamento, comparagdo quase gratis

NILM, previsao, resposta da demanda

verdade de campo, auditorias

controle, conforto,
diagndstico de falhas

Esta area existe porque alcance e resolucdo andam em direcdes opostas. O AM para edificios muitas vezes infere um sinal

caro a partir de um barato.

IA para edificios - Escola de verdo Climate Change Al 2026
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IMPLANTAGOES REAIS

(0 que as casas reais fazem com seus sensores

LICGOES DE IMPLANTACOES REAIS
- A manutengao pesa mais que a instalagao: os sensores falham,

os rotulos se perdem, os moradores mudam. - O esforgo cresce de
N FIE o Mgmter forma superlinear com casas, nds e meses em campo

- As suposic¢oes viajam mal: o que quebra quando

se implanta fora da rede do laboratério? (proximo slide)

(¢) Three Generations of Doorway Sensors (d) Motion Sensor

Home sensors — Hnat et al., Hitchhiker's Guide, SenSys 2011

CONCLUSAO
Artigos sobre implantagao s&o tao uteis quanto artigos sobre algoritmos, e bem mais raros: todo modelo herda esses problemas.
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EVIDENCIA REAL - BUILDSYS 2013

Délhi nos ensinou: meca a tensao, nao so6 a corrente

260 Voltage vs Time 124 Voltage vs Time
250 f
240 / J"’\r‘w. - M,
5 D0y S
2 “.g,uo / 3 v %
R N i R S
73 dias, 33 sensores, uma casa em Délhi: medidor inteligente, TCs por o ! 4
circuito, tomaddd por apare|h0 Y5 o7 o4 06 08 10 12 14 16 18 20 22 00 NT gy o4 06 08 10 12 14 16 18 20 22 00
hrs brs hrs hrs bes hres TI::E hrs hirs bes hrs bes hes hes hrs bes hes hirs 'lvr;g'"‘ hrs hes hrs bes hrs

Fig. 5 - Batra et al., BuildSys 2013 - doi:10.1145/2528282.2528293

CONCLUSAO
A propria rede varia: em Délhi a tensao oscilou de ~180 a 250 V em um dia (nos EUA fica perto de 120 V). Medidores com TC que

registram sé a corrente supdem tensao fixa: aqui essa suposicao falha, entdo meca V e |, e normalize a tensao antes de qualquer
NILM.['2

22
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POR QUE NAO MEDIR TUDO

Nao da para por um sensor em cada aparelho

Duas formas de saber o que cada aparelho consome:

Medir cada aparelho Usar o medidor da casa
X um sensor de tomada por aparelho: o custo se acumula Vv ja presente em mais de 1 bilhdo de casas
X mao de obra de instalagdo em cada casa +/ sem hardware novo, sem instalagéo
X os sensores falham, os rétulos se perdem v nada a mais para manter
X intrusivo: hardware em cada tomada - mas s se vé a soma

NILM: inferir a poténcia por aparelho a partir do agregado, sem sensores novos

CONCLUSAO
Medir tudo é preciso, mas nao escala; o medidor que vocé ja tem sé vé a soma. O monitoramento n&o intrusivo de cargas (NILM)
recupera as partes a partir dessa soma: nosso primeiro aprofundamento.
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O PROBLEMA

Um unico sinal agregado é tudo o que se mede...

DADO ENCONTRAR SUJEITO A
medidor agregado y(t) poténcia por aparelho x(t) sem sensores por aparelho

4000 -
- Consumo geral agregado

2000 -

2000 -

0~ 0 0 0 i 0 T i
00:00 03:00 06:00 09:00 12:00 15:00 18:00 21:00

CONCLUSAO

No medidor, obtém-se uma unica curva da casa inteira: a soma de tudo o que esta ligado. Os painéis por aparelho aparecem
esmaecidos porque nunca sao medidos diretamente.

EXERCICIO - 60 SEGUNDOS

Desagregue a olho: quando a maquina de lavar funciona? Quantos ciclos da geladeira vocé conta? Quais picos sao da chaleira?

\

IA para edificios - Escola de verdo Climate Change Al 2026
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A RESPOSTA: O QUE O NILM RECUPERA

...tirar cada aparelho de dentro da soma

4000 -
3000 - Consumo geral agregado

2000 -

power (W)

1000 -

0

Geladeira
200 -

o ﬂmﬂhmmmm
2000 - Maquina de lavar

A | S| v

Lava-lougas

2000

0- T T T T ‘ﬂ_'ﬂ
00:00 03:00 06:00 09:00 12:00

15:00 18:00 21:00

Dados reais - UK-DALE, casa 1
CONCLUSAO

O mesmo sinal, aparelhos revelados, sem sensores novos. Formulado por Hart no fim dos anos 1980 como separagao cega de fontes com
structure.!l

IA para edificios - Escola de verdo Climate Change Al 2026
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POR QUE E DIFiCIL

As assinaturas dos aparelhos dependem do tipo de carga

175 Fridge - UK-DALE house 1 Washing machine - UK-DALE house 1

2500 Heating elements — high-power bursts
5

£ . m - sl

6:00 06:30 ﬂ7l«’)0 07‘3(‘.‘ (zinﬂeﬂ 03‘30 09‘00 09:30 1(}‘00 il 10;00 11:00 12:00 13:.00 lim1;$:OO 15:00 16:00 17"00 18:00 : 20:45 21;00 21:15 21:30 P 21r45 ZZTDO 22:15 22:30
Geladeira: periodica Ciclos do compressor Maquina de lavar: varias etapas Aquecer > Resisténcias: picos Os pulsos da lava-loucas e
~80-120 W; sempre ligada, facil de identificar. agitar > centrifugar; longa, variavel, muitos da chaleira se parecem: a confusdo classica.

subestados.

Pense: uma chaleira, uma geladeira e um carregador de celular: qual é o mais dificil para o NILM recuperar, e por qué’)

IA para edificios - Escola de verdo Climate Change Al 2026 0



A RESPOSTA

Cargas pequenas e variaveis sao as dificeis

As mais dificeis: cargas eletrdnicas pequenas e variaveis, que mal mexem no medidor

Ly Apad Sy

Chaleira ~2000 W - Geladeira ~120 - Carregador ~5 W - variavel dificil
- degrau nitido fact W - pericdica fect (fonte chaveada) el

fontes chaveadas puxam corrente n&o linear e variavel: ndo ha degrau limpo em que se apoiar

CONCLUSAO

O carregador € o mais dificil: seus poucos watts podem ficar abaixo da resolucido do medidor ou sumir sob a variacédo de fundo e as

cargas sobrepostas. A chaleira é grande e nitida; a geladeira, periédica. Em baixa frequéncia, amplitude e identificabilidade importam
mais que a sofisticagcao da arquitetura.

IA para edificios - Escola de verdo Climate Change Al 2026 2



UMA ESCOLHA DE PROJETO

A taxa de amostragem muda o problema

A taxa de amostragem decide o que da para ver, e para que serve

15 minutos bom para: 1 Hz (per-second) 1 kHz+ (alta freq.) bom para:
faturamento - carga agregada bom para: NILM - resposta da demanda identificagéo - qualidade de energia

mesma janela, trés taxas: a grossa apaga a chaleira, a fina revela seu transitério de partida
CONCLUSAO

Dados a cada 15 minutos servem para faturar, mas apagam eventos curtos; ~1 Hz € um ajuste comum na pesquisa de baixa

frequéncia; kHz+ revela transitérios e harmonicos, ao custo de armazenamento e privacidade. A taxa util depende do aparelho, do
medidor, das variaveis e do uso final.

IA para edificios - Escola de verdo Climate Change Al 2026
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HISTORICO - ANOS 1980-90

Primeira ideia: detectar as bordas LIGA/DESLIGA

detectar as bordas LIGA/DESLIGA (AP) e atribuir cada degrau a um aparelho

2000

fa V'S
=3
d 1500
2
@]
o
% 1000 +1900 W Iy
()]
=
S 500 +1000 W
@©
£+120W— | I | B
0
0 20 40 60 80 100
tempo

Os aparelhos comutam em degraus AP estaveis. Método de Hart: Falha quando os aparelhos se sobrepbem ou variam
detectar bordas, agrupa-las por tamanho e casar cada LIGA com um

continuamente (dimmers, motores, inversores), e o pareamento
later OFF.[*! de estados é combinatorio.

IA para edificios - Escola de verdo Climate Change Al 2026 9



HISTORICO - 2010-2012

Depois: cada aparelho como uma maquina de estados ocultos

estados ocultos dos aparelhos

5 OO0
s O——0——0
5 O——0——0

aggregate

&
O
&

t t+1

T
N

CONCLUSAO

Modelar cada aparelho como um modelo oculto de Markov; o medidor observa a soma. Um HMM fatorial é rigoroso, mas exige um
modelo por aparelho e torna a inferéncia combinatoria.
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MODERN - 2015-2018

Aprendizado profundo: mapear a janela da rede para um aparelho

janela agregada (L): um aparelho no centro

B

conv achatar y: poténcia no centro
50

L amostras
conv
conv

30

CONCLUSAO
O NILM neural o reformulou como regressao: uma CNN mapeia uma janela de poténcia agregada para a poténcia de um aparelho
no centro (seg2point). Ela aprende as assinaturas de ponta a ponta, sem regras de bordas feitas a mao.

IA para edificios - Escola de verdo Climate Change Al 2026
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MODERNO - HOJE

Hoje: modelos de sequéncia, atencao e pré-treinamento

sequéncia agregada ~ sequéncia do aparelho

Add & Norm

il ©—

agregado Feed-Forward aparelho

pmmm e s s mm e mmm

-8 (000

[ Add & Norm ]

CONCLUSAO

A atencdo mapeia sequéncia em sequéncia e captura contexto longo; a fronteira € pré-treinar em muitas casas e transferir para
uma nunca vista: a versdo NILM de um modelo de base.

IA para edificios - Escola de verdo Climate Change Al 2026 2



COMPARANDO METODOS

O método vencedor depende da métrica

NILM OOD-first Leaderboard

MAE (|) F1 Score (1)
rso - Modelo mermncn, s [ T T N PO OR
1 Modelo A 241 326 41.8 0.842 0.759 0.621 15.8 321
2 Model B 227 348 48.7 0.830 0.731 0.572 28.3 554
3 Modelo C 239 36.2 495 0.821 0.722 0.560 9.7 189
4 Modelo D 25.8 38.9 53.6 0.797 0.689 0.512 42.6 81.3
5 Modelo E 271 41.0 56.8 0.781 0.653 0.489 6.3 12.7
6 Modelo F 26.4 423 59.7 0.768 0.628 0.456 18.2 29.6

Classificado pela generalizagao entre conjuntos de dalilqs T S AN T2 N T3
same home L[l_’ LEL' new home new dataset

CONCLUSAO

Classifique por MAE ou por F1 e os vencedores mudam; avalie na mesma casa (T1) ou em um novo conjunto (T3) e eles se invertem
de novo. O maior modelo raramente € o mais eficiente. Pergunte sempre: qual métrica, qual casa, vista ou ndo vista? Modelos
anonimizados - NILMBench, nosso benchmark (submetido, 2026)

IA para edificios - Escola de verdo Climate Change Al 2026 #



O BENCHMARK FAZ PARTE DA CIENCIA

O NILMTK tornou os métodos comparaveis e reprodutiveis

Antes do NILMTK, cada artigo usava seus proprios dados, métricas e pré-processamento

Conjuntos de dados Pré-processamento Algoritmos Métricas
—> -~ —>
REDD - UK-DALE - iAWE alinhar - reamostrar - preencher CO - FHMM - seqg2point F1 - MAE + erro de energia

uma API unica, reprodutivel e de cédigo aberto: enfim os resultados se comparam

CONCLUSAO
Um modelo de dados, um pipeline de pré-processamento, algoritmos e métricas compartilhados transformaram demonstracdes isoladas

em experimentos comparaveis. A ligdo maior: a infraestrutura de benchmarking é em si uma contribuicao cientifica.

IA para edificios - Escola de verdo Climate Change Al 2026



BALANGCO HONESTO

Acuracia nao é o mesmo que impacto

1200 A 1200 A
——  Verdade de campo

1000 4 NILMFormer 1000 4

2 800 o 2 800 A
2 g

5 600 5 600 -
g g

A, 400 + A, 400 A

200 A 200 A

0 0 -

Verdade de
campo Seq2Seq

Os dois modelos tém MAE baixo, mas perdem quase todo evento do micro-ondas -

NILMBench, nosso benchmark (submetido, 2026)

IA para edificios - Escola de verdo Climate Change Al 2026

CONCLUSAO

Um erro médio baixo ainda pode perder os eventos
que importam. Em 240 casas, a acuracia do retorno
continuou baixa mesmo com erro de desagregacao
baixo: “medir ndo significa necessariamente
melhorar”.

35



ONDE ESTA O VALOR DE FATO - 1 DE 3

O ganho € uma acao especifica, nao um namero

1 - Ler a curva como trés estados O nivel de poténcia
identifica o estado; o tempo nele determina a energia.

degelo
DEGELO
= 250-400 W

COMPRESSOR Ligapo¢ticlo de refrigeragao

= 100-150 W

COMPRESSOR DESLIGADO
=5-15W

O nivel diz o que esta funcionando; a duracao diz quanto.

IA para edificios - Escola de verdo Climate Change Al 2026



ONDE ESTA O VALOR DE FATO - 2 DE 3

O ganho € uma acao especifica, nao um namero

1 - Ler a curva como trés estados O nivel de poténcia 2 - O uso muda o ciclo de trabalho Mesma poténcia

. - . . ligada; tempos ligado e desligado diferentes.
identifica o estado; o tempo nele determina a energia.

NORMAL
degelo

DEFROST

- = =

tempo LIGADO  tempo DESLIGADO abertura de porta - comida quente

COMPRESSOR Ligapo¢ticlo de refrigeragao

= 100-150 W

COMPRESSOR DESLIGADO
=5-15W

O nivel diz o que esta funcionando; a duracao diz quanto.

IA para edificios - Escola de verdo Climate Change Al 2026



ONDE ESTA O VALOR DE FATO - 3 DE 3

O ganho € uma acao especifica, nao um namero

1 - Ler a curva como trés estados O nivel de poténcia 2+ O uso muda o ciclo de trabalho Mesma poténcia

. - . . ligada; tempos ligado e desligado diferentes.
identifica o estado; o tempo nele determina a energia.

defrost NORMAL

DEGELO

- - -

tempo LIGADO  tempo DESLIGADO  abertura de porta - comida quente

COMPRESSOR Ligapo¢ticlo de refrigeragao

= 100-150 W

3 - Padrao > agao especifica

Base DESLIGADO alta > consertar / trocar-26%

COMPRESSOR DESLIGADO
=5-15W

Degelo frequente / longo > revisar o aparelho -25%

O nivel diz o que esta funcionando; a duracao diz quanto. LIGADO longo + DESLIGADO curto > ajustes -23%

CONCLUSAO

Separe compressor desligado, compressor ligado e degelo de alta poténcia. Mais uso aparece como mais tempo ligado e menos tempo desligado, ndo
como um nivel maior. Esses padrdes levam a recomendagdes de conserto, manutencao ou ajuste que valem de 23% a 26% da energia da geladeira.

IA para edificios - Escola de verdo Climate Change Al 2026 8



O CUSTO DA MEDIGAO PARA A PRIVACIDADE

Um medidor inteligente revela o seu dia inteiro

Recriado de Molina-Markham et al., Private Memoirs of a Smart Meter, BuildSys 2010

acordar - banho jantar - lavar roupa
. ~ - TV / computador
- café da manha

banho da noite
aquecedor de agua

power (kW)
(o))

27 dormindo:
sO a
geladeira

12a 3 6 9 12p 3 6 9 12a
hora do dia

CONCLUSAO

Os mesmos sinais que reduzem a energia revelam quando vocé acorda, come e sai. A privacidade é uma restricao de
projeto, e o motivo pelo qual a desagregacao levanta preocupacdes reais.

IA para edificios - Escola de verdo Climate Change Al 2026
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VERIFICAR - O QUE AINDA FALHA - 1 DE 3

Trés coisas que ainda fazem o NILM falhar na pratica

Identidade Duas geladeiras podem parecer iguais
eletricamente; um rétulo de classe néo identifica a
unidade com defeito.

IA para edificios - Escola de verdo Climate Change Al 2026
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VERIFICAR - O QUE AINDA FALHA - 2 DE 3

Trés coisas que ainda fazem o NILM falhar na pratica

Identidade Duas geladeiras podem parecer iguais Sobreposicao Eletronicos pequenos e variaveis
eletricamente; um rétulo de classe néo identifica a somem uns sob os outros e sob a carga de fundo.
unidade com defeito.

IA para edificios - Escola de verdo Climate Change Al 2026
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VERIFICAR - O QUE AINDA FALHA - 3 DE 3

Trés coisas que ainda fazem o NILM falhar na pratica

Vel

A S
Identidade Duas geladeiras podem parecer iguais Sobreposicao Transferéncia Do Reino Unido para Délhi
eletricamente; um rétulo de classe n3o identifica a Eletronicos pequenos e variaveis somem uns sob os mudam a tensao, os aparelhos, os habitos e o
unidade com defeito. outros e sob a carga de fundo. parque de edificios.
CONCLUSAO

Um benchmark deve testar o proximo aparelho, a préxima casa e a proxima regiao, e nao apenas outra janela do mesmo medidor.
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O MESMO CICLO: APLICAGAO 1

Desagregacao de ponta a ponta

Desagregacao de energia: o mesmo ciclo, de ponta a ponta

MEDIR MODELAR DECIDIR VERIFICAR
um medidor inteligente, CNN seqg2point > retorno detalhado - NILMBench: ele resiste
ja instalado > poténcia por aparelho > falhas - cargas flexiveis > em uma casa nova?

troque a aplicagdo, mantenha o ciclo: esta & a competéncia transferivel da area

CONCLUSAO
Um medidor vira uma estimativa por aparelho, depois uma acao direcionada, depois um resultado medido. Este ciclo medir > modelar >
decidir > verificar € o modelo para o resto da palestra.

IA para edificios - Escola de verdo Climate Change Al 2026 o



APLICACAO 2 - ETAPA: MODELAR

Deslocar a demanda para
horas mais limpas

-
Prever a restrigdo, mover a carga flexivel, proteger "

o T

O Servico =

MEDIR MODELAH DECIDIR VERIFICAR

IA para edificios - Escola de verao Climate Change Al 2026
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PRIMEIRO A APLICAGAO

Por que a rede se importa com uma hora do seu dia

Um dia de demanda em escala de cidade: toda a rede é construida para uma hora da noite

demanda i i
pico da noite

capacidade que a rede precisa construir = o pico

demanda média

12a 6a 12p 6p 12a
usinas, linhas e transformadores sao dimensionados pela linha vermelha, mesmo que ela seja atingida s6 algumas horas por ano

CONCLUSAO
Geracao, linhas e transformadores sao dimensionados pelo pico de demanda, ndo so6 pelo uso médio. Reduzir ou deslocar esse pico
pode adiar investimentos e reduzir custos. O efeito no carbono depende de quais geradores respondem no novo horario.
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POR QUE ESSAS HORAS PESAM

O pico é caro; o carbono dele depende da rede

4
3
AN

A
1\

X

ST
BDY
o, —

=

XL
===

AN
=

\
Capacidade Recurso marginal O préximo kWh pode vir de gas, A conta A tarifa de demanda cobra o maior kW,
Um pico curto pode dimensionar anos de geragéo, linhas e  hidrelétrica, importagdo, armazenamento ou renovaveis nao so6 o total de kWh.
transformadores. cortadas.
CONCLUSAO

Um kWh as 18h ndo equivale a um kWh as 14h: preco, congestionamento e emissdes marginais podem ser diferentes.
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AS CARGAS FLEXIVEIS - 1 DE 3

Armazenamento, VEs e termostatos: uma usina virtual

.

Bateria Carregar fora do pico;
descarregar no pico.

IA para edificios - Escola de verdo Climate Change Al 2026
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AS CARGAS FLEXIVEIS - 2:DE 3

Armazenamento, VEs e termostatos: uma usina virtual

7

B

B_ateria Carregar fora qo Frota de VEs Compartilhar a capacidade do
pico; descarregar no pico. alimentador; atender cada saida.

IA para edificios - Escola de verdo Climate Change Al 2026
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AS CARGAS FLEXIVEIS - 3 DE 3

Armazenamento, VEs e termostatos: uma usina virtual

.

B_ateria Carregar fora qo Frota de VEs Compartilhar a capacidade do Cargas térmicas Deslocar ar-condicionado, agua
pico; descarregar no pico. alimentador; atender cada saida. quente e refrigeracdo sem prejudicar o servigo
mits.
CONCLUSAO

Coordene muitos pequenos ativos e a rede enxerga um unico recurso despachavel e consciente das restricdbes: uma usina virtual.

IA para edificios - Escola de verdo Climate Change Al 2026 b



A OPORTUNIDADE - ETAPA 1

Deslocar energia, reduzir o pico

A curva desta noite: o pico vem de compromissos fixos (jantar, ar-condicionado, VEs chegando em casa)

as horas caras

12a 6a 12p 6p 12a

a energia precisa ser fornecida, mas precisa ser NESTAS horas?

Primeiro, idealizado: o jantar continua sendo feito e os VEs continuam sendo carregados. O que pode mudar € quando a energia flexivel é usada.

50
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A OPORTUNIDADE - ETAPA 2

Deslocar energia, reduzir o pico

As alavancas: tirar energia do pico, levar para as horas solares baratas

P R - aparar: pré-resfriar antes,
e Seo usar baterias, atrasar os
’ e VEs

deslocar: para o sol do meio-dia

*

12a 6a 12p 6p 12a

nenhuma muda quanta energia o edificio usa, s6 quando

CONCLUSAO

Trés alavancas: deslocar a demanda flexivel, cortar a ndo essencial ou armazenar energia. Pré-resfriamento e baterias tém perdas,
entdo a energia total pode ficar parecida, ou subir um pouco, mesmo com o pico caindo.

IA para edificios - Escola de verdo Climate Change Al 2026 7!



A OPORTUNIDADE - ETAPA 3

Deslocar energia, reduzir o pico

O resultado: mesma energia total, sem pico

12a 6a 12p 6p 12a

=== antes === depois: mesma energia, pico menor, mais barato e mais limpo

CONCLUSAO

O pico e a conta podem cair. O carbono s6 cai se a demanda for para horas com emissdes marginais menores. Por isso toda afirmagao
precisa de duas checagens: uma previsao antes do evento e um contrafactual depois.

IA para edificios - Escola de verdo Climate Change Al 2026 2



O PROBLEMA DE AM

Para agir horas antes, € preciso enxergar horas antes

DADO ENCONTRAR USADO PARA
clima - calendario - carga passada  a carga da proxima hora até a préxima semana pré-resfriamento - deslocamento

Uma previsao, varios horizontes: cada um alimenta uma decisao diferente, cada um é mais incerto

agora

cargs proxima hora dia seguinte préxima semana + a incerteza

cresce com o horizonte

- .
/’ = ~ 4
4 \\ ’l
’
/ S ~ 4
Vs e 4
’ SIS ¢
¢ =N ’
4 So I'
4
’ e ’
7 ~ ’
- - - ~ -~ td

controle em tempo real pré-resfriar - deslocar cargas planejamento - compras

CONCLUSAO

- planejamento

O pré-resfriamento precisa da curva do dia seguinte; o controle em tempo real, da proxima hora; as compras, da préxima estagao, € o

erro cresce com a distancia. Essa previsao alimenta tudo o que vem depois.

IA para edificios - Escola de verao Climate Change Al 2026
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AS REFERENCIAS DE LONGA DATA

Regressao e ARIMA, depois gradient boosting

NANNAN L
A\ A £ A -_—

P————

Regressao climatica Temperatura + calendario > ARIMA / SARIMA Gradient boosting Combinar variaveis construidas
uma resposta de carga interpretavel Prolongar a autocorrelagao e o ritmo diario/semanal. com muitas pequenas arvores de decisao.
response.

CONCLUSAO

Comece pela referéncia que combina com a estrutura: clima, sazonalidade e depois interagdes. O gradient boosting venceu
o ASHRAE GEP Il (~3.600 equipes); aprendizado profundo ndo é automaticamente melhor.

54
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CHOQUE DE REALIDADE - E-ENERGY 2014

O benchmark honesto: a persisténcia é dificil de bater

Estratehgﬂa o;&s‘gnela deslizante

R e

- 5 days

MMMMMWM

‘Tamanho da janela

Fig. 1 - Veit et al., e-Energy 2014 - doi:10.1145/2602044.2602082

CONCLUSAO

No nivel de uma unica residéncia, ARIMA, suavizagao
exponencial e redes neurais “raramente superam as
previsdes de persisténcia correspondentes”: repetir a
ultima observacao fica na mesma faixa de erro.

[31]

E em um edificio de escritorios real, um sensor de ocupagao moveu o MAPE sé de 1,24% para 1,22%, enquanto refazer a previsao
a cada hora reduziu o RMSE em 73%. A frequéncia de atualizagdo superou tanto o sensor quanto o tipo de modelo.

IA para edificios - Escola de verdo Climate Change Al 2026
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HOJE: PRE-TREINAR E TRANSFERIR - 1 DE 2

Pré-treinar em 900 mil edificios simulados

A mesma ideia de pré-treinamento do ChatGPT, mas com curvas de carga no lugar de texto

ChatGPT bilhées de paginas da web l&6 TODAS, aprende os
—> ~ :
0 corpus padrdes da linguagem

IA para edificios - Escola de verdo Climate Change Al 2026

responde a uma pergunta

que nunca viu
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HOJE: PRE-TREINAR E TRANSFERIR - 2:DE 2

Pré-treinar em 900 mil edificios simulados

A mesma ideia de pré-treinamento do ChatGPT, mas com curvas de carga no lugar de texto

bilhdes de paginas da web |& TODAS, aprende os responde a uma pergunta
ChatGPT : ) .p .
o corpus padrdes da linguagem que nunca viu

BuildingsBench 900 mil edificios simulados |&é TODOS, aprende os prevé um edificio que

0 corpus padrdes da demanda nunca viu

mesma estratégia, outros dados: o pré-treinamento fornece um prior; a transferéncia ainda precisa ser testada em edificios reais

CONCLUSAO

A analogia com o ChatGPT é sobre pré-treinamento, ndo equivaléncia. O BuildingsBench aprende um prior amplo a partir de 900 mil edificios
simulados e avalia a transferéncia em mais de 1.900 edificios reais. O teste: esse prior ajuda um edificio novo com pouco histérico local?

IA para edificios - Escola de verdo Climate Change Al 2026 o



APLICACAO 3 - ETAPA: DECIDIR

Controle predial que
considera o conforto

Ocupantes no ciclo: metas seguras na saida,
resultados medidos de volta

MEDIR (lel)3WN;d DECIDIR VERIFICAR

IA para edificios - Escola de verao Climate Change Al 2026
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O QUE E CONFORTO DE FATO

A guerra do termostato: todo mundo conhece esta sala

Uma sala de reunido, um termostato: quatro experiéncias diferentes

24 °C
a N\
termostato
. [ XX
N 4
A \\
o (@)
) N
-H H ” o 13 4 Hi o
Estou derretendo, o sol bate na minha mesa N esta abafado aqui m
“para mim esta bom” “Estou congelando, a saida de ar figa em cima”
. J

o termostato 1&é UM numero; quatro corpos, quatro microclimas, quatro veredictos o sol na mesa, uma
saida de ar em cima, a roupa, 0 que vocé acabou de fazer: nada disso o termostato mede

ENQUETE
Maos para cima: quem ja brigou pelo termostato do escritério, ou usou casaco dentro de casa no verao?

CONCLUSAO
O termostato |€ um numero; a sala tem quatro microclimas e quatro corpos. Conforto ndo € uma temperatura: entdo o que é?
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PONDO NUMEROS NO CONFORTO - 1 DE 5

O PMV é uma estimativa de grupo: uma salvaguarda, nao um veredicto

SEIS ENTRADAS PARA UMA CONDIGAO COMUM

TEMP. DO AR - ta TEMP. RADIANTE MEDIA - tr

24 °C 25 °C

UMIDADE - pa VELOCIDADE ‘DO AR - v
50% 0.12 m/s

CLOTHING - |_cl ATIVIDADE

0.7 clo - M 1,2 met

Médias da sala + uma pessoa “tipica” suposta

IA para edificios - Escola de verdo Climate Change Al 2026
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PONDO NUMEROS NO CONFORTO - 2 DE 5

O PMV é uma estimativa de grupo: uma salvaguarda, nao um veredicto

SEIS ENTRADAS PARA UMA CONDIGAO COMUM

TEMP. DO AR - ta TEMP. RADIANTE MEDIA
24 °C 25 °C

UMIDADE - pa VELOCIDADE DO AR - v

50% 0.12 m/s

VESTIMEN ATIVIDAD

TA - 1cl 0,7 E-M1,2

clo met

Médias da sala + uma pessoa “tipica” suposta

IA para edificios - Escola de verdo Climate Change Al 2026

—

(

(&

\

BALANGO TERMICO DE FANG

_F

voto médio predito

PMV = +0.3

levemente quente, em médiy
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PONDO NUMEROS NO CONFORTO - 3 DE 5

A caixa de seis entradas esconde uma equacao de balanco térmico nao linear

- ” - ”

t ; pa Var Icl M

a r - .
pressao de vapor a partir de taxa metabdlica / atividade

temperatura do ar temperatura radiante média velocidade relativa do ar isolamento da vestimenta

PMV = (0.303¢ " - 0.028) { (M — W)
—3.05x107°[5733 — 6.99(M — W) — p,] — 0.42[(M — W) — 58.15]
— 1.7x107° M (5867 — p,) — 0.0014M (34 — ¢,)
— 3.96x10 3£, [(ty +273)* — (£ + 273)%] — fuho(ty — ta)}

TAKEAWAY
As seis entradas sdo s6 o comecgo: o modelo também calcula a area vestida fcl, a convecgao hc e a temperatura da superficie da roupa tcl, esta ultima de

forma iterativa. O PMV é um calculo de balango térmico, ndo uma consulta de temperatura.

IA para edificios - Escola de verdo Climate Change Al 2026 62



PONDO NUMEROS NO CONFORTO - 4 DE 5

O PMV é uma estimativa de grupo: uma salvaguarda, nao um veredicto

SEIS ENTRADAS PARA UMA CONDIGAO COMUM

\

BALANGO TERMICO DE FANG

_F

voto médio predito

PMV = +0.3

QUATRO

levemente quente, em médiy

TEMP. DO AR - ta TEMP. RADIANTE MEDIA 4
24 °C 25°C
UMIDADE - pa VELOCIDADE DO AR - var
50% 0.12 m/s :
VESTIMENT ATIVIDADE - M
A-1cl0,7 1,2 met

\
clo

Médias da sala + uma pessoa “tipica” suposta

IA para edificios - Escola de verdo Climate Change Al 2026

’ Pessoa A sol
na mesa
N +2 quente

Pessoa C
sala abafada

+1 morno

®
M
@
N

PESSOAS AINDA PODEM DISCORDAR

Pessoa B se
sente bem

0 neutro

Pessoa D sob
a saida de ar

-2 fresco

O PMV prevé a média do grupo; nao identifica quem esta desconfortavel.
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PONDO NUMEROS NO CONFORTO - 5 DE 5

O PMV é uma estimativa de grupo: uma salvaguarda, nao um veredicto

SEIS ENTRADAS PARA UMA CONDIGAO COMUM

TEMP. DO AR - ta

24°C

UMIDADE - pa

50%

VESTIMENT
A-lcl 0,7
clo

TEMP. RADIANTE MEDIA
25°C

VELOCIDADE DO AR - var

0.12 m/s

ATIVIDADE - M
1,2 met

Médias da sala + uma pessoa “tipica” suposta

CONCLUSAO

[

(&

\

BALANGO TERMICO DE FANG

_F

voto médio predito

PMV = +0.3

levemente quente, em médiy

—

@
N
@
N

Pessoa A sol
na mesa
+2 quente

Pessoa C sala

abafada
+1 morno

®
M
@
N

QUATRO PESSOAS AINDA PODEM DISCORDAR

Pessoa B se
sente bem

0 neutro

Pessoa D sob
a saida de ar

-2 fresco

O PMV prevé a média do grupo; nao identifica quem esta desconfortavel.

E depois? Prever o PMV para setpoints candidatos, manter uma faixa de conforto inicial (por exemplo, -0,5 < PMV < +0,5) e escolher o
candidato de menor energia. Depois, verificar com votos reais: o retorno local pode prevalecer sobre a média do grupo.

IA para edificios - Escola de verdo Climate Change Al 2026
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O CONFORTO E EM PARTE APRENDIDO COM O CLIMA

Numa semana quente, 27 °C ainda pode ser confortavel

EDIFICIOS COM VENTILAGAO NATURAL

| SEMANA AMENA adaptacio ' SEMANA QUENTE

20°C outside > \ ? - 30°C outside

confortavel em ambiente interno por volta de rOUPaf 't,JanelaS confortavel em ambiente interno por volta de
expectativas

(o) 27 °C AINDA CONFORTAVEL
24 C COMFORTABLE

A faixa interna aceitavel acompanha o clima externo recente; nao € um setpoint fixo.

CONCLUSAO

Em edificios com ventilacdo natural, as pessoas mudam de roupa, usam janelas e ventiladores e ajustam as expectativas. A faixa

interna aceitavel sobe com a temperatura externa recente; ndo € um setpoint fixo, nem uma afirmacao de que todo escritério climatizado
deva ficar a 27 °C.

6F
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A CENA - UMA SALA, UMA TARDE

As 14h, uma sala vira um problema de controle

O que vem por ai? 17h: mais calor, sol forte, preco
de energia alto, reunido de oito pessoas.

O que esta fragmentado? AVAC, persianas e iluminagdo tém cada um
seus sensores e controlador local.

O que precisa ser coordenado?

Conforto, 300-500 lux sem ofuscamento, pico baixo de
kW e limites seguros dos equipamentos.

ENTRADAS SAIDAS A CADA 15 MIN
estado da sala - ocupagéo - clima - prego/carbono - luz natural  setpoint de AVAC - posicdo da persiana - nivel de luz

CONCLUSAO

O problema de controle: escolher metas coordenadas que mantenham as pessoas confortaveis e a sala utilizavel, reduzindo energia,
custo ou carbono. A previsao importa porque permite ao edificio agir antes do pico.

IA para edificios - Escola de verdo Climate Change Al 2026 28



TRES SISTEMAS ISOLADOS - UMA SALA ACOPLADA

AVAC, persianas e luzes nao podem otimizar de forma independente

s 0

AVAC
Mais calor solar > mais refrigeracao.

IA para edificios - Escola de verdo Climate Change Al 2026
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TRES SISTEMAS ISOLADOS - UMA SALA ACOPLADA

AVAC, persianas e luzes nao podem otimizar de forma independente

AVAC Persiana Fecha contra o

Mais calor solar > mais refrigeragao. ofuscamento > perde luz natural.

IA para edificios - Escola de verdo Climate Change Al 2026
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TRES SISTEMAS ISOLADOS - UMA SALA ACOPLADA

AVAC, persianas e luzes nao podem otimizar de forma independente

AVAC Persiana Fecha contra o Luzes Aumentam para substituir
Mais calor solar > mais refrigeragao. ofuscamento > perde luz natural. a luz natural > adicionam calor.
CONCLUSAO

A persiana fecha, as luzes aumentam e o AVAC remove o calor das lampadas. Cada sistema isolado cumpre sua propria meta; a
sala desperdica energia. A coordenacao € util justamente porque uma acdo muda varios resultados.

69
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PROBLEMA DE IMPLANTAGAO - A BABEL DO BMS

Um sensor, trés nomes: cada aplicacao vira sob medida

O mesmo sensor, uma temperatura de zona, na lingua de trés fabricantes

Vendor A

¥ SODA1R465__ART
() \ L

> Fabricante B
RM-4.465 ZN-T .

sensor de temp. da zona seu detector de falhas treinado

Sala 465, 4° andar / com os nomes do fabricante A
A VendorC X

AI.017233_04

um edificio grande tem de 1.500 a 2.500 pontos de sensor; os rétulos séo digitados pelos instaladores, projeto a
projeto um app escrito para um edificio quebra em siléncio no seguinte: por isso o software predial ndo escala

CONCLUSAO

Abra trés sistemas de gestao predial e a mesma ideia pode aparecer com trés nomes de ponto opacos. Os nomes variam por projeto,
sdo aplicados de forma inconsistente e as vezes ficam escondidos atras de APls proprietarias. A analise é reutilizavel; a integracao, nao.
Motivagao adaptada do webinar do Brick Schema (05:03).
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PONTE DE IMPLANTAGAO - SIGNIFICADO COMPARTILHADO

O Brick separa o significado de um ponto do seu nome local

1 - CADA LOCAL FALA SUA LINGUA 2 - MAPEAR UMA VEZ POR EDIFiCIO 3 - ESCREVER A APLICAGAO UMA VEZ
Ed|f|C|q A rétulos mesmo padrio de grafo Brick em A + B UMA REGRA SEMANTICA
do fabricante

Temp. da zona > 26 °C
ZN4.65_TMP .
- iment E alimentada pela UTA
brick:AHU alimenta brick:HVAC_Zone
Unidade d g 3
AHU2.RUN P Uiy Zona [ esta DESLIGADA
EdifiCiO B |hasPoint T hasPoint > alert operator
atus
rétulos codificados pelo instalador / DESLIGADO Terr!g. gaigona

AI_017233 D0_0041 . ~ . .
tipos + relagdes no lugar de adivinhar rétulos

Mapeie os edificios localmente. Escreva analises e controles sobre o significado compartilhado.

CONCLUSAO

O Brick associa os rétulos locais de cada local a tipos e relagdes compartilhados. O coordenador pede “a temperatura da zona e o atuador de persiana
que atendem a esta sala”, ndo um rotulo de fabricante. O controle escolhe as metas; os metadados dizem ao software onde ler e escrever

them."
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DA PREVISAO A ACAO FiSICA - 1 DE 4

Um controlador repete quatro passos: observar » escolher » meta » checar

1 - OBSERVAR

O que esta acontecendo?

temperatura da sala
ocupacao

previsao do tempo

sol + luz natural -

preco / sinal da rede

CONCLUSAO
1 - Observar. Os sensores descrevem a sala agora; previsdes e precos descrevem o que vem. Nada se move ainda: sdo s6 as
entradas da decisao.

IA para edificios - Escola de verao Climate Change Al 2026
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DA PREVISAO A ACAO FiSICA - 2 DE 4

Um controlador repete quatro passos: observar » escolher » meta » checar

1 - OBSERVAR 2 - ESCOLHER

O que esta acontecendo?

\
temperatura da sala
ocupacao
Controlador
previséo do tempo supervisor compara metas
sol + luz natural - candidatas regras ou politica
preco / sinal da rede \_ aprendida )

CONCLUSAO
2 - Escolher. O supervisor compara combinagdes de metas candidatas quanto a conforto, luz, energia e seguranca. Uma regra,
um otimizador ou uma politica aprendida diferem em como escolhem, ndo no que produzem.

3
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DA PREVISAO A ACAO FiSICA - 3 DE 4

Um controlador repete quatro passos: observar » escolher » meta » checar

1 - OBSERVAR 2 - ESCOLHER 3 - DEFINIR METAS

O que esta acontecendo? Setpoints seguros

\
temperatura da sala HVAC
ocupagio setpoint da zona - 24 °C
- x —> Contr()lad» Persiana: angulo
previsao do tempo sSupervisor 45° fechada
sol + luz natural - compara metas candidatas e
regras ou politica aprendida ,
nivel - 350 lux

preco / sinal da rede

CONCLUSAO
3 - Definir metas. A saida s&o setpoints comuns, por exemplo 24 °C, persiana a 45° e 350 lux. Os controladores locais existentes
traduzem essas metas em movimentos de valvulas, dampers, motores e dimmers.

IA para edificios - Escola de verao Climate Change Al 2026

4



DA PREVISAO A ACAO FiSICA - 4 DE 4

Um controlador repete quatro passos: observar » escolher » meta » checar

1 - OBSERVAR 2 - ESCOLHER 3 - DEFINIR METAS 4 - MOVER + MEDIR
O que esta acontecendo? - ~ Setpoints seguros Equipamento + resultado
alvula - : til
temperatura da sala HVAG valvula - damper - ventilador
~ Setpoint da zona - 24 °C motor da persiana - dimmer
ocupacao
Controlador | Persians: angu -
previsio do tempo ersiana. anguio RESULTADO MEDIDO
controfier 45° fechada .
compara metas candidatas el B L Lo

© sol +luz natural regras ou politica aprendida H?\I;él 350 lux luz suficiente, menos

. - f It i
preco / sinal da rede u o oo se

CONCLUSAO
4 - Mover, medir, repetir. As malhas locais movem o hardware; os sensores informam o resultado. Se conforto, luz ou energia ndo
atingirem a meta, o supervisor corrige as proximas metas.
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ESCOLHA DO MODELO - QUANTA FiSICA MANTER?

Caixa branca, cinza ou preta: o que acontece depois deste setpoint?

DADO estado da sala + clima + setpoint candidato

PREVER temperatura da sala + poténcia do AVAC - 15-60 min depois

<

CAIXA BRANCA CAIXA CINZA CAIXA PRETA
simular fisica detalhada ajustar um pequeno modelo fisico aprender o mapeamento a partir dos dados
//\\ R O O O
Te © o
" T~
geometria, materiais, equipamentos, horarios  poucos estados térmicos ajustados a registros chermal strtr€ture is asst@ad
EnergyPlus / Modelica aprenderRe C arvores impulsionadas / redes neurais
plantas + calibracdo alguns dados + hipéteses fisicas muitos dados variados
mais dados

mais conhecimento fisico

CONCLUSAO

IA para edificios - Escola de verdo Climate Change Al 2026

As trés respondem ao mesmo contrafactual: “Se eu escolher este setpoint agora, o que acontece depois?”. O controlador
compara agdes candidatas usando a temperatura e a poténcia previstas. Branca, cinza e preta descrevem como essas
consequéncias sao previstas, ndo tipos diferentes de controlador.
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LOGICA DE DECISAO - 1 DE 3

Regras: uma pessoa escreve a logica de decisao

ENTRADAS

A salaestaa24°C

Ha pessoas presentes >

Pico de preco em 1 hora

o que o controlador sabe

BOA PRIMEIRA ESCOLHA
clara - explicavel - facil de limitar

CONCLUSAO

-

REGRA ESCRITA POR UMA PESSOA

SE ocupada E pico
de preco em breve

ENTAO pré-resfriar 1 °C

LIMITE

r

\_

META SEGURA

AVAC

23°C

ndo é um comando de valy

rula

J

as interagoes podem multiplicar as regras

Comece por aqui. Uma regra codifica diretamente o que o operador ja sabe. Ela continua util até que clima, ocupacéo, precos e
varios sistemas acoplados criem mais casos do que as pessoas conseguem manter.

IA para edificios - Escola de verdo Climate Change Al 2026
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LOGICA DE DECISAO - 2 DE 3

Um jogo de plataforma e um edificio usam o mesmo vocabulario de AR

JOGO DE PLATAFORMA e CONTROLE PREDIAL m
aprender que movimento faz o jogador avangar u aprender que metas melhoram a opetagéae

O QUE O AGENTE VE O QUE O CONTROLADOR VE

q - P ESTADO =P
posicao do jogador - obstaculos - tempo temperatura - pessoas - previsao
O QUE PODE ESCOLHER AGAO O QUE PODE ESCOLHER ]
esquerda - direita - pular metas de AVAC - persiana - luz
COMO UM MOVIMENTO E PONTUADO COMO UMA META E PONTUADA c
+ progresso - perder uma vida custo + conforto - violagoes
A ESTRATEGIA APRENDIDA . A ESTRATEGIA APRENDIDA
estado > préximo movimento POLITICA estado > metas seguras
ONDE O APRENDIZADO ACONTECE N ONDE O APRENDIZADO ACONTECE
muitas partidas no emulador EXPERIENCIA dias simulados ou registros

CONCLUSAO
O mapeamento € exato; a consequéncia da falha, ndo. Um agente de jogo pode perder uma vida enquanto aprende. Um agente
predial deve aprender em simulacdo ou com registros e depois ser implantado dentro de limites rigidos de conforto e seguranca.
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LOGICA DE DECISAO - 3 DE 3

AR: a experiéncia ensina a logica de decisao

TREINAMENTO - ANTES DE CONTROLAR O EDIFiCIO

Experiéncia simulador

Pontuar resultados energia + Melhorar a politica
ou registros ’ conforto + seguranca ’

tornar mais provaveis as escolhas reconjpensadas

IMPLANTAGAO - O CICLO DE APRENDIZADO ACABOU

MESMAS ENTRADAS

Politica aprendida MESMAS METAS
sala + previsdo + preco ’ entradas > escolha de AVAC - persiana - luzes
metas

O AR nao é automaticamente melhor: use-o s6 com treinamento seguro, limites rigidos e controle de reserva.

CONCLUSAO

S6 muda a regra de decisdo. O AR aprende o mapeamento de entradas para metas antes da implantagao; ndo aprende experimentando
livremente com os ocupantes. Use-o0 sé quando as decisdes se repetem, as interacdes importam e ha dados de treinamento confiaveis ou
simulation exists.[4: 41

IA para edificios - Escola de verdo Climate Change Al 2026
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APLICACAO 4 - FASE DE PROJETO

Explorar o espaco de
projetos de baixo carbono

Cada simulacao é um ponto; o substituto ajuda a
achar a fronteira

MEDIR MODELAR DECIDIR VERIFICAR

IA para edificios - Escola de verao Climate Change Al 2026
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DECISAO 1 - ESCOLHER O ORGAMENTO DE CARBONO

O mesmo edificio, trés formas de gastar seu orcamento de carbono

Manter constante

Area, uso, seguranga e vida util

Variar Estrutura, fachada,
sombreamento e AVAC

Comparar Carbono inicial + carbono operacional
no horizonte escolhido

CONCLUSAO
A decisdo nao é “madeira boa, concreto ruim”. Declaragdes de produto, origem, durabilidade, clima e a rede futura podem
mudar a classificagcdo. Compare opg¢des de ciclo de vida completo enquanto as escolhas de projeto ainda sao reversiveis.
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BUSCA DE PROJETO - MAPEAR OS TRADE-OFFS

Cada simulacao transforma um projeto em um ponto comparavel

UM PONTO NO ESPACO DE PROJETO

UM PROJETO CANDIDATO
TRES METRICAS COMPARAVEIS

SLOW PHYSICS RUN energia operacional
kWh/m?-ano 42

isolamento das paré2@snm —> ‘ | —> e e —>

eficiéncia do AVAC COP 4.2

>
k 2 1 £ @
proporgao de janelas 35% 9CO.e/m 310 % .
Q. 1
|¢ .‘ - ‘
profundidade do sémireamento EnergyPIus / Modelica penalidade de conforto/luz P o . .‘.'E
0/0 @ :
1
1

energia operacional
e

CONCLUSAO

Raramente existe um unico melhor edificio. O conjunto de Pareto € o pequeno grupo que vale discutir: melhorar um objetivo a
partir de qualquer projeto destacado pioraria pelo menos outro.
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BUSCA DE PROJETO - SUBSTITUTO, PASSO 1 DE 2

Gastar o lento orcamento de simulacao em 30 projetos variados

PASSO 1 - COMPRAR 30 ROTULOS VALIOSOS COM A FiSICA

A - COBRIR O ESPACO DE PROJETO B - RODAR O SIMULADOR LENTO C - GUARDAR ENTRADAS + SAIDAS VERIFICADAS
Nao simule 30 edificios quase idénticos. Cada execucao produz a resposta confiavel. Esta pequena tabela é o conjunto de treinamento do substituto.
o o o) projeto energia carbono penalidade
0o o —> #01 42 310 7%
°© o
o o o #02 51 244 5%
... #30 38 405 4%

minutos a horas

30 candidatos variados _ 30 exemplos caros e confiaveis

O simulador é o rotulador. Gaste seu orcamento limitado em cobertura, ndo em repeticao.

CONCLUSAO
O simulador é o rotulador caro. Amostre para cobrir: combinag¢des de envoltdria, vidros, sombreamento e AVAC que abranjam as
escolhas que vocé realmente poderia fazer.

IA para edificios - Escola de verdo Climate Change Al 2026 9



BUSCA DE PROJETO - SUBSTITUTO, PASSO 2 DE 2

Aprender o mapa, triar 10.000 candidatos, verificar cinco

PASSO 2 - APRENDER O MAPA, TRIAR MILHARES, DEPOIS VERIFICAR CINCO

A - AJUSTAR UM SUBSTITUTO RAPIDO

Aprender variaveis de projeto > trés métricas.

C

O O O

CONCLUSAO

O C FIT

MLP

O C P
boosted

C tree

milissegundos por previsao

—>»

B - PREVER 10.000 CANDIDATOS
Manter s6 a fronteira nao dominada.

.,.\./.\o/.

segundos, ndao milhares de simulagées

—>»

C - VERIFICAR OS CINCO FINALISTAS
O substituto propoe; a fisica confirma.

#1 #2 #3 #4 #5

v v v v v

5 rodadas fisicas finais

antes de uma decisao de projeto real

0O ganho de velocidade s6 é util se a lista final voltar ao simulador confiavel.

Para métricas escalares, comece com um MLP, um processo gaussiano ou uma arvore impulsionada. Um operador neural € mais
natural para previsdes campo > campo. O substituto propde; a fisica verifica os cinco finalistas.

IA para edificios - Escola de verdo Climate Change Al 2026
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A MENSAGEM PRINCIPAL

O modelo nao é o fim. A decisao
verificada, sim.

NILM - diagnosticar Que Previsao + resposta da demanda - Controle - coordenar Que metas Projeto - buscar Que opcoes
antecipar Quando o edificio deve agir?

aparelho precisa de agao? seguras devem mudar? resistem a verificagdo?

MEDIR o que acontece - MODELAR o que vem - DECIDIR o que fazer - VERIFICAR que funcionou
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Obrigado

Perguntas, colaboracoes e projetos de estudantes sao bem-vindos

nipun.batra@iitgn.ac.in - sustainability-lab.github.io
IA para edificios - Escola de verao Climate Change Al 2026



APENDICE

Slides de reserva

Aprofundamento para perguntas e respostas

IA para edificios - Escola de verao Climate Change Al 2026



RESERVA - OBJETIVO DE CONTROLE FORMAL

Um objetivo compacto deixa os trade-offs explicitos

t+H
min J = ['wEeq- + ,wTD:Grhermal + wVD}rr1sual] + wp max PT
-

T=t

Decisdes Setpoint de AVAC, vazao de ar, Resultados

angulo da persiana e nivel de luz dentro dos  Energia/custo/carbono, desconforto
limites dos equipamentos. térmico e visual e pico de demanda.

Entradas Estado da zona, ocupacao, clima,
radiagao solar, tarifa e previsdes de carbono.

CONCLUSAO
Os pesos revelam juizos de valor; restricdes rigidas protegem a qualidade do ar, os equipamentos e o conforto minimo. A palestra

principal usa a mesma estrutura sem a notagao.

88
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RESERVA - A FISICA POR TRAS DA PREVISAO

Um edificio é uma caixa com vazamentos, iluminada pelo sol e com memédria

De onde vem o calor e para onde vai: ISSO ¢ a fisica

N\ ' 4 . .
_O_ solar gain through windows
’ ' N\

\ interior T_in

o AVAC adiciona ou remove calor (a
Unica alavanca que vocé controla)

= >-

RN}

o calor escapa pela envoltéria mais
devagar com isolamento > resisténcia R

people & appliances give off heat g~ =-.___

correntes de ar e ventilagao (infiltragao)
paredes e lajes grossas armazenam calor > massa térmica C (o edificio lembra)

exterior T_out: tudo é movido pela diferenga de temperatura interior-exterior

CONCLUSAO
O sol entra, o calor escapa pela envoltdria, as correntes cruzam as frestas, pessoas e aparelhos adicionam calor, o AVAC compensa e a
estrutura armazena calor. Esse calor armazenado é o motivo pelo qual o pré-resfriamento pode deslocar a demanda no tempo.
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RESERVA - REALIMENTAGAO LOCAL

Uma regra de supervisao escolhe a meta; o PI/PID a segue

# supervisor: escolher a meta da zona

T_sp = 24.0 if occupied else 28.0
P

# malha local instalada: mover a valvula de resfriamento Responde ao erro atual.

error = T_room - T_sp
) _ Pl - comum em AVAC
integral += error * dt

derivative = (error - previous_error) / dt Também elimina o desvio persistente.

PID

Também reage a inclinagéo; a derivada pode amplificar o ruido.

cooling = clip(Kp * error
+ Ki % integral
+ Kd * derivative, 0.0, 1.0)

CONCLUSAO
A malha local reage em segundos. Ela ndo sabe que um pico de prego esta chegando; o supervisor, mais lento, muda sua meta
com antecedéncia.
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RESERVA - CALCULO DE CONTROLE DETALHADO

Trés acoes plausiveis, trés respostas diferentes

A - MANTER 24 °C B - DESLIGAR C - PRE-RESFRIAR

ENERGIA TOTAL 15 kWh ENERGIA TOTAL 7 KkWh ENERGIA TOTAL 16 kWh
CONTA 186 CONTA 342 CONTA 3132
PICO NO EVENTO 50 kW PICO NO EVENTO 0 kW PICO NO EVENTO 25 kW
DESCONFORTO 0O min DESCONFORTO 75 min DESCONFORTO 0O min
Confortavel, mas com pico alto. Mais barato porque as pessoas pagam. 1 kWh a mais, deslocado mais cedo.

Calculo ilustrativo - tarifa 6 antes das 17h, 18 durante o evento

CONCLUSAO

Nenhuma ac¢ao vence em todas as colunas. Desligar minimiza energia e custo, mas viola o conforto. O pré-resfriamento usa 1 kWh a mais que a
programacao normal, mas reduz o pico do evento pela metade e baixa a conta, porque a energia foi usada mais cedo. O exemplo é ilustrativo.
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RESERVA - MECANICA DO MPC

O MPC é um plano descartavel com realimentacao permanente

a MEASURE PREVER modelo + a CHOOSE AGIR UMA VEZ enviar
temperatura - ocupagéo —> orevisdes minimizar o objetivo —>
equipamentos - poténcia simular agdes candidatas respeitar cada restrigio O BRI RRIRRAO G ar o resto
o estado agora futuros possiveis melhor plano viavel uma acio executada

A _/

15 MIN DEPOIS - MEDIR DE NOVO - REPLANEJAR

Janela aberta? Ocupacdo mudou? O proximo ciclo muda o plano.

CONCLUSAO

O MPC prevé trajetdrias candidatas, escolhe o plano viavel mais barato, aplica s6 a primeira acdo, depois mede e replaneja. A
realimentagao corrige o plano quando uma janela se abre ou a previsao erra.

92
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RESERVA - MECANICA DO AR

O AR aprende a mesma interface estado » meta » resultado

acao at
e 2
{:} setpoints, vazées H
O agente de AR state s, + reward r, Dinamica térmica do
d litica d ipr .
aprende uma pofitica de tan‘ps, occupancy - —energy —comfort cost edificio + clima

controle

por que edificios reais sao dificeis

seguranga eficiéncia amostral lacuna simulagdo-realidade 3o estacionariedade

TREINAMENTO
repetir com seguranga no simulador ou em dados registrados > melhorar a recompensa de longo prazo

IMPLANTACAO
estado real > politica aprendida > setpoints seguros; as malhas locais os executam

CONCLUSAO

O estado, as acgdes, a recompensa, as referéncias e o ambiente de treinamento seguro definem o problema antes do algoritmo.
Nunca aprenda por tentativa e erro inseguros com ocupantes ou equipamentos.
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RESERVA - PREVISAO x PROGRAMAGAO

Prever ao meio-dia o pico das 17h as 21h e agir antes dele

Previsao do meio-dia > a¢des viaveis antes, durante e depois do pico

__________
.......
[ -~

previsdo  __.-- 1 RR TSN

pré-resfriar o edificio :
_ thermal mass carries you through

let temp drift +1.5 °C ] , comfort band, not a fixed point

descarregar a bateria _ recomprar a meia-noite

...e carregar a noite, cheia pela manha
os VEs esperam para carregar

12p 2p 4p 6p 8p 10p 12a

CONCLUSAO
A previsao sozinha ndo economiza nada. Ela torna viavel uma sequéncia: pré-resfriar antes do pico, relaxar a temperatura e
descarregar uma bateria durante ele e carregar os VEs depois.
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RESERVA - FLEXIBILIDADE MEDIDA DOS VEs

Com o mesmo limite de 60 kW, a programacao atende todos os dias

60 kW 22% 100%

o mesmo limite de capacidade de recarga da Caltech nos dois dos dias viaveis se cada VE carregar imediatamente dos dias viaveis com recarga programada

Casos

CONCLUSAO
O valor pratico da flexibilidade € acomodar mais VEs na fiagao existente. Estes resultados usam mais de 30.000 sessdes reais
em locais de trabalho e respeitam a necessidade de energia e o horario de saida de cada motorista.
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RESERVA - PREVER A REDE

A previsao de demanda diz quando; a de carbono, quando agir

Prever Escolher Agir
Estimar a intensidade de carbono da rede nas Encontrar a janela viavel mais limpa. Deslocar a carga de VEs, térmica, de baterias ou de computag&o.

proximas 96 horas.

CONCLUSAO
Um deslocamento pode reduzir o pre¢o ou o pico e mesmo assim aumentar as emissdes. O CarbonCast alcangou MAPE de 4,8% a 13,9% em seis redes dos EUA e da UE a 96

hours.l#7]
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RESERVA - MEDIGAO E VERIFICAGCAO

A previsao cria o medidor “sem retrofit” que falta

Medicao e verificacao como inferéncia causal

retrofit o~ - N _ s ~
o

energy use

medidor mostra de fato

|
|
|
|
)
|
)
|
|
l
o que o modelo diz que TERIA acontecido - 0 que o
|
|
}

12 -6 0 +6 +12
semanas desde a intervencao

CONCLUSAO

Deciséao viabilizada: verificar o retorno antes de escalar. Medir o uso real, prever o contrafactual sem retrofit com clima e ocupacéao
comparaveis e chamar a diferenca de economia realizada.

9
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RESERVA - LIQUIDAGAO DA RESPOSTA DA DEMANDA

Pagamento = linha de base estimada — carga medida

100 kW 80 kW 20 KW

linha de base estimada sem evento carga medida no evento reducao usada na liquidagao

CONCLUSAO

Se a carga real sem evento era de 90 kW, sé 10 kW foram reais: um erro de 10 kW na linha de base dobrou o
pagamento. Projetar a linha de base € projetar o mercado.

IA para edificios - Escola de verdo Climate Change Al 2026
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QUANDO O APRENDIZADO PROFUNDO AJUDA

Modelos de sequéncia profundos: historico na entrada, distribuiciao na saida

Modelos de sequéncia profundos: uma janela de histérico na entrada, uma curva probabilistica na saida

janela passada previsao multipasso
T ~——— ~——» codificador de sequéncia

clima = >
\/\/\ LSTM - TCN - seq2seq
attention / transformer

estimativa pontual + intervalo de previsao

CONCLUSAO

LSTMs, convolugdes temporais e atencdo compensam quando ha muitas séries correlacionadas e longo histérico, ou quando sdo necessarios
intervalos calibrados em vez de uma estimativa pontual. Eles exigem muitos dados, entdo raramente vencem em um unico edificio com poucos dados.
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O PICO DE NOVO, AGORA EM CARBONO

Um kWh as 18h nao é um kWh as 14h

DADO ENCONTRAR SUJEITO A
sinal horario de prego / carbono - quando deslocar a carga flexivel conforto + economia verificavel

Dados reais - rede do Reino Unido - 21 jun. 2024 - carbonintensity.org.uk

rampa da noite: sem
150 - sol, demanda alta

75 A deslocar a carga flexivel

grid carbon intensity (gCO,/kWh)

50 A
25 A mais limpo (sol
do meio-dia
O 1 1 1 1
12a 6a 12p 6p 12a

CONCLUSAO

Vocé conhece estas jogadas da estratégia do pico: aqui elas sao precificadas em carbono, com dados reais da rede: o sol do
meio-dia € ~2,6 vezes mais limpo que a rampa da noite. Mesma estratégia, segunda moeda.

ENQUETE

Sua distribuidora paga para vocé ajustar o ar-condicionado em 1 °C nos picos: vocé adere, s6 com um botdo de anulacao, ou n&o?

\
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COMO ACIONAR

De um interruptor aos precos e a um mercado em tempo real

O sinal que aciona a flexibilidade ficou mais rico: de um interruptor a um mercado em tempo real

CONTROLE DIRETO DE CARGA TARIFA HORARIA / CPP PRECO EM TEMPO REAL MERCADO TRANSATIVO

a distribuidora desliga seu faixas de prego _ prego horario / 5 min aparelhos dao lances, o prego se
ar grosseiro - obrigatério Z;ct)égtr_i?adas dia anteriar - dindmico - vocé otimiza ajusta continuo - autdnomo
I

sinal mais rico > mais autonomia para o edificio, menos controle centralizado

CONCLUSAO

Cada passo para a direita da mais autonomia ao edificio e exige mais do seu AM: uma programacgao nao exige nada; um

mercado em tempo real exige previsao, lances e controle.

IA para edificios - Escola de verdo Climate Change Al 2026
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O PROBLEMA DE COORDENAGAO

Coordenar uma frota sem sacrificar o conforto

Um agregador, milhares de cargas: o AM despacha a flexibilidade dentro de limites rigidos

a rede precisa preco -
carbono - frequéncia

v

Agregador / VPP

prever a flexibilidade - despachar

& F 4 &
ar VE bateria aquecedor escritério

restricdes: conforto de cada ocupante - limites do alimentador / transformador - equidade entre clientes

CONCLUSAO

Uma populagao de cargas termostaticas se comporta como armazenamento em escala de rede: pode ser controlada por setpoint para
acompanhamento de carga e regulacao. A tarefa do AM: prever a flexibilidade de cada carga e despacha-la para um sinal da rede
respeitando conforto, limites do alimentador e equidade, via AR por dispositivo ou
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MODERNO - BUILDSYS 2020

Nove edificios aprendem a achatar um bairro

450 | RL-2 Verao 0 [ concLusio
$ao0 | MARL- ‘S g 400 . _
E o, | MARLISA A fw MARLISA: nove agentes, cada um compartilhando
b4 - z c P
§-3oo I @300 s6 0 consumo previsto do proximo passo com o
5250 " agente seguinte, aprendem em um ano simulado a
>.200 bl .
S, co £ 150 achatar a curva do bairro: 35% menos rampas e
vl RL-1 U . o
100 “N-“’ et €100 picos diarios 15% menores que um controlador por
5 et loa“*'tio-storage s 50 . . - , .
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Fig. 7 (verdo) - Vazquez-Canteli et al., BuildSys 2020 - doi:10.1145/3408308.3427604 )

103
IA para edificios - Escola de verdo Climate Change Al 2026



EVIDENCIA REAL - E-ENERGY 2013

SPOT: controlar o proprio conforto, nao a temperatura

1.2

[y
N
J
1

[y
o
1

CONCLUSAO

Mede ao vivo as seis entradas do PMV e mantém um nivel
de conforto personalizado (o “PPV” do SPOT), ndo uma
temperatura: relaxar a meta em 0,25 unidade de conforto
economiza ~1,5 kWh de um total de ~6 k\Wh/dia.

0o
1

Estimated Daily Energy
Consumption (kWh)
()]

1

L e

0 % T # % T T T T T T 0

-1.25 -1 -075 -05 -025 O 025 05 075 1
PPV

o
(=]
Estimated Daily Energy Cost ($)

Fig. 10 - Gao & Keshav, e-Energy 2013 - doi:10.1145/2487166.2487193

O conforto vira uma variavel de controle com preco: a versado quantificada de “cada grau conta”.
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O PROBLEMA

Um sensor, trés nomes: seu app quebra

O mesmo sensor, uma temperatura de zona, na lingua de trés fabricantes

Fabricante A

¥ SODA1R465_ ART \

((O)) Fabricante B
| 4 _—>
sensor de temp. da zona i e 2T seu detector de falhas

treinado com os nomes do fabricante A
Sala 465, 4° andar
A Vendor C

AI.017233_04

um edificio grande tem de 1.500 a 2.500 pontos de sensor; os rétulos séo digitados pelos instaladores, projeto a

projeto um app escrito para um edificio quebra em siléncio no seguinte: por isso o software predial ndo escala
CONCLUSAO
Os rétulos dos pontos sao digitados pelos instaladores, por projeto e por fabricante. Testado em trés edificios reais, o melhor
esquema existente s6 conseguia expressar 54% dos rétulos que os fabricantes realmente usam.
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METADADOS - A SOLUGCAO

Brick: descrever relacoes, nao nomes de fabricantes

A solucgéo: descrever o edificio como um grafo de tipos e relagdes (Brick)

Sensorde 4 isPoint0f - ¢ isFedBy

Zona de AVAC AHU-2 hasPoint On/Off
temp. da zona I Sala 465 g ]

Status

A MESMA REGRA, ESCRITA UMA VEZ SOBRE O GRAFO

para cada Zona: temp = seu ponto do tipo Zone_Temperature status = o ponto de

status da UTA que a alimenta (seguir isFedBy) SE temp > 26 °C E status =
DESLIGADO > alerta

sem nomes especificos do edificio: so6 tipos e relagdes, entdo roda em qualquer edificio Brick

O Mortar permite rodar essas consultas em mais de 100 edificios reais instrumentados
CONCLUSAO

O Brick substitui nomes por tipos e relacdes: a regra pede “a UTA que alimenta esta zona”, entdo pode rodar em edificios descritos com
Brick. O Mortar hospeda mais de 100 desses edificios para testes.

IA para edificios - Escola de verdo Climate Change Al 2026 08



EVIDENCIA REAL - BUILDSYS 2010

O resultado mais citado do BuildSys é um sensor de ocupacao

20.00% ¢
® 18.00% CONCLUSAO
S 16.00% - . . .
§ 14.00% Um verao de economias diarias com recuo de setpoint
§ izm por ocupacao no modelo do edificio CSE da UCSD: de
3 so0% 10% a 15% todos os dias. Com mais de 400 kW de
w "
g 6.00% carga de AVAC, 15% = 480 kWh por dia de 8 horas.
§ 4.00% \
§ 2.00% »
O T o T T o e o e Termostatos com sensor de ocupagao em residéncias:
883305533 78d335885583 980 : z :
E S S S 8SSSSSE8833888388 28% de economia de AVAC com ~US$ 25 em sensores.
Data \

Fig. 6 - Agarwal et al., BuildSys 2010 - doi:10.1145/1878431.1878433
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O PONTO DE PARTIDA

Por décadas: programacoes, termostatos, PID

Controle convencional: reagir ao erro entre a temperatura medida e a meta

[setpoint 0y o Controlador AVAC + edificio

—» room
termostato / PID / programacao

dindmica térmica + clima temp.

temperatura medida (realimentagao)

Age so sobre o erro atual: sem previsdo do tempo, sem antecipagéo, sem sinal de prego.

CONCLUSAO

Simples, robusto e presente em quase todo edificio. Mas reage so6 ao erro atual: ndo consegue pré-resfriar antes de uma onda de calor

prevista nem tirar carga de um pico de preco. Adicionar sensor de ocupacao a uma programacao fixa foi a primeira vitoria baseada em
dados.

08
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MODERNO 1 - APRENDER O MODELO

Aprender a dinamica e depois planejar

Aprender a partir dos dados o modelo de que o MPC precisa, em vez de calibrar a fisica a méo

ediifjicio - clima ———Jp espaco de estados neural > de horizonte moével > >
occupancy - energy :

restrito pela fisica (PCNN) aplicar o passo 1

meses de dados edificio

—>

os dados de operagéo retreinam o modelo: a planta nunca é perfeitamente conhecida

CONCLUSAO

Substituir a fisica feita a mao por um modelo aprendido nos registros (uma rede RC ou uma rede neural restrita pela fisica, que se
mantém estavel e interpretavel) e rodar o MPC por cima. Uma variante mais barata treina uma rede para imitar um MPC lento e roda
em milissegundos. Ambas atacam o custo de calibracdo que segura o MPC

09
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QUE CAIXA PARA QUE TAREFA?

Combine o modelo com a tarefa, ou misture-os

Branca > projeto O edificio ainda no existe, entdo  Cinza > controle O MPC é resolvido a cada Preta > previsdo Com anos de histérico do medidor,
s0 a fisica pode responder, mas ela € lenta e 15 minutos; um circuito de 2 parametros é deixe os dados falarem, como na parte de previsdo que
precisa de calibragao depois da obra. rapido, estavel e interpretavel. acabamos de ver.

CONCLUSAO

E a fronteira as mistura: por a fisica dentro da rede, com AM informado pela fisica (PIML) e redes restritas pela fisica (PCNN) >
~15% menos erro, horizontes maiores, menos dados, sem prever o fisicamente impossivel.
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BENCHMARKS

Benchmarks para controle predial

Rede elétrica

Demanda
Bombas de calor
1 Aquecedores
elétricos

Armazenamento de
agua gelada e
quente

Baterias

CityLearn Ambiente Gym para resposta
da demanda com varios edificios;
desafio anual.

BOPTEST
Emuladores Modelica + indicadores; MPC versus AR.

Sinergym EnergyPlus encapsulado
como ambiente Gym.

O que o CityLearn simula: um edificio interativo com a rede (FV, armazenamento, bombas de calor)

CONCLUSAO

Assim como o NILMTK fez para a desagregacao, ambientes compartilhados permitem comparar controladores em pé de igualdade.
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EVIDENCIA REAL - BUILDSYS 2019

Gnu-RL: competente desde o primeiro dia, sem simulador

-

Week 1 (06-10) Week 2 (06-17) Week 3 (06-24)

Occupancy
Schedule

States
Zone Temp.(°F)

SSRSUOE S SO N ARSI - .| 0 S 0
Fig. 8 (temperatura da zona, semanas 1-3) - Chen et al., BuildSys 2019 - doi:10.1145/3360322.3360849

CONCLUSAO

A politica € um MPC diferenciavel, pré-treinado imitando os registros do controlador existente e depois melhorado online com PPO. Em
uma sala de conferéncias real da CMU, reduziu a demanda de refrigeragcdo em 16,7% em trés semanas, acompanhando muito melhor o
setpoint (RMSE de 1,02 °F contra 2,4 °F), sem que nenhum simulador fosse construido.
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RESERVA - OPERAGAO

Deteccao de falhas de ponta a ponta

Deteccao de falhas: o mesmo ciclo, de ponta a ponta

MEDIR MODELAR DECIDIR VERIFICAR
telemetria do BMS que aprender o funcionamento anomalia > diagndstico > reparo confirmado:
o edificio ja registra > “normal” de cada Sigema ordem de servico priorizada > e°°”°m'las que persistem
em escala

troque a aplicagao, mantenha o ciclo: esta € a competéncia transferivel da area

CONCLUSAO
Quarta volta: sem sensores novos, sem autoridade de controle, e ainda assim o maior potencial de economia verificada em edificios
comerciais. O ciclo é a constante; a aplicacao, a variavel.
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SOBRE OMBROS DE GIGANTES

Trabalhos marcantes sobre os quais a area foi construida

NILMTK e-Energy Test-of-Time '25

open NILM benchmarking
Batra+ '14

SmartCharge
home storage cuts the bill
Mishra, Shenoy+ '12

Do

Synergy occupancy
the most-cited BuildSys paper
Agarwal, Gupta+ '10

Brick
a unified building metadata schema

Balaji, Srivastava+ '1é

Neural NILM
deep nets for disaggregation
Kelly & Knottenbelt '15

()

Private Memoirs
what a smart meter reveals
Molina-Markham, Shenoy+ '10

Do

Smart Thermostat
occupancy-driven HVAC, ~28% saved
Lu, Whitehouse+ '10

sMAP - BOSS - Mortar
portable building software
Culler, Fierro+ '10-'18

fi

TAKEAWAY

Conjuntos de dados, benchmarks e sistemas abertos, em grande parte do BuildSys e do e-Energy.

Gnu-RL
RL that controls a real room, day one
Chen, Bergés+ '19
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the datasets the field runs on
2011-2020
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SE VOCE FOR LER CINCO COISAS

Revisoes que valem a leitura

o The field in one paper — Tackling Climate Change with ML, Buildings & Cities!®®; end-to-end ML-for-buildings
survey!®©®l

o Control — RL reviews*® ™l why RL isn't deployed yet!*!, the MPC tutorial-review?®°]
o NILM — deep-learning review!", evaluation pitfalls*®
o Data scarcity — transfer learning for smart buildings!™

o Operations — Al for fault detection!™

Pratica: notebooks didaticos da CCAI (CityLearn, BOPTEST, previsao de carga, analise de
medidores inteligentes): github.com/climatechange-ai-tutorials
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VISAO GERAL

Quais problemas importam mais

Medir Modelar otimizar Operar Omexigm/ze = res@ﬁehmimon - one researcher's view

APOSTAR IMPLANTAR JA

Embodiruction
Demand response
Fal on
Founodels o @ y ;
Load gting
Persfort
Ecoack @

near-term climate impact

FRONTEIRA INICIAL MADURO - MODESTO

deployment maturity — research - piloted - operational »

CONCLUSAO

Deteccao de falhas, controle e resposta da demanda podem ser implantados agora e economizam energia real. O carbono incorporado tem alto
potencial, mas € menos maduro. A desagregacao e o eco-feedback sdo bem estudados, mas mostram economias medidas menores.
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